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Prefacio

A disciplina de Estatistica e Delineamento integra-se nos programas da maioria dos Mestrados leccionados
no Instituto Superior de Agronomia.

Nao se trata duma disciplina introdutoéria de Estatistica, mas sim duma disciplina de continuidade e apro-
fundamento de conceitos e ferramentas estatisticas. Pressupoe a frequéncia duma disciplina estatistica
prévia, semelhante as que sao leccionadas na grande maioria dos primeiros ciclos nas areas correspon-
dentes aos cursos do ISA. Aos alunos que, por um ou outro motivo, ndo tenham frequentado disciplinas
estatisticas introdutorias, ou que precisem de relembrar conceitos, aconselha-se vivamente a consulta de
algum dos numerosos textos de introducao & Estatistica. Por exemplo, podem ser consultados os materi-
ais de apoio a disciplina de Estatistica leccionada nos primeiros ciclos do ISA, disponiveis na respectiva
pagina web, e que foram ja editados em livro da Prof. Manuela Neves [4].

Nas disciplinas introdutoérias de Estatistica aborda-se sobretudo o estudo das observagoes univariadas,
ou seja, relativas a uma unica varidavel. Na disciplina Estatistica e Delineamento estudam-se modelos
que procuram explicar as observacoes duma dada variavel & custa de outras variaveis. O fundamental
do programa da disciplina Estatistica e Delineamento aborda o principal modelo estatistico, o Modelo
Linear.

Como ferramenta de apoio informético, é utilizado o programa informatico R [5]. Trata-se de um
software livre e gratuito, baseado na linguagem computacional S, especialmente concebida para aplicagoes
estatisticas [, 2].

Informagao véria sobre o programa (manuais, respostas a perguntas frequentes, paginas de ajuda, boletim
informativo) pode ser obtida através da rede, em

http://www.r-project.org.
O programa R pode ser descarregado gratuitamente através da Internet, a partir do site:
http://cran.r-project.org

ou em varios outros sites que reproduzem o conteido do endereco atras referido (mirror sites, cujos
enderecos estdo indicados no portal acima referido). Existem versoes do programa R ja compiladas para
execucao nos principais sistemas operativos (Linux, Macintosh, Windows).


http://www.r-project.org
http://cran.r-project.org

CAPITULO 0. PREFACIO
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Capitulo 1

Introducao

Nas disciplinas introdutoérias de Estatistica aborda-se fundamentalmente o estudo de observacgoes uni-
variadas, ou seja, relativas a uma tdnica varidvel. Na disciplina Estatistica e Delineamento estudam-se
modelos que procuram explicar as observacoes duma dada variavel (a varidvel resposta),  custa de outras
varidveis (as varidveis preditoras).

1.1 Exemplo

Na nuvem de n = 31 pontos da Figura [[.T] pode observar-se a relacio entre o didmetro a altura do peito
(varidavel DAP, em centimetros), definida como o diametro do tronco & altura de 1,30 m, e o volume do
tronco (variavel Volume, em metros ctbicos), medidos em 31 cerejeiras.

A nuvem de pontos da Figura [[LT] permite concluir que:

e hi uma tendéncia de fundo relativamente forte e bem definida, o que significa que ha uma associag¢do
entre as duas variaveis;

e essa relagao é aproximadamente em linha recta, como se pode confirmar calculando o respectivo
coeficiente de correlacdo linear, 75, =0.9671.

Nota: Parte-se do pressuposto que o conceito e as propriedades do coeficiente de correlacao linear, 7,
sao conhecidos das disciplinas introdutérias de Estatistica. Caso necessario, reveja-os.

Sempre que exista uma boa associacdo entre as variaveis pode procurar-se uma equag¢do que descreva a
tendéncia de fundo dessa relagdo entre as varidveis. No caso duma relagdo linear, a equacdo genérica
duma linha recta (ndo vertical), y =bg + by x, pode ser usada para modelar a relagdo entre as varidveis.
No exemplo acima, esse modelo permitira estimar o volume do tronco duma cerejeira (varidvel resposta),
a partir do seu DAP (variavel preditora). A medicdo rigorosa do volume do tronco duma arvore ¢ uma
operacao destrutiva, jA que a &rvore tem ser cortada e o seu tronco submergido num tanque de agua,
sendo o volume calculado a partir da subida do nivel da dgua. A possibilidade de estimar o volume apenas
com base na medicao do DAP é vantajosa, uma vez que evita a destruicdo da arvore.
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Figura 1.1: Relagdo entre volume do tronco (y) e DAP (diametro & altura do peito, x) em 31 cerejeiras.
As coordenadas dos pontos sdo dadas pelos n = 31 pares de medigoes, {(z;,y;)}oL,.

1.2 Ideias prévias sobre modelacao em geral

Comegamos por formular algumas ideias gerais sobre modelos que descrevem relagdes entre duas (ou
mais) variaveis.

e Todos os modelos sao apenas aproximagées da realidade. No exemplo acima, é evidente que a
relagdo entre DAP e volume do tronco ndo é exactamente linear. Havera sempre erros associados
as estimativas obtidas com base no modelo.

o FExistem, em geral, modelos alternativos adequados a uma relagao. Um dado modelo pode ser melhor
num aspecto, mas pior noutro. No exemplo acima, os trés pontos correspondentes as cerejeiras de
menor porte parecem desviar-se um pouco da tendéncia linear. Talvez uma relacdo nao linear
(curvilinea) seja mais adequada quando se estudarem &rvores de DAP pequeno. Ou pode acontecer
que a introducao de novas varidveis preditoras permita diminuir acentuadamente os erros associados
& previsao.

e O principio da parciménia na modelacao afirma que, perante diferentes modelos considerados ade-
quados, é preferivel o mais simples.

e Modelos baseados em relagoes tedricas entre as varidveis observadas podem designar-se modelos
teoricos ou conceptuais. Modelos que apenas descrevem relagoes observadas, mas sem recurso a
relagoes teoricamente sustentadas, designam-se modelos empiricos.
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1.3. IDEIAS PREVIAS SOBRE MODELOS ESTATISTICOS

1.3 Ideias prévias sobre modelos estatisticos
Nesta disciplina estudam-se um tipo particular de modelos, designados modelos estatisticos.

e Os modelos estatisticos descrevem a tendéncia de fundo entre as variaveis (que pode ser de origem
tedrica ou empirica). Sabe-se que existe variabilidade das observagoes em torno dessa tendéncia de
fundo, e os modelos estatisticos incorporam essa variabilidade através de pressupostos especificos.

e Num modelo estatistico nao h& necessariamente uma relacao de causa e efeito entre variavel resposta
e preditores. Ha apenas associa¢do. A eventual existéncia de uma relacdo de causa e efeito s6 pode
ser justificada por argumentos tedricos exteriores A estatistica.

1.3.1 Ideias prévias sobre o Modelo Linear

O Modelo Linear é um caso particular de modelacdo estatistica. O Modelo Linear engloba um grande
numero de modelos especificos:

e A Regressao Linear Simples relaciona uma variavel resposta numérica y e uma variavel preditora
igualmente numérica x através duma tendéncia de fundo linear, expressa pela equagao y = by + b1 x.
A Regressdo Linear Simples foi ja motivada pelo exemplo inicial e serd motivada por exemplos
ulteriores na Secc¢ao 2.1

e A Regressao Linear Multipla estende a Regressdo Linear Simples para relagdes entre uma variavel
resposta y e p>1 variaveis preditoras, x1, x2, ..., Tp, (todas numéricas), através duma equagio do
tipo y = bo + b1 x1 + ba T2 + ... + by xp, OU seja, escrevendo y como combinagio linear (afim) das p
variaveis preditoras.

e A Regressio Polinomial, em que a relagdo entre uma variavel resposta y e uma variavel preditora x
¢ de tipo polinomial, ou seja, da forma y = bo+by +by 2° +...+ b, 2P. Engloba igualmente modelos
com equagoes polinomiais em véarias varidveis preditoras. Como se vera, este tipo de relacao pode
ser estudado como um caso particular duma Regressao Linear Multipla.

e As Andlises de Varidncia, em que a varidvel resposta numérica y é modelada a partir de uma ou
mais varidveis preditoras, que no entanto sdo variaveis categdricas (factores), ou seja, variaveis
nao numéricas, cujos valores sdo diferentes categorias (por exemplo, diferentes espécies, diferentes
genotipos, diferentes localidades, etc.).

e As Andlises de Covaridncia, em que uma, varidvel resposta numérica y é modelada por varias
varidveis, algumas das quais sao numéricas e outra categéricas. Esta concretizacdo do Modelo
Linear ja ndo faz parte do Programa da disciplina de Estatistica e Delineamento.

O Modelo Linear é de estudo imprescindivel, uma vez que:

e ¢ 0 modelo estatistico mais frequentemente utilizado:

e ¢ 0 mais completo e bem estudado tipo de modelo estatistico;
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CAPITULO 1. INTRODUCAO

e serve de base para numerosas extensoes, como por exemplo a Regressao Nao Linear, os Modelos
Lineares Generalizados, os Modelos Lineares Mistos, etc. (que ndo sao estudados nesta disciplina).
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Capitulo 2

Regressao Linear Simples

Em muitos estudos recolhem-se dados relativos a duas varidveis, havendo interesse em analisar a respec-
tiva relagdo. Consideremos uma situacao onde, dadas n unidades experimentais (por exemplo organismos,
parcelas de terreno, localidades, gendtipos), se observam duas variaveis numéricas, genericamente desig-
nadas = e y. Assim, dispde-se de n pares de observagées {(z;,y;)}7—, (correspondendo o indice i a cada
unidade experimental). Trata-se de um conjunto de observacdes bivariadas.

De grande utilidade serd a construcdo de um grafico das n observacoes obtidas. Neste grafico, cada eixo
corresponde a uma das variaveis observadas, e a cada uma das n observagoes corresponderd um ponto,
de coordenadas (z;,y;). Vejamos alguns exemplos.

2.1 Exemplos

2.1.1 Producgao do leite de cabra em Portugal

Dados do Instituto Nacional de Estatistica (INE) indicam a produgio de leite de cabra em Portugal
(variavel y, em milhoes de litros) nos anos entre 1986 e 2011 inclusive (variavel x). A estes dados
correspondem n = 26 pares de valores, {(z;,;)}2%,. O respectivo grafico ¢ mostrado na Figura 211

Como se pode observar, a tendéncia de fundo é crescente e aproximadamente linear, com um coeficiente de
correlagao linear de r;, =0.9348. Ou seja, uma linha recta descreve bem a tendéncia de fundo da nuvem
de pontos. De imediato coloca-se a questao de saber como identificar a melhor recta para descrever a
tendéncia de fundo. Todas as rectas (nao verticais) tém uma equacao da forma y = bo+ b1 2. O problema
de determinar a melhor recta, neste contexto, serd abordado posteriormente.

Neste exemplo interessa o contexto descritivo, ou seja, o objectivo fundamental consiste em determinar
a equacao da recta que melhor descreve a tendéncia subjacente & nuvem de pontos. A recta obtida serve
para simplificar a relacdo entre producio de leite de cabra ao longo dos anos indicados, em Portugal,
permitindo que, em vez da colecgao de 26 observacoes bivariadas, se descreva a relagdao de fundo apenas
a custa da equacao da recta, ou seja, apenas usando os dois pardmetros da recta: o seu declive by e a sua
ordenada na origem, bg.
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Figura 2.1: Evolucdo da producdo do leite de cabra em Portugal, nos anos de 1986 a 2011 (dados do
Instituto Nacional de Estatistica, INE). O coeficiente de correlagio linear é r,, =0.9348.

2.1.2 Volume e diametro a altura do peito em cerejeiras

O exemplo considerado na Introducao (Capitulo [) tem origem num conjunto de dados disponibilizado
no software R, de nome trees. Nesse conjunto de dados existem observaces de trés variaveis em 31
cerejeiras (as unidades experimentais), medidas em unidades anglo-sax6nicas. No entanto, utilizamos
apenas as medicoes de duas variaveis, convertidas para o Sistema Métrico Internacional: os didmetros a
altura do peito (que designaremos por DAP, a variavel z, convertida em centimetros) e o volume do tronco
(variavel y, em metros cibicos) de cada cerejeira. A nuvem de pontos dos n = 31 pares de medigoes,
{(zi,9:)}2L,, ¢ dada na Figura [T

Tal como no exemplo da subseccaoZ.1.1] a tendéncia de fundo é crescente e aproximadamente linear, sendo
igualmente de interesse obter a melhor recta, de equacao genérica y = by + b1 x, para descrever a relacao
subjacente. No entanto, um aspecto importante distingue este exemplo do exemplo anterior. Enquanto
que no exemplo da Subsecgio ZI.1] os dados disponiveis diziam respeito & totalidade da informacéo
relativa aos 26 anos em causa, neste caso a informagdo disponivel apenas diz respeito a um pequeno
subconjunto da totalidade das arvores de cereja. Ou seja, os n = 31 pares de observacoes sao apenas
uma amostra duma populacdo mais vasta. O verdadeiro objectivo, numa analise da relacao entre volume
do tronco e DAP, nio dira respeito apenas as 31 observagoes disponiveis, mas sim 4 relacdo existente na
populacao de todas as cerejeiras.

Assim, ha que admitir que existe uma recta populacional que descreve a relacdo entre volume e DAP
na populagdo, cuja equacdo serd da forma y = Sy + Si1x. A recta amostral de equacgdo y = bg + by x
obtida a partir da nossa amostra serd apenas uma estimativa da recta populacional, mas nao concidira
com a recta populacional. Diferentes amostras extraidas da populacio de cerejeiras irdo gerar diferentes
rectas estimadas. Aqui interessa o contezto inferencial, ou seja, saber como se pode utilizar uma amostra
aleatoria para, nao apenas obter a recta amostral y = by + b1 x, mas igualmente fazer inferéncia estatistica
sobre os parametros 5y e 81 da recta populacional, ou sobre os valores de y (volume) na recta populacional,
dado um valor de = (DAP).
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2.1. EXEMPLOS

2.1.3 Peso no parto, em seres humanos

Consideremos agora um outro exemplo, em que a relacdo de fundo entre duas varidveis observadas nao é
de tipo linear. Os dados foram recolhidos num grande hospital portugués, e dizem respeito & relacao entre
a idade gestacional, ou seja, a duracio duma gravidez em mulheres (variavel x, em semanas) e o peso do
bebé a nascenga (variavel y, em g). Ha dados relativos a 251 partos, observados num dado periodo de
tempo. Assim, dispoe-se de n = 251 pares de observagoes: {(z;,y;)}?2,. A Figura 22 mostra a nuvem

de pontos resultante.

2000 3000 4000
1 1 1

Recém nascido - peso (g)
.

1000
1
.
.

0

Idade gestacional (semanas)

Figura 2.2: Relagdo entre o peso de bebés a nascenca (y) e a duracdo da gravidez (z), em 251 partos
num hospital em Portugal.

Existe uma tendéncia de fundo na nuvem de pontos, que é claramente crescente, mas curvilinea, ou seja,
ndo linear. Assim, em relagdo aos exemplos anteriores, coloca-se uma questao adicional: saber qual a
fungdo que pode ser usada na equagio y = f(x) para descrever a rela¢do de fundo visivel na Figura 22
Pelo conhecimento dos graficos de funcoes elementares, sabemos que uma curva crescente, como a da
Figura, pode talvez estar associada a uma relacio de tipo exponencial, com equacio y= f(z)=ce® (com
d > 0). Mas pode também estar associada a uma relagdo poténcia, com equacio y = f(x) = cx?, com
d > 1 (poderia, por exemplo, tratar-se da parte ascendente duma parabola de concavidade voltada para
cima). Ou talvez seja mais adequada outra forma funcional para descrever a relagio entre duragio da

gravidez e peso dos bebés a nascenga.

O ajustamento directo de relagdes nao lineares, a chamada Regressio Nao Linear, ndo faz parte do
Programa desta disciplina. Mas, como se vera mais tarde (Seccio 2.3)), para muitos tipos de relagoes nao
lineares é possivel identificar transformagoes de uma ou ambas as varidveis que linearizam a relacao, ou
seja, que geram uma relacao linear, nao entre as variveis originalmente observadas, mas entre as variaveis
assim transformadas.

Em todos os exemplos anteriores, as varidveis x e y desempenham papéis que nao sao intercambidveis.
Em geral, havera uma variavel (associada ao eixo dos y) que se pretende modelar ou prever a partir
de outra (associada ao eixo dos x). A variavel que se pretende modelar costuma designar-se varidvel
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CAPITULO 2. REGRESSAO LINEAR SIMPLES

resposta. A varidvel usada para modelar a variavel resposta designa-se varidvel preditora ou emplicativ.

2.2 A Regressao Linear Simples em contexto descritivo

Na disciplina de Estatistica dos primeiros ciclos do ISA introduz-se o conceito de Regressao Linear, mas:

e apenas como regressao linear simples (uma tnica variavel preditora); e

e apenas no contexto descritivo (sem preocupagoes inferenciais).

Vamos recordar e aprofundar o estudo da Regressao Linear Simples (RLS) em contexto meramente des-
critivo. Veremos como se obtém uma recta que descreva adequadamente uma relacdo de fundo linear
evidenciada por n pares de observagoes de duas variaveis x e y, e estudaremos as propriedades funda-
mentais dessa recta de regressao de y sobre x.

2.2.1 O Critério dos Minimos Quadrados

Considere de novo os exemplos das Subseccoes Z T e 2.2l Como se pode obter uma recta y = by + by
que descreva bem a relacdo linear de fundo entre as varidveis y e 7 Para justificar que uma dada recta
seja ‘a melhor’ de todas, ha que comecar por definir um critério, que permita comparar diferentes rectas.

O critério classico, usado na regressao linear, é o chamado critério dos minimos quadrados. Para aplicar
esse critério, comega-se por definir o conceito de residuo. Um residuo é a diferenca entre um valor
observado da variavel resposta y e o correspondente valor ¢ obtido através de um dado modelo, que se
designa o valor ajustado de y.

Seja dado um conjunto de n observagoes bivariadas, {(x;, y;)}"_,, e uma qualquer recta (ndo vertical)
relacionando y e z, de equacdo y = by + by x. Designa-se por i-ésimo residuo a diferenca entre o
i-ésimo valor observado de y, y;, e o valor ajustado de y associado ao correspondente valor x; do
preditor, ou seja: ¢; = bg + by x;. Assim, o residuo associado & observagdo ¢ é dado por:

ei = Yi—U = yi—(bo+0biz;), (2.1)

Nos graficos das Figuras 2] e [Tl um residuo corresponde & distdncia na vertical entre cada ponto e a
recta y = by + by x, distancia essa afectada de um sinal que seréa:

LA variavel resposta é por vezes designada varidvel dependente e a variavel preditora é designada varidvel independente.
No entanto, a palavra ’independente’ confunde com o conceito de independéncia probabilistica de duas varidveis aleatoérias,
que nada tem a que ver com o contexto agora referido. A fim de evitar esta confusdo, serdo utilizadas nestes apontamentos
as expressoes varidvel resposta e varidvel preditora.
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2.2. A REGRESSAO LINEAR SIMPLES EM CONTEXTO DESCRITIVO

e positivo se 0 ponto se encontra acima da recta;

e negativo para pontos abaixo da recta.

O critério para definir a recta de regressao de y sobre x é o critério de minimizar a soma de quadrados
dos residuos.

Seja dado um conjunto de n observagdes bivariadas, {(z;,y;)}" ;. A recta de regressao de y
sobre x é a recta y = by + b1  que minimiza a Soma de Quadrados Residual (i.e., dos residuos),
ou seja, cujos parametros by e by minimizam:

n

SQRE = Y e = > [y~ (bo +biz)] .

i=1 i=1

A solugao do problema agora definido da origem a formulas simples para os dois parametros da recta: o
seu declive by e a ordenada na origem by. Essas formulas sao dadas na seguinte Proposicao.

Proposigao 2.1: Formulas da recta de regressao

Dados n pares de observagoes {(x;,y;)},, a recta de regressio de y sobre x obtida a partir do
Critério de Minimos Quadrados, é a recta y = by + b1 x, com

, covy,
Declive: b = - (2.2)
SCE
Ordenada na origem : by = y—biT, (2.3)
sendo:
n
e T=1%" 2 amédia das n observacdes de z;
=1
n
e y=13%" y; amédia das n observacdes de y;
=1
n
e 52 =% (z; — T)% a variancia amostral de z; e
=1
n
e covyy = —= > (z; — T)(y; — Y) a covariancia amostral entre = e y.

i=1

Demonstragao 2.1: Proposigao [2.1]

Determinar valores by e b1 que minimizem SQRE é um problema de minimizar uma funcio (aqui chamada
SQRE) de duas variaveis (aqui chamadas by e b1). Este problema ¢ estudado nas disciplinas de Analise
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CAPITULO 2. REGRESSAO LINEAR SIMPLES

Matematica. Dada uma fungdo de duas variaveis, f(z,y), derivavel em todo o seu dominio, é condigdo
necessaria para que a fun¢do atinja um extremo num ponto (z*,y*) que as duas derivadas parciais de f
se anulem nesse ponto:
of(=",y") _ Gy
———= =9 ; ———= =9
or Jdy

Tendo em conta a fungio SQRE = > [y; — (bo + bix;)]?, com variaveis bo e by, tem-se:
i=1

9SQEE(bo, b1) - _ Qi: [yi — (bo + b1z:)] - (—1) (2.4)

0Obo
PEF = 2 o] (2:5)

Igualando a primeira expressao a zero e dividindo por n, tem-se:
) >

Yi Ti
- b =
=1 _ %750 4 py =L

n n

n

Z [yi — (bo+bizi)] =0 & Z Yi =Z(bo+b1x¢) -
i—1 i=1

=1

=2 y=b0+blf =4 bozg—blf,

o que prova a formula (23). Por seu lado, igualando a expressao (23] a zero e substituindo a féormula
acabada de obter para bg, tem-se:

Z [yi — (bo + b1izi)]zi =0 < Z YiTi = Z (bo + bizs) xs
i=1 i=1

=1

=N Z Yi T = Z [(T—01T) + brzi] xs
i=1 i=1

n n n
= Z Yi Ty =Z§fvi+b1 Z(%—f)xz
i=1 i=1 i=1

S by Z(:Cl — T)J}z = Z(yl — y)l’z . (26)

i—1 i=1
Ora, pela definicdo de covaridncia amostral, tem-se

n

(n—1) COVgy

!
£
|

Z)(yi — ) IZ%‘ (vi —79) —Zf(yi—y)

=1

-

ja que

3
3

(yi—y) =D yi—ny=ny—ny=0. (2.8)

Por contas analogas as de (2.8]) mostra-se que Y (z; — Z) = 0 (ver também o Exercicio 3 de RLS). Logo, a

o
Il
-
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2.2. A REGRESSAO LINEAR SIMPLES EM CONTEXTO DESCRITIVO

partir da defini¢do de variancia amostral, tem-se:

(-1 52 = Z(ml -7)% = Z(% —T)(x; — T) = Zml (i —T) — Zf(mz —7)
i=1 i=1 i=1 i=1
n n n
= Zmz (wi—f)—fz@ii—f)zzwi (mi—_) s (29)
=1 =1 i=1
—_—————
=0
Substituindo as expressoes (7)) e (Z3) na equagao ([26]), tem-se:
o _ . _ (n—ATCOVgy
b i~ i = i =) S b1 Se = (n- ey & 2 b=—7>7
1 ;(az T)x ;(y Y)x 1(n—1) Sy = (n—1) COVzy 1 =

que é a formula (Z2)). Dispensa-se a verificagdo da condigao suficiente para a existéncia de um minimo
local (através do Critério da matriz Hessiana) no ponto critico (bo, b1) agora identificado, uma vez que existe
um tinico ponto critico, e a natureza do problema indica que tem de ser um minimo (isto é, tem de existir
uma recta globalmente mais préxima dos n pontos).

Importa sublinhar que critérios de ajustamento diferentes produziriam rectas ajustadas diferentes. Nao
¢é dificil conceber critérios de ajustamento da recta alternativos ao critério de minimos quadrados da
Definicao Por exemplo, em vez de se procurar minimizar a soma de quadrados de distancias na
vertical, é possivel usar o critério de minimizar a soma de quadrados de distancias na perpendicular, ou
mesmo na horizontal, entre pontos e recta. Da mesma forma, em vez de considerar somas de quadrados, &
possivel considerar somas das distancias (valor absoluto dos residuos), ou outros critériosﬁ. Cada critério
alternativo gera uma recta especifica, e em geral as rectas resultantes sao diferentes.

A escolha do critério de minimizar a Soma de Quadrados dos Residuos tem, subjacente, o papel diferente
das duas variaveis, sendo:

e y a wvaridvel resposta, que se deseja modelar;

e 1z a varidvel preditora, uma ferramenta usada na modelacao de y.

O objectivo é prever y com erros globalmente o mais pequenos possivel. O i-ésimo residuo, e; = y; — ¥,
mede precisamente o desvio (com sinal) da observagao y; face & sua previsdo a partir duma recta ajustada.
Ao minimizar-se a Soma de Quadrados Residual, minimiza-se a soma de quadrados dos erros de previsao
de y.

Uma vez estabelecido o critério de minimos quadrados da Definicdo 221 o papel das duas varidveis, x e
Yy, ndo € simétrico. Ou seja, a recta de regressao de y sobre x nao é igual & recta de regressao de x sobre
y. Importa, pois, considerar antecipadamente qual a varidvel que se deseja estudar (ou seja, a varidvel
resposta y) e qual a variavel que se deseja utilizar como ferramenta para modelar/prever y (ou seja, a
variavel preditora z).

20 critério de minimizar a soma de residuos, afectados de sinal, ndo seria um bom critério: havendo residuos com sinal
diferente, residuos positivos grandes podem cancelar residuos negativos de grande valor absoluto, sem que isso signifique
que a recta usada para calcular os residuos esteja proxima desses pontos. Alids, como se verd seguidamente, na recta de
regressao de minimos quadrados, a soma dos residuos é sempre nula.
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CAPITULO 2. REGRESSAO LINEAR SIMPLES

Na Figura2.3]é mostrada a recta de regressao de volume do tronco sobre DAP, para a amostra das n = 31
cerejeiras discutida na Subsec¢do Repare-se como a escolha de variavel resposta e preditora é aqui
evidente: o objectivo é prever volumes do tronco (cuja medigao rigorosa envolve técnicas destrutivas) a
partir dos DAP, e ndo o inverso. O declive e ordenada na origem da recta ai mostrada sdo dados pelas
formulas da Proposicao 211

25

2.0

y=—1.0461+0.0565 x

Volume (em m®)

DAP (em cm)

Figura 2.3: A recta de regressdo entre volume do tronco (y) e didmetro & altura do peito (x) em cerejeiras,
ajustada a partir da amostra de n = 31 cerejeiras introduzida na Seccao [LIl Esta recta resultou de
minimizar a Soma de Quadrados dos Residuos, ou seja, minimizar a soma de quadrados das distancias
na vertical entre pontos e recta, assinaladas no grafico.

2.2.2 Propriedades da recta de regressao
E sabido que, para qualquer recta de equacio y = by + by z,

e a ordenada na origem by é o valor de y (na recta) associado a x = 0;

e 0 declive by € a variacdo de y associada a um aumento de uma unidade em x.

No contexto duma recta de regressao de y sobre x, que apenas descreve uma tendéncia de fundo, estas
interpretagoes devem ser acompanhadas do qualificativo médio (por exemplo, o declive serd a variacio
média em y, associada a um aumento de x em uma unidade).

Estes parametros da recta de regressao tém unidades de medida, uma vez que s6 ha coeréncia de unidades
de medida na equacao caso:

e by tenha unidades de medida iguais as de y; e

unidades de y

e o declive by tenha unidades de medida iguais a —— .
unidades de x
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2.2. A REGRESSAO LINEAR SIMPLES EM CONTEXTO DESCRITIVO

Assim, a recta de regressdo indicada na Figura 23] permite afirmar que, a cada cm adicional no DAP, o
volume do tronco aumenta, em média, 0.0565 m?>. Neste contexto, é biologicamente irrelevante interpretar
by, uma vez que ndo existem arvores com DAP igual a zero. Em tais casos, a ordenada na origem by deve
ser vista apenas como um parametro que permite um melhor ajustamento da recta & nuvem de pontos.

Proposigao 2.2: Propriedades da recta de regressao

Seja dada uma recta de regressio de y sobre x, ajustada com base em n observagoes { (s, yi)}i -
Verifica-se:

1. arecta de regressdo passa no centro de gravidade da nuvem de pontos, isto &, no ponto (T, 7).
2. a média dos valores observados y;, é igual & média dos correspondentes valores ajustados, ;.

3. a soma dos residuos e; ¢ igual a zero.

Demonstracao 2.2: Proposicao

1. E evidente a partir da férmula para a ordenada na origem que o ponto (Z,7) satisfaz a equagéo

da recta:
bo=7y—b1T 54 y=by+b1T.

— n n
2. A média dos valores ajustados, ;, ¢ dada por § = = 3> §; = L 3~ (by + by z;). Substituindo

i=1 i=

—

a formula para by 23), vem:

1
—Z —b1$ +b1$l]—(_—blf)+blf=§.
=1

3

3. A soma dos residuos, tendo em conta o resultado do ponto anterior, é dada por:

n
ezz ny -

i=1

qd>|
I
(an]

M:

N
Il
-

2.2.3 As trés Somas de Quadrados

Ja foi referido o papel da Soma de Quadrados Residual (SQRE) no critério que leva & defini¢do da recta
de regressao de y sobre x. Mas duas outras somas de quadrados desempenham um papel fulcral no estudo
da regressao linear simples. Todas estao intimamente associadas & varidncia amostral de trés tipos de
valores: os valores observados de y, os valores ajustados de y, e os residuos.

Sejam dadas n observagoes bivariadas, {(x;,y;)}"_; e a respectiva recta de regressio de y sobre z.
Considerem-se as varidncias amostrais
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e dos n valores observados de y: 52 = —5 le(yZ -79)%
=
n

e dos n valores ajustados de y: 57 = L > (i — )% e

1
n—1
i

n
(e —2)* = n,£1 > e
1 =1

n
e dos n residuos: 52 =
Nota: Na definicdo da varidncia amostral dos valores ajustados ¢ foi tido em conta que a média desses
valores é igual & média dos n valores observados de y, §. De igual forma, foi tido em conta na defini¢ao
da variancia amostral dos residuos, s2, que a média dos residuos ¢ (tal como a sua soma) nula. Ambos
estes resultados foram demonstrados na Proposigiao

Sejam dadas n observagoes bivariadas, {(z;,y:)}7, e a respectiva recta de regressdo de y sobre z.
Definem-se as seguintes Somas de Quadrados (repetindo-se a defini¢do de SQRE):
e a Soma de Quadrados Total, SQT = ; (yi —=7)% = 1) 535

n
e a Soma de Quadrados associada a Regressao, SQR= Y (§; —9)? = w1 sf};
i=1

=

e a Soma de Quadrados Residual, SQRE = Y e? = (yi — 9:)% = (1) 2.
i=1

=1

Uma férmula fundamental da regressao linear relaciona estas trés Somas de Quadrados e, portanto, as
trés varidncias amostrais que lhes estao associadas. Essa féormula fundamental afirma que a SQT se
decompode na soma de SQR e SQRE (justificando assim a designacdo de Soma de Quadrados Total).

Proposigao 2.3: Formula Fundamental da Regressao

Sejam dadas n observagoes bivariadas,{(z;, v;)}"_;, e a respectiva recta de regressao de y sobre z.
Verifica-se a seguinte relagdo entre as trés Somas de Quadrados:

SQT = SQR+ SQRE N sy = sp+ st

Demonstragao 2.3: Proposigao

Na expressao que define SQT vamos introduzir um par de parcelas de soma zero, que nos ajudarao
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2.2. A REGRESSAO LINEAR SIMPLES EM CONTEXTO DESCRITIVO

nas contas subsequentes (—¢; + §; =0):
SQT = Y wi—9)* = > i~ o)+ @ — 7))

= 3 [l = 90 + (i — )% + 20 — 55 — 7))

= > Wi— 9+ @ -2 H2> (i — 9:) (@ — 7) (2.10)

i=1 i=1 i=1

=SQRE =SQR

Para que a igualdade pedida se verifique, é preciso que a ultima parcela na expressao (Z.I0) seja
nula. Ora §; = by + by x; e bp = Y — by T. Substituindo a expressdo de by na defini¢do de ¢;, vem:
i = y+b1(x; —T). Logo, o somatorio na ultima parcela da equagdo (210) pode ser re-escrito como:

n

S wi—9)@ -7 =

=1 7

~ u| :< D=7 —h E(x -]

7

-

[(yi =7) — b1 (2 —T)] b1 (z; — )

—_———

=(n—1) covgy =(n—1)s2

_ covg 2 _ . .
Tendo em conta que by = 2 L, tem-se by 55 =covgy. Logo, a diferenca acima anula-se.

A Proposigio agora enunciada decompde a Soma de Quadrados Total (e portanto a varincia amostral
dos valores observados de y) em duas parcelas com significado. Uma dessas parcelas, SQRE, esta
associada aos residuos - ou seja, ao desvio dos pontos observados em relacao a recta ajustada - e portanto
corresponde a variabilidade da variavel resposta y que a recta de regressdo ndo € capaz de explicar. A
outra parcela, SQR, corresponde & variabilidade resultante de substituir os valores observados de y pelos
correspondentes valores ajustados pela recta - ou seja, corresponde & parte da variabilidade dos y; que é
preservada se esses valores observados forem substituidos pelos valores previstos pelo modelo, os valores
y;. Pode considerar-se que se trata da parte da variabilidade dos y; observados que é preservada, ou
explicada, pela recta de regressao.

E evidente que uma recta de regressio é tanto mais eficaz no relacionamento entre duas variaveis, quanto
maior for o valor de SQR em relagio ao valor de SQRFE ou, alternativamente, quanto maior for o valor
de SQR em relagdo ao total SQT. Surge assim, de forma natural, a defini¢do daquele que é o mais usado
indicador da qualidade duma recta de regressio, o chamado Coeficiente de Determinacio, R?:

Sejam dadas n observagoes bivariadas, {(z;,y;)}", e a respectiva recta de regressio de y sobre z.
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Define-se o Coeficiente de Determinacao R? associado & regressdo, como sendo a razio:

SQR s}
2
R? = 2% g

SQT s

(si #0) .

Y

A discussdo sobre as Somas de Quadrados feita mais acima torna evidente que uma regressao linear deve
considerar-se tanto melhor quanto maior for o valor do Coeficiente de Determinacio R? que lhe esti
associado. Tornemos mais explicitas as propriedades deste indicador fundamental da qualidade duma
recta de regressao.

Proposigao 2.4: Propriedades do Coeficiente de Determinagao R>

Seja R? = % o Coeficiente de Determinacao duma recta de regressao. Verificam-se as seguintes

propriedades:

1. Para qualquer conjunto de dados, 0 < R? < 1;

2. R? mede a proporc¢ao da variabilidade total da variavel resposta y que é explicada pela regres-
sao;
3. R?=1 se e s6 se os pontos correspondentes as n observacoes forem exactamente colineares,

ou seja, estiverem todos em cima da recta de regressao;

4. R?>=0 se e s6 se a recta de regressdo for horizontal, ou seja, se e s6 se o seu declive for by =0,
o que equivale a dizer que a covaridncia amostral entre z e y é nula;

5. Numa regressao linear simples, R? ¢ o quadrado do coeficiente de correlacio linear entre
preditor e variavel resposta:

2
R2 = Tiy = (—CO’UIy> (sy;éO,sw;éO)

Sz Sy

Demonstragao 2.4: Proposigao [3.4]

1. Por definicdo, somas de quadrados ndo podem ser negativas. Logo R? = *;g—};f

Proposicio 23, tem de ter-se SQT > SQR. Assim, R? < 1.

> 0 e, pela

) N

2. A interpretacio resulta directamente da segunda expressdo para R? na Definicio 24t R2=%.

»
< N

3. R2=1se e s6 se SQR = SQT, ou seja, se e s6 se SQRE = 0. Ora, qualquer soma de
quadrados s6 pode ser nula se todas as parcelas forem nulas (ndo existindo parcelas
negativas, bastava que houvesse uma parcela estritamente positiva para que a soma fosse
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estritamente positiva)B. Logo, a Soma de Quadrados dos Residuos s6 pode ser nula se todos
os residuos e; forem nulos. Pela definicdo de residuo, tem entao de verificar-se y; = ¥;, para
todo o 4. Isso significa que todos os pontos estdo em cima da recta de regressao.

4. R?=0se e s6 se SQR=0. De novo, uma soma de quadrados é nula se e s6 se todas as suas
parcelas forem nulas. No nosso contexto, isso significa que §; =7 para todas as observacoes.
Mas s6 ¢é possivel que todos os valores ajustados de y sejam iguais se a recta de regressio (que
define esse valores ajustados de y) for horizontal, ou seja, tenha declive zero (b =0). Como

COVzy

o declive da recta de regressdo ¢ dado pela formula by = =3 (Proposicdo 1)), o declive s6

pode ser nulo caso o seu numerador (cov,,) seja nulo.

5. Veja-se a resolucido do Exercicio RLS 6.

%Este resultado é geral para qualquer soma de niimeros nao negativos, nao dependendo do nosso contexto especifico
n

da regressao linear. Para qualquer colecgdo de n nimeros reais x;, tem-se que Y xf =0 = z; =0, para todo o 4.
i=1

i=

2.2.4 Regressao - um pouco de histéria

O critério de minimos quadrados surge do trabalho de francés Legendre, no inicio do Século XIX. As-
sentou em trabalho anterior, motivado pelo problema de conciliar diferentes observacoes astronémicas
e geodésicas, que se sabia estarem afectadas por erros de observagao, de forma a procurar identificar a
relacao subjacente entre as quantidades observadas.

A designagao Regressdo tem origem num estudo posterior do inglés Francis Galton (1886), relacionando a
estatura de n = 928 jovens adultos com a estatura (média) dos pais [3]. Galton era entusiastico defensor
da eugenia, uma concepcao entao respeitavel. No seu estudo, constatou que pais com alturas acima da
meédia tinham tendéncia a ter filhos com altura acima da média - mas menor que os pais - enquanto pais
com estatura abaixo da média tinham tendéncia a ter filhos com estatura abaixo da média, mas maior
que os pais. Chamou ao seu artigo Regression towards mediocrity in hereditary stature. A expressao
regressao ficou associada ao método devido a este acaso histérico.

Os dados de Galton estao disponiveis num objecto de nome Galton, disponibilizado no médulo (package)
do R, chamado HistData. A nuvem de pontos e recta de regressio correspondentes sdo mostrados na
Figura 24l O declive da recta ajustada, by = 0.65, permite a interpretacdo de que, em média, a cada
polegada adicional na altura média dos pais, corresponde uma altura adicional de apenas 0.65 polegadas
na altura média dos filhos.

Curiosamente o exemplo de Galton tem um valor muito baixo do Coeficiente de Determinagao, explicando
pouco mais de 20% da variabilidade observada nas alturas médias dos filhos.

2.3 Transformagoes linearizantes

Apoés considerar as propriedades fundamentais das regressoes lineares simples, em contexto descritivo,
vejamos agora como a RLS pode ser util mesmo no estudo de relagoes nao lineares entre duas variaveis,
como a mostrada no exemplo da Subsecgio 2.1.3]
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CAPITULO 2. REGRESSAO LINEAR SIMPLES

Dados da Regressao de Galton (n=928)
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Figura 2.4: Os dados do estudo de Galton que deu origem ao nome regressdo, com a respectiva recta
de regressdo e o valor (muito baixo) do seu Coeficiente de Determinagio, bem como a bissectriz y = x.
Galton arredondou os seus dados & unidade (polegadas). A fim de evidenciar que ha mais observacoes na
zona central, do que na periferia da nuvem de pontos, foi usada a fungdo jitter ao produzir o grafico,
funcao essa que introduz pequenas perturbacgoes nos valores observados.

Em alguns casos, felizmente frequentes embora ndo universais, uma relacdo de fundo néo linear entre y
e x pode ser linearizada caso se proceda a transformacoes adequadas numa, ou em ambas, as variaveis.
Sempre que possiveis, estas transformagées linearizantes permitem utilizar uma regressao linear simples,
apesar de a relagao original nao ser linear.

Estudamos de seguida alguns exemplos particularmente frequentes de rela¢oes ndo-lineares que sdo line-
arizaveis através de transformagoes da variavel resposta e, em alguns casos, também do preditor.

2.3.1 Relacao exponencial

Uma curva exponencial € uma curva de equacao

y=cel®, (comy>0 ; ¢>0) (2.11)

cujo gréfico é da forma indicada na Figura 23]

A logaritmizagao dey lineariza uma relagio exponencial, ou seja, uma relacio de tipo exponencial torna-se
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d >0
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1

0.3

. d <0

0.5 * exp(1.25 * x)
150
0.5 * exp(-1.25 * x)

0.0

4z relacionando duas varidveis, y e . A esquerda,

Figura 2.5: Curvas exponenciais, de equagao y = ce
uma exponencial crescente, associada a valores positivos do parametro d. A direita, uma exponencial

decrescente, associada a valores negativos de d.

uma rela¢do linear entre o logaritmo de y e x. De facto, tomando-se logaritmos (naturaisﬁ), obtém-se:

y=ce™ < In(y) = In(c)+In(e®™) = In(c) + d=
= y* = bo + bll’,

com y*=In(y), bp = In(c) e by = d. Ou seja, trata-se duma relagio linear entre y*=In(y) e x.

O sinal do declive da recta indica se a relagdo exponencial original é crescente (quando by > 0) ou
decrescente (by < 0).

Tlustremos a aplicacao desta ideia considerando o exemplo do peso de bebés & nascenca, cuja nuvem de
pontos original foi dada na Figura22l O gréfico de log-pesos dos recém-nascidos contra idade gestacional
produz uma rela¢ao de fundo linear, como se pode observar na Figura [2.0]

Normalmente nao somos capazes de identificar, perante uma curvatura como a observada na Figura
22 se a relacdo exponencial é adequada. O facto da logaritmizacao de y ter linearizado a relagdo
significa que a relagdo original (peso vs. idade gestacional) pode ser considerada exponencial. Trata-
se duma constatacio importante, de valor geral: para saber se y = ce?? & uma relacio adequada,

construa-se o grafico de In(y) vs. e verifique-se se a relagdo é aproximadamente linear.

Uma relagao exponencial (Z.I0)) é a solugdo duma Equagao Diferencial envolvendo as varidveis y e , como
se vera na Proposicdo

3Salvo indicacdo em contrario, os logaritmos usados nesta disciplina sio naturais ou Neperianos, ou seja, de base e.
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Peso vs. Idade gestacional In(Peso) vs. Idade gestacional
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Figura 2.6: A esquerda, a relacio original entre peso do bebé e duracio da gravidez. A direita, a relacio
linearizada, com a nuvem de pontos dos log-pesos dos bebés vs. duracao da gravidez, bem como a recta

de regressao ajustada apos a transformagao.

Proposigao 2.5: Equacao Diferencial duma relagao exponencial

Uma relagao exponencial entre y e z resulta de admitir que y é fungao de z e que a
taxa de variagcdo de y, ou seja, a derivada y'(z), € proporcional a y:

y'(z)=d-y(x) . (2.12)

De forma equivalente, pode dizer-se que a taza de variagcao relativa de y, ou seja, a razao entre a
derivada y'(z) e y(z), € constante:

v _ (2.13)

Aplicada ao exemplo acima, esta equacao diferencial diz-nos que a taxa de variacdo do peso do bebé varia
na razao directa do peso do bebé, ou seja, e de forma equivalente, que a taxa de variacao relativa do peso

do bebé é constante.

Demonstracao 2.5: Proposicao

Primitivando os dois membros da equagao (Z13) em ordem a z, tem-se:

In(y(z)) = de+ K & ylx) = e* e’ = ce

A constante de primitivacdo K é, no nosso contexto, a ordenada na origem da recta de regressio
da relagdo linearizada: K =bg = In(c). O declive by =d da recta € o valor (constante) da taza de
variacdo relativa de y.
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2.3. TRANSFORMACQOES LINEARIZANTES

Modelo exponencial de crescimento populacional

Um modelo exponencial é frequentemente usado para descrever o crescimento de populagdes, numa fase
inicial onde nao se faz ainda sentir a escassez de recursos limitantes.

Mas nenhum crescimento populacional exponencial é sustentavel a longo prazo, ou seja, a hipotese de que a
taxa de variagao relativa da dimensao duma populagao seja constante (equagao[ZI3) &, a prazo, irrealista.
Historicamente, a critica a essa hipotese gerou modelos de crescimento populacional alternativos.

2.3.2 Relacao logistica (com 2 parametros)

Em 1838, Verhulst propds uma modelo de crescimento populacional alternativo ao modelo exponencial,
prevendo os efeitos resultantes da limitacao de recursos: o modelo logistico. Considera-se aqui uma versao
simplificada (com 2 parametros) dessa relagao.

Seja y a varidvel que mede a dimensdo duma popula¢do, relativa a um mdzimo possivel, sendo assim
uma propor¢ao, ou seja y €0, 1[. A curva de equagao

1

Y

chama-se uma curva logistica. A curva é dada na Figura 27, para o caso de d > 0 (em cujo caso se
designa uma logistica crescente).

1/(1 + exp(~(~4 + 1.5 x)))

o
N
w
IS
o
o

Figura 2.7: Uma curva logistica crescente, grafico da funcao ([Z.14), y = m, quando d > 0.

A relacéo logistica por ser linearizada através duma transformacao logit de vy, i.e., da transformagao:

y* =In (%y) , (2.15)
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CAPITULO 2. REGRESSAO LINEAR SIMPLES

De facto, a partir da equacao 2Z.14] tem-se:

1 1 Z+e—(c+d1) _Z e—(c-i—dw)
1+ef(c+dx) 1+ef(c+dz) 1+ef(c+d:n) 1+ef(c+dx)
1
N Y _ M _ 1 _ echd:v
1—y e—(ctdx) e—(ctdz)
= In <L> =c+ dzx,
Ly
—_——

que é uma relagao linear entre o logit de y e z, com ordenada na origem by = c e declive by = d.

Proposigao 2.6: Equacgao Diferencial duma relacao logistica

A relacao logistica resulta de admitir que y é funcdo de = e que a taza de varia¢ao relativa de y
diminui linearmente com o aumento de y, através da equacao:

YA —q 1 - y(a)] (2.16)

Para populagoes pequenas (y(z) =~ 0), a equagao diferencial acima é muito proxima da equagao diferencial
[212), pelo que o crescimento populacional serd proximo de um crescimento exponencial. Mas & medida
que y(x) cresce, diminui a taxa de variagdo relativa, ou seja, a populacdo vai crescendo cada vez mais
lentamente. Quando a populacdo se aproxima do seu maximo (ou seja, quando y(z) =~ 1), a taxa de
variagao relativa serd quase nula, ou seja, a populacao deixa praticamente de crescer, estabilizando em
torno do seu valor maximo.
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2.3. TRANSFORMACQOES LINEARIZANTES

Demonstragao 2.6: Proposigao

A equacdo diferencial (2I6) equivale (confirme!) a:

Y@ Y@y
@@ - T T e T

Primitivando (em ordem a z) os dois lados da equagdo, tem-se:

—In(1-y@) +ny(x) = da+ K
Y
& In <q)

com b; =d e by = K. Trata-se duma relagao linear entre o logit de y, y*=In (%y), e x.

by x+bg .

2.3.3 Relacao poténcia

Uma curva poténcia é uma curva com a seguinte equagao:

y=ca? com z,y>0 e ¢d>0. (2.17)

Os gréficos de curvas poténcia sdo do tipo indicado na Figura 2.8

08 1.0

05*x%2
05" x\1/2)
04 06
1

0.2

0.0

Figura 2.8: Graficos de funcdes poténcia y = ca?. A esquerda o caso de d > 1 e a direita o caso de
0<d<1. Sed=1 tem-se a recta y=cz, indicada com uma linha picotada.
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CAPITULO 2. REGRESSAO LINEAR SIMPLES

Logaritmizando a equagdo (ZI7), obtém-se:

In(y) = In(e) + d1In(z)
<~ y* = by + by z*

com y* =1In(y); * =In(z); bo=In(c) e by =d. Ou seja, foi obtida uma relagio linear entre as transformagoes
logaritmicas, quer de y, quer de z, em que o declive da recta (b;) corresponde & poténcia d na equagao
poténcia original (2.I7) e a ordenada na origem (by) é o logaritmo da constante multiplicativa ¢ em (2.17).

Tlustremos uma relagdo poténcia recorrendo de novo ao exemplo da Subseccdo 213l O gréfico de log-
pesos dos recém-nascidos contra log-idade gestacional produz outra relacao de fundo linear, mostrada na
Figura [Z01 Esta linearizacao significa que a relacdo original (peso vs. idade gestacional) também pode
ser considerada uma relagdo poténcia. Esta constatagdo ndo contradiz a afirmacgio feita na Subsec¢io
23dlde que uma relagdo exponencial era igualmente aceitavel para descrever essa mesma relagdo. Apenas
ilustra a ideia referida na Introducéao (Seccao[L.2)), de que pode haver mais do que uma equagio adequada
para modelar uma relagao observada entre duas variaveis.

Peso vs. Idade gestacional In(Peso) vs. In(ldade gest.)

3000 4000

2000
log-peso recém nascido

Peso recém nascido (g)

1000

0

20 25 30 35 40

Idade gestacional (semanas) log-Idade gestacional

Figura 2.9: A esquerda, a relacio original entre pesos dos bebés a nascenca e duracao da gravidez. A
direita, a relagdo entre a log-transformacao destas duas variaveis. A linearizacio da relagao ilustra que a
relacdo entre as variaveis originais pode ser considerada de tipo poténcia.

Proposigao 2.7: Equacgao Diferencial associada a relagao poténcia

Uma relacao poténcia entre duas varidveis y e x surge quando se admite que ambas sdo fungoes
duma terceira variavel (t) e que a taza de variacdao relativa de y € proporcional o taza de variagdo

v _, w0 (2.18)

y(t) x(t)

relativa de x:
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2.3. TRANSFORMACQOES LINEARIZANTES

Demonstragao 2.7: Proposigao [2.7]

Primitivando a equacdo ([ZI8) em ordem a ¢ e depois exponenciando, tem-se:

Iny = dnz+K = nz?4+K < y=21.e8 o ¢y = ca?,

comc=e .

A relacdo poténcia é muito usado em estudos de alometria, que comparam o crescimento de partes
diferentes dum organismo, ou duma parte dum organismo com o todo. A isometria corresponde ao valor
d=1, ou seja, & igualdade entre as taxas de variacao relativa de y e . Diz-se que y tem uma alometria
positiva em relacao a x quando d > 1, ou seja, quando a taxa de variacao relativa de y é maior que a de
x. Diz-se que y tem uma alometria negativa face a x quando d < 1, ou seja, quando a taxa de variacao
relativa de y é menor. Registe-se que estas caracterizagoes nao sao simétricas, ou seja, se y tem alometria
positiva face a x, entdo = tem alometria negativa face a y.

2.3.4 Relacao de tipo hiperboélica

Chamamos curva de tipo hiperbdlico a curvas associadas & equagao (Z19).

= L >0 ; d>0 (2.19)
y_c—i—dac com I,y S . .

Na Figura 210 pode ver-se um grafico deste tipo de curvas.

No caso particular de ¢ =0, estamos perante uma relagido de proporcionalidade inversa (estudadas no
Ensino Secundério), e sabemos que a essa relacio correspondem curvas chamadas hipérboles.

1/(0.2 + 0.25 * x)
3
1

Figura 2.10: Graficos de fungoes de tipo hiperbolico, dadas pela equacdo (2.19)).
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CAPITULO 2. REGRESSAO LINEAR SIMPLES

E facil de ver que, ao considerar o reciproco de y, obtém-se uma relagdio linear entre y* = 1/y e x, e uma
recta de regressao com declive b; =d e ordenada na origem by =c:

1
;zc—i—dm & Yy =c+ dz, (2.20)

Proposigao 2.8: Equagao Diferencial duma relagao de tipo hiperbélico

Uma fungao do tipo da equagao (ZI9) resulta de admitir que a taza de varia¢io de y é proporcional
ao quadrado de y ou, equivalentemente, que a taza de varia¢do relativa de y € proporcional a y:

/!
/ 2 y'(z)
y(@) = —dy’(x) e — —dy(a) . (2.21)
y(x)
Demonstragao 2.8: Proposigao [2.8§
A equagao diferencial ([Z2I) pode escrever-se como 5;((?) = —d. Primitivando dos dois lados, em
ordem a x, tem-se ﬁ;) =—dz+ K, sendo K a constante de primitivacdo. Tomando reciprocos, vem

y(z) = 74, com c=—K.

Em Agronomia, este tipo de fungoes tém sido usadas para modelar o rendimento por planta (y), como
funcdo da densidade da cultura ou povoamento (x).

2.3.5 Relacao Michaelis-Menten
A seguinte curva é conhecida por curva de Michaelis-Menten:

x
c+dx

y= (2.22)

Um gréafico tipico de curvas de Michaelis-Menten é dado na Figura 2111

A linearizacdo duma relagdo de Michaelis-Menten faz-se tomando reciprocos na equagao (2.22). Assim,

obtém-se uma relacdo linear entre y* :% exr*= %, com declive by =c e ordenada na origem by=d.

=S hd eyt =+ biat, (2.23)

Alguns comentérios sobre uma relacdo de Michaelis-Menten entre y e x:
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X(2+3*x)
Il Il Il Il Il

0.00 0.05 0.10 0.15 0.20 0.25 0.30

Figura 2.11: Uma tipica curva de Michaelis-Menten, grafico de funcoes dadas pela equacdo (2.22)).

e A relacdo Michaelis-Menten é muito utilizada no estudo de reacgdes enzimdticas, relacionando a
taxa da reacgdo (y) com a concentracio do substrato (z).

e Em modelos agrondomicos de rendimento é conhecido como modelo Shinozaki-Kira, com y o rendi-
mento total e x a densidade duma cultura ou povoamento.

e Nas pescas é conhecido como modelo Beverton-Holt: y é recrutamento (nimero de novos peixes
numa dada geracdo) e x a dimensao do manancial (stock, em inglés) de progenitores.

Proposigao 2.9: Equacgao Diferencial da relacao Michaelis-Menten

Uma relagao Michaelis-Menten entre y e x resulta de admitir que a taza de varia¢ao de y € propor-
cional ao quadrado da razdao entre y e x, ou seja, que:

y'(z) = C<M>2- (2.24)

Demonstragao 2.9: Proposicao

A equagio ([224) pode reescrever-se, dividindo tudo por y?(z), da seguinte forma: ;’;((”;)) = 5.

Primitivando em ordem a x, tem-se ﬁ;) ==¢ 4+ K==E2 sendo K a constante de primitivacéo.

Tomando reciprocos, vem: y(x)= com d=—-K.

_T_
c+dz?

2.3.6 Adverténcia sobre transformacoes linearizantes

A regressdo linear simples ndo modela directamente relagoes nio lineares entre z e y. Caso existam
transformacoes linearizantes, modela-se uma relacao linear entre as varidveis transformadas.
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Transformacdes da varidvel resposta y tém um impacto grande no ajustamento, uma vez que a escala dos
residuos é a escala da variavel y. Logo, transformacoes na escala da variavel resposta y alteram a escala
dos residuos, que é a escala que define a recta ajustada.

Assim, linearizar, obter os parametros by e by duma recta de regressdo e depois desfazer a transformacao
linearizante nao produz os mesmos parametros ajustados que resultariam de minimizar a soma de qua-
drados dos residuos directamente na relacido nao linear. Esta ultima abordagem corresponde a efectuar
uma regressao nao linear, metodologia nao englobada nesta disciplina.

2.3.7 Tabela de sintese das transformacoes linearizantes

A Tabela 2.7 sintetiza as cinco relagdes ndo lineares acima consideradas, bem como as respectivas trans-
formagoes linearizantes e equacoes diferenciais geradoras.

Tabela 2.1: As relagbes ndo lineares consideradas, as respectivas transformacoes linearizantes e as equa-
¢oes diferenciais associadas.

Transformacoes | Linearizacao Equacao
Modelo Equacao Linearizantes y*=bo + bi1x* Diferencial
y* | T* bo | by associada
Exponencial y=ce®® In(y) x In(c) d yy,((f)) =
Poténcia y=ca? In(y) In(z) | In(c) d Z(—tt)) =d- Z((tt))
Logistico Y = Tre=teran | 10 (ﬁ) T c d Z((f)) =d[1 — y(z)]
Hiperbolico y = C+1dz % x ¢ d y'(z) = —dy*(x)
)
Michaelis-Menten Y=t % 1 d c y'(z) = ¢ (yTw))

2.4 O modelo para a inferéncia estatistica na RLS

Até aqui a regressao linear simples foi usada apenas como técnica descritiva. Se as n observagdes usadas
para ajustar a recta fossem a totalidade da populacao de interesse, estava dito o fundamental sobre a
RLS. Mas, com frequéncia, as observacoes disponiveis sao apenas uma amostra de uma populacao maior.
A recta de regressao y = by + b1 « obtida com base na amostra ndo é, nesse contexto, o verdadeiro objecto
de interesse. O que interessa estudar é a relacio entre y e x valida para a totalidade da populagdo. A
recta amostral é apenas uma estimativa da recta que se supoe descrever a relacao entre as duas varidveis
na populagao, recta essa que se designa a recta populacional, e em cuja equacao usamos parametros com
a letra 8 (“beta”) do alfabeto grego:

y = Po+ B . (2:25)

Coloca-se assim o problema da inferéncia estatistica, ou seja, o problema de usar a informacao disponivel
(a amostra) para extrair conclusdes sobre a recta populacional. Como noutros contextos, a inferéncia
estatistica assenta no pressuposto de que a amostra disponivel é uma amostra aleatéria, ou seja, uma
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amostra extraida ao acaso da populacao. Serd entao possivel usar os resultados da teoria que estuda as
experiéncias aleatorias: a Teoria das Probabilidades.

Um conceito importante subjacente a Inferéncia Estatistica é o conceito de universo de amostras ou
amostragem. Uma, amostra concreta de dimensao n nao é unica. Seria possivel extrair outras amostras
concretas, e cada amostra produziria outras rectas ajustadas (estimadas). No entanto, a recta popula-
cional é tnica. Assim, enquanto que os parametros 3y e 81 duma recta populacional sdo constantes, os
valores dos parametros das rectas amostrais variam de amostra concreta em amostra concreta e terao de
ser descritos através do conceito de varidvel aleatoria. Recorde-se que uma varidvel aleatoria é o conceito
que formaliza a realizacao de experiéncias aleatérias com resultado numérico, como sao as observacoes
de y resultantes duma amostra escolhida aleatoriamente. A Figura [Z.12]ilustra a discussao.

POPULACAO
y=PBo+hiz
(recta desconhecida)

AMOSTRAGEM INFERENCIA
ALEATORIA ESTAT}[STICA

-

UNIVERSO DE AMOSTRAGEM

Figura 2.12: O problema da Inferéncia Estatistica na Regressdo Linear Simples, explicitando o universo
das amostras. A cada amostra concreta corresponde uma recta amostral (em geral, diferente) que estima
a recta populacional. A inferéncia basear-se-4 no conhecimento da distribui¢io de probabilidades dos
estimadores de By e 51 usados, ou seja, do comportamento dos valores de by e b; ao longo do universo de
amostragem.

2.4.1 O Modelo de regressao Linear Simples

Consideragoes iniciais. A fim de se poder fazer inferéncia sobre a recta populacional, admitem-se
pressupostos adicionais. Concretamente, admite-se que:

e Y & uma variavel resposta aleatoria.

e x ¢ uma variavel preditora nao aleatdria (fixada pelo experimentador ou trabalha-se condicional-
mente aos valores observados de ).

Nota: Mantendo a convencao usual das disciplinas introdutoérias de Estatistica, varidveis aleatorias sao
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indicadas por letras maitusculas, enquanto varidveis nao aleatorias, ou valores observados de variaveis

aleatorias, sao representados por letras mintusculas.

O modelo serd ajustado com base em n pares de observacoes, sobre n unidades experimentais, ou seja,

com base em n pares {(z;, Y;)}™ ;.

A equacgao de base. Vamos ainda admitir que, na populagao, a relacao de fundo entre as varidveis
x eY € linear, com uma variabilidade aleatdria em torno dessa relagdo de fundo, representada por uma
parcela aditiva €, que chamaremos erro aleatério. Ou seja, admitimos que cada observagdo da variavel

aleatéria Y tem a seguinte estrutura:

i = B + b wm + &
I I { I I
v.a. cte. cte. cte. v.a.

para todo o i = 1,...,n (onde v.a. indica varidvel aleatoria e cte. indica um valor ndo aleatoério).

O erro aleatorio representa a variabilidade em torno da recta, ou seja, a variabilidade que a relagao linear

de fundo entre x e Y nado consegue explicar.

Pressupostos sobre os erros aleatérios. A fim de se poder fazer inferéncia, é ainda necessario

admitir que os erros aleatoérios ¢; verificam determinados pressupostos. No Modelo Linear admite-se que

as variaveis aleatorias ¢;:

e Tém valor esperado (valor médio) nulo:

E[Ei] = 0, Vi:l,...,n.

Nao se trata dum pressuposto restritivo, uma vez que havendo um valor esperado nao nulo, seria
confundido com a constante aditiva .

Tém distribuicao Normal. Trata-se dum pressuposto restritivo. No entanto, é uma hipotese bastante
geral para o comportamento de erros aleatorios, apos a extraccdo de uma tendéncia de fundo. As
proprias origens historicas da distribuigdo Normal (e da curva de Gauss) assentam raizes no estudo
do comportamento dos erros de medicao.

Tém homogeneidade de varidncias, ou seja, todos os erros aleatorios tém a mesma variancia:
—_ 2 .
Vie)| = 0%, Vi=1,..,n.

Trata-se dum pressuposto algo restritivo, mas conveniente: com variincias iguais, muitas das de-
ducdes necessérias, a fim de obter os desejados resultados inferenciais, tornam-se mais simples.

Sao varidveis aleatorias independentes, ou seja, o facto de uma observacao ter um determinado erro
aleatorio em nada afecta o erro aleatério de outras observagoes. Também neste caso, trata-se duma
exigéncia restritiva, mas conveniente, uma vez que simplifica consideravelmente o estudo. Situac¢oes
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frequentes onde este pressuposto pode nao se verificar dizem respeito a observacoes recolhidas ao
longo de instantes proximos no tempo (podendo existir auto-correlagio temporal) ou no espago
(podendo existir auto-correlagio espacial).

Recapitulando, para efeitos de inferéncia estatistica, admite-se o seguinte Modelo de Regressao Linear
Simples.

Sejam dados n pares de observagoes {(z;,Y;)}7,. O modelo de Regressao Linear Simples
(RLS) admite que:

1., = Bo+fizi+e, YVi=1,..,n.
2. ¢, ~ N(0,0%), Vi=1,..,n.

3. {e;}1 sdo variaveis aleatorias independentes.

A Figura 213 sintetiza visualmente os pressupostos agora enunciados.

y A

y = B+ Bix

>

X

Figura 2.13: Os pressupostos do modelo de regressao linear simples admitem que, na populagdo, existe
uma relagio linear de fundo entre as varidveis resposta (Y) e preditora (x), dada pela recta de equagio
y=LPo+ 1 x. Observagoes individuais distribuem-se em torno desta recta, seguindo distribui¢coes Normais
com igual valor esperado e variancia comuns. Nao é possivel representar nesta Figura o pressuposto de
independéncia dos erros aleatorios.
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e Nesta disciplina segue-se a convencao que o sequndo pardmetro duma distribuicao Normal é
a sua varidncia, € ndo o desvio padrao (como se convenciona na disciplina de Estatistica dos
primeiros ciclos do ISA).

e No Modelo RLS, os erros aleatorios sdo variaveis aleatorias independentes e identicamente
distribuidas (i.i.d.).

e A validade dos resultados inferenciais seguintes depende da validade destes pressupostos do
modelo.

2.4.2 TUma brevissima revisao de conceitos fundamentais
2.4.2.1 Variaveis aleatérias

No estudo de experiéncias aleatorias, e mais concretamente de experiéncias aleatorias cujo resultado seja
numeérico, é fundamental a ferramenta das variaveis aleatérias. De forma informal, podemos pensar
que uma variavel aleatéria é uma aplicacdo que, a cada possivel resultado duma experiéncia aleatoéria,
faz corresponder um valor numérico. Pensemos por exemplo na extraccao aleatoria dum elemento duma
populacgao de vacas, & qual associamos a medicao o respectivo peso.

Presume-se que o conceito e a caracterizacdo de varidveis aleatérias foram estudados nas disciplinas
introdutoérias que o aluno teré frequentado no primeiro ciclo de estudos superiores. Estes conceitos sao,
por exemplo, discutidos nos apontamentos de Teoria das Probabilidades (Capitulo IT) da Prof. Manuela
Neves, elaborados para a disciplina Estatistica, dos primeiros ciclos do ISA.

Aqui apenas se fard uma brevissima revisdo de alguns conceitos de interesse mais directo para esta
disciplina. O aluno que nao tenha presente estes conceitos deverd procurar nos materiais de apoio dessas
disciplinas introdutoérias a informac¢do complementar necesséria.

Recorde-se que as varidveis aleatorias (daqui em diante frequentemente designadas apenas pelas iniciais
v.a.) podem ser:

e Discretas, quando podem tomar um nimero finito ou infinidade numeravel de possiveis valores,
x; (&, por exemplo, o caso de contagens); ou

e Continuas, quando podem tomar valores em intervalos, ou seja, numa infinidade nao numerével
de possiveis valores (como no caso da medigdo do peso da vaca).

existindo ainda a possibilidade de varidveis aleatérias de tipo misto.

Cada um destes tipos de v.a. tem as suas ferramentas proprias de caracterizacao. V.a.s discretas sao
caracterizadas através duma funcdao de probabilidades, ou fung¢do de massa probabilistica, ou seja, através
duma funcdo que associa a cada possivel valor z; a respectiva probabilidade p;. Nos Exercicios Intro-
dutorios 4 e 5 desta disciplina recordam-se dois exemplos conhecidos de distribui¢coes de probabilidades
associadas a variaveis aleatorias discretas (de contagens): a distribuicdo Binomial e a distribuigdo de
Poisson.
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Ja uma v.a. continua X é caracterizada através da sua func¢do densidade f(x), uma funcdo ndo negativa
que permite o cdlculo da probabilidade de X tomar valores num qualquer intervalo dado, através da
correspondente area por debaixo dessa fungdo (até ao eixo dos zz), por cima do intervalo em questdo:

P[aSXSb]/bf(x)dx.

Na Figura 214 ilustra-se esta ideia com uma distribui¢do Qui-quadrado de paradmetro 6.

Fungéo densidade duma X3

y=1(x)

dehisq(x, 6)

| o \K

T T T T
0 5 10 15 20

000 002 004 006 008 010 012 0.14

Figura 2.14: O grafico da fun¢do densidade associada a uma distribui¢cdo Qui-quadrdao com v = 6 graus
de liberdade (ou seja, uma distribuigao xZ). A azul claro estd assinalada a regido correspondente &
probabilidade duma variavel aleatéria X com essa distribuicdo tomar valores no intervalo [5,10]. A area
total debaixo da curva é sempre 1 e corresponde & probabilidade da v.a. tomar um qualquer dos seus
possiveis valores.

2.4.2.2 Valor esperado

O principal indicador de localizacao da distribuicao duma variavel aleatéria X é o seu valor esperado.

O valor esperado ou walor médio duma variavel aleatoria X é o centro de gravidade da sua
distribuicdo de probabilidades (ou seja, da sua funcdo de massa probabilistica se X € discreta,
ou funcao densidade se X é continua). A definicio deste conceito ¢ diferente para os dois tipos
fundamentais de v.a.s:

e Se X é uma v.a. discreta, o seu valor esperado define-se como:  E[X]| =) x; p;;
i
e Se X & uma v.a. continua, o seu valor esperado define-se como:  E[X] = f+oo x f(x)dx.

— 00

Sejam X e Y waridveis aleatdrias (v.a.) e a e b constantes. Entdo sao validas as seguintes proprie-
dades dos valores esperados (valores médios):
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e E[X +a]=E[X]+a.
e EbX]=bE[X].

o E[X +Y]= E[X]+ E[Y].

2.4.2.3 Variancia

O principal indicador de dispersio da distribui¢do duma v.a. é a sua varidncia.

A variancia duma v.a. X é o valor esperado do seu desvio quadratico em relacdo & média, ou seja:
VIX] = B[(X - E[X)’] = E[X’] - E[X]
Sejam X e Y waridveis aleatdrias e a e b constantes. Entao sdo validas as seguintes propriedades
de varidncias de varidveis aleatorias:
o VIX +a] =V[X].
o V[bX] =0b2V[X].
e Se X eY sao v.a. independentes, VX +Y] =VI[X]|+ V[Y].

e Em geral, V[ X +Y] = V[X]4+ V[Y]£2Cov[X,Y], onde Cov[X,Y] é a covaridncia de X e Y.

2.4.2.4 Covariancia

A covariancia entre duas varidveis aleatdrias X e Y mede o grau de relacionamento linear entre essas
varidveis aleatorias.

A covariancia entre X e Y define-se como:
Cou[X,Y] = E[(X - E[X])(Y - E[Y])] = E[XY]- E[X]E[Y]
Sejam X, Y e Z wvaridveis aleatdrias e a e b constantes. Eis algumas propriedades da covariincia:
o Cov[X,Y]=Cov[Y,X] (simetria).

e CovlX, X] =VI[X].

o CovlX +a,Y +b)=Cov[X,Y].
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Cov[aX,bY] = abCov[X,Y].

Cov[X £Y,Z] = Cov[X, Z] + CovlY, Z].
¢ (Desigualdade de Cauchy-Schwarz) |Cov[X,Y]| < /V[X]V[Y].

e Se XY sao varidveis aleatorias independentes, entdo Cov[X,Y] = 0.

2.4.2.5 A distribui¢cao Normal

A mais comum de todas as distribui¢oes de varidveis aleatorias continuas é a distribuicao Normal ou
Gaussiana. A sua funcdo densidade esta definida para qualquer valor real z € R:

@)= g o205

oV2m

sendo p e o os dois parametros da distribuicao, ou seja, duas constantes necessarias para a completa
definicdo da distribui¢do. O parametro u é o valor esperado (médio) da distribuicdo, e o2 é a respectiva
variancia. Na Figura mostra-se a curva da funcdo densidade duma Normal com y=0e o2 =1, a
chamada Normal reduzida.

Se a v.a. X tem distribuicio Normal (Gaussiana), com valor esperado u e varidncia o2, escreve-se:

X ~ N(p,0°) .

A curva da distribuicdo Normal é simétrica em torno do seu valor médio, p.

dnorm(x)
0.2 0.3 0.4

0.1

0.0

4 -2 0 2 4

Figura 2.15: O grafico da fun¢do densidade duma distribuigdo A(0,1), a chamada distribuicio Normal
reduzida, ou Normal estandardizada, com valor médio =0 e desvio padrdo o =1 (variancia o2 =1).
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Atencgao: A convencao usada nesta disciplina é que o segundo parametro numa distribuicdo Nor-

mal é a sua varidncia, e nao o seu desvio padrao, como é convencao frequente noutros textos de
introdugao a Estatistica (incluindo na disciplina de Estatistica dos primeiros ciclos do ISA).

Eis algumas propriedades da distribuicao Normal:

e Numa distribuicio N (i, 0?), cerca de 68.3% da area debaixo da curva da densidade Normal
estd compreendida entre p — o e u + o (no caso duma Normal reduzida, como na Figura
215 sera a area debaixo da curva Gaussiana, no intervalo de x entre —1 e 1). Ao intervalo
delimitado por y — 20 e u + 20 corresponde cerca de 95.4% da area debaixo da densidade
Normal. Ao intervalo entre p — 30 e u+ 30 corresponde cerca de 99.7% da area total. Estes
resultados sao ilustrados em baixo.

Distribuiggo N(u, 0?)

N
%

IR

Pr
—— 0.682
— 0.954
— 0.997

>>\
pscet

dnorm(x)

— Do

T T T
H-30 p-20 H-o n H+o H+20 p+30

e Uma transformacao linear (afim) duma Normal tem distribuicdo Normal. Mais concreta-
mente, e tendo em conta as propriedades acima recordadas da esperanca e variancia, tem-se:

X ~ N(u,0%) com a,b constantes, = a+bX ~ N(a+bp,b*sc?).
e Uma consequéncia directa da propriedade anterior é muito utilizada na leitura de tabelas

da distribuicao Normal, uma vez que garante que qualquer varidvel aleatéria X com distri-
buicao Normal pode ser estandardizada, ou seja, transformada numa variavel aleatéria com
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distribuicdo Normal reduzida. Concretamente:

X—p
a

X ~ N(p,0?) = ~ N(0,1).

e Combinacoes lineares de Normais independentes tém distribuicao Normal. Mais concreta-
mente, se X e Y sdo Normais independentes e a, b constantes, entdo aX + bY é Normal (com
parametros resultantes das propriedades recordadas nas Subseccgoes 2.4.2.2] e 2.4.2.3)).

2.4.3 Primeiras consequéncias do Modelo RLS

Na formulacao do Modelo de regressao linear simples, apenas se explicitaram propriedades distribucionais
dos erros aleatoérios €;. No entanto, implicitamente o Modelo RLS obriga a que as observacoes da varidvel
resposta, Y;, tenham determinadas propriedades. Concretamente, obriga a que sejam independentes, com

distribuicio Normal, de valor esperado 3y + 1 x; e varidncia o2, como referido na seguinte Proposicio.

Proposigao 2.10: Primeiras consequéncias do Modelo

Dado o Modelo de Regresséo Linear Simples (Defini¢io 2.10), tem-se:

1. ElY;] = Bo+Prxi, Vi=1,.,n.

2. VIY;] = 0%, Vi=1,..,n.

~

. {Y:}P_, s8o varidveis aleatorias independentes.

NOTAS:

e Uma consequéncia do Modelo Linear é que Y tem de ser Normal. Assim, quando nao é possivel
admitir que a distribuicao da variavel resposta Y seja pelo menos aproximadamente Normal, o
Modelo Linear nao é um modelo adequado.

e As observacoes da variavel resposta Y; mdo sao identicamente distribuidas: embora sejam inde-
pendentes, Normais e de variincia igual, os seus valores médios sao diferentes (pois dependem dos
valores de x = x; associados as observagoes).

Demonstragao 2.10: Proposigao [2.10

Por aplicagao directa das propriedades recordadas mais acima, tendo em conta que Y; é uma trans-
formagao linear (afim) dos erros aleatorios ¢;, com By, 51 e x; constantes, e que €; ¢ uma variavel
aleatoria com distribui¢io A(0,02). Concretamente, tem-se:
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1. ElY;] = E[Bo + frx; + €] = Bo + S1xi + Ele;] = Bo + f1 .
e
2. V[Yl] = V[ﬁo + B x; +€i] = V[Ei] = g2,
ey

3. Y; tem de ter distribuicao Normal, ja que é uma transformacao linear afim da variavel aleatéria
€; que, por pressuposto do Modelo, tem distribuicdo Normal. Os pardmetros da distribuicao
Normal de Y; foram calculados nos dois pontos anteriores.

4. Dado um conjunto de variaveis aleatorias independentes (é o caso dos erros aleatorios ¢€;, sob o
Modelo RLS), entao quaisquer suas transformagoes lineares comuns, como as que definem no
modelo s observagoes da variavel resposta (Y; = Bo + 81 x; + €;), preservam a independéncia
(a independéncia é uma propriedade de variaveis aleatérias, ndo afectada por transformagoes
que apenas envolvem constantes). Uma propriedade mais geral é dada em [4] Teorema 2.6,
p.119].

2.5 Estimacao dos parametros da recta populacional

2.5.1 Os estimadores dos parametros e a sua distribuicao

A recta do modelo RLS tem dois pardmetros: Bg e 61H. Estes parametros sao, respectivamente, a ordenada
na origem e o declive da recta populacional, de equacdo y = o+ 51 . A inferéncia sobre esses parametros
tem de comecar pela definicdo de estimadores, ou seja, de quantidades que estimem o valor de 3y e (51
a partir da informacdo disponivel numa amostra aleatoria.

Os estimadores de 3y e 31 definem-se adaptando ao contexto inferencial as expressoes amostrais obtidas
para bg e by pelo Método dos Minimos Quadrados. Recordem-se as expressoes obtidas na Proposicao 2.1t

M=

(i = %) (yi —7) (i =) y;
b - ey _ zg BqRD) = (2.26)
! 52 (n-1) 82 (n-1) 82 )

n
1

by = T-biT (2.27)

A adaptacdo ao contexto inferencial consiste em substituir os valores amostrais observados, y;, pelas
varidveis aleatérias correspondentes, Y;, bem como, na equacao para [y, substituir o valor amostral do
declive, by, pelo estimador .

4Infelizmente, é frequente que um mesmo conceito estatistico tenha designacdes diferentes e, conversamente, que uma
mesma expressao designe conceitos diferentes. Nesta disciplina, entende-se por pardmetro uma constante necessiria para
especificar completamente um dado modelo. Ha quem designe por pardmetros as quantidades observadas, conceito que
nesta disciplina é sempre designada por varidvel.
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Sejam dados n pares de observagoes {(z;,Y;)}" ;. Os estimadores de minimos quadrados dos
parametros da recta de regressao populacional, Y = 5y + ;1 z, sdo:
n
5 i=1 i —
— — Y CcO L = — 228
ﬂl 1) S% ; CiYi , m c; - S% ( )
1 n n n
fo = Y - /T = EZE*TZCJ@ = ZdiYia (2.29)
i=1 =1 1=1
com ) ) B
dz = —7501' = _7($17 l
n (n—1) SI

Quer Bl, quer BO, sdo combinagoes lineares das observagoes {Y;}7; logo, dado o Modelo RLS, sdo com-
binacdes lineares de varidveis aleatdrias Normais independentes. Assim, pelas propriedades da Normal
(Nota2.7), é imediato que ambos os estimadores tém distribuicdo Normal.

Proposigao 2.11: Distribuicao dos estimadores dos parametros

Dado o Modelo de Regressao Linear Simples, os estimadores dos parametros da recta populacional
tém as seguintes distribuicoes de probabilidades:

1. Bl —~ N(ﬁla ﬁ)’

2. Bo - N(ﬁu , o2 |:%+—(n—_zl2)$%:|)

Demonstracao 2.11: Proposicao [2.11]

1. Por defini¢do (equagio 2.28) tem-se: B = CO:—Q:Y = anl ¢ Y; , com ¢; = (nm—if)fsi' Logo, By e
uma combinagao linear das observacées deY {Yl}lel Mas essas observacoes tém distribuicao
Normal e sdo independentes (Proposi¢do2.10). Como qualquer combinagdo linear de Normais
independentes é Normal (Subsecgao Z4.25]), tem-se que Bl tem distribuicao Normal. Falta
indicar com que paradmetros. Uma vez que o primeiro pardmetro duma Normal é o seu valor

esperado, temos (tendo em conta as propriedades das Subsecgoes 2422 e [Z4.2.3)):

n

Zcz‘Yz‘

i=1

ci BlY;] = Zci(ﬂo+ﬂ1xi) = ﬂozci+ﬂ1zcwi-

1 =1 =1 =1

E[p)] = E

n n n n

%

Veremos de seguida que o primeiro destes somatorios tem soma nula, e o segundo tem soma
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1, pelo que o valor esperado pretendido é 1. De facto,

- Tr; —T 1 _
Zci = Z(n—l)sg = (n—l)sQZ(Ii_x) =0 (ver eq. 2.8)

i=1 i=1

—_——
=0
- - T)x; 1 n
_ . o
;Ci% g n—1) 52 o (nfl)sgizzl(ml ZE):EZ =1 (Vereq.D:QD
=(n-1) 82

Logo, E[Bl] = (31, pelo que o estimador é centrado.

Vejamos agora a expressao para o segundo parametro da Normal, que sabemos ser a variancia.
Recordem-se as propriedades das variancias, e tenha-se presente que as observagoes {Y;}7
sao variaveis aleatérias independentes.

VB = Ve = Y@ v = o ; = : > (i - 7)
e =LA W = L o T e
=02,V N———
o? o?
= ——— (n-1)s2 = ———.
v "V T e
2. Também o estimador BO =Y ,B = Z d;Y;, com d; = % — X ¢;, € uma combinacao linear

de v.a.s Normais independentes (as observagoes Y;), logo tem distribui¢io Normal. Falta
determinar os respectivos parametros. Recordando os resultados relativos ao estimador (i,
tem-se:

- BB = i (Bo+Brai) 1
——

1

&
=S
o
[

E[?—Blf} - E

-6 =EYi]

%ZBO+51%Z%*515 = fo+ 5T — 51T = fo.
— ;

—_— ——

=nBo =z

Tendo em conta as propriedades da variancia,

Vig] = V[Y—Blf} = V[Y] + V57 — 2cou[V, 51 7]
=V %éYZ + ZV[B] — 2T cov]Y, 3]

=0 (Ez.RLS 13a))

1 < o? 1 72
- V}/Z =2 _ 7 0 _ 2 | = s ,
QZ\[,JJFI (n—1)s2 7 [nJr(n—l)s%}
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0 que completa a demonstracgao. I

NOTAS:

1. Ambos os estimadores sio estimadores centrados, ou seja, o seu valor esperado é igual ao parametro
que estimam: E[51] = 81 e E[Bo] = Bo

2. Quanto maior (.1, s2, menor a variabilidade dos estimadores.

3. A variabilidade de BO também diminui com o aumento de n, e a maior proximidade de T a 0.

2.5.1.1 Significado das distribui¢oes dos estimadores

Como se pode interpretar o significado pratico dos resultados distribucionais da Proposicdo 117 As
distribuicoes dos estimadores sao distribuicoes na amostragem, ou seja, podem ser vistas como a distri-
buicao de frequéncias dos valores de cada um dos estimadores, ao longo de todo o universo de possiveis
amostras. Assim, para interpretar o resultado distribucional do estimador Bl, podemos pensar que se
fossem recolhidas todas as possiveis amostras aleatdrias (com os n valores de x; fixados), e para cada uma
calculado o declive by da respectiva recta amostral, a distribuicdo de frequéncias desses declives amostrais
seria a mostrada na Figura[2.16

A
Distribuicao na amostragem de B,

% amostras
— 68.2%
— 95.4%
— 99.7%

dnorm(x)

— p—

T T T
Bi-30; Bi-20;  By-oy B Bi+o;  Bi+20,  PBy+30;

By

Figura 2.16: A distribuic¢do de probabilidades de Bl pode ser interpretada como sendo a distribuicao do
conjunto de valores que b; tomaria, ao longo da totalidade de possiveis amostras de tamanho n (e com
os valores de x; usados na nossa amostra).

Na interpretacdo da Figura 16 podem usar-se os resultados recordados na Subseccdo 423 para
afirmar que a distancia entre a estimativa b, e o verdadeiro valor de (3 seréa:

inferior a o, em ~ 68% das amostras;
1
inferior a 2 o, em ~ 95% das amostras;
1

inferior a 30, em~99, 7% das amostras.
1
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Repare-se na importancia que tem, nesta interpretacao, o desvio padrao associado & distribuicao do
estimador 31, ou seja,

- o2 o
= \ = = . 2.30
7 =NV == - = (2.30)

O desvio padrao associado a um estimador é usualmente designado um erro padrao desse estimador
(em inglés, standard error). Assim, o erro padrao de Bl foi dado na equagao (2.30), enquanto que o erro
padrao associado a BO ¢ dado na equacao (Z31). Apesar da semelhanga de notagio, ndao se deve confundir
0s erros padroes dos estimadores, 0j, €04, COM O desvio padrao o dos erros aleatorios.

[ 1 72 1 72
— _ 2 | = = - . 2.31
030 V[ﬂo] \/O |:’n, + (n—1) Sg:| 7 n + (n—l)S% ( 3 )

Da Proposigao 211l sai directamente o seguinte Corolario.

Corolario 2.1

Dado o Modelo de Regressdo Linear Simples, tém-se as seguintes distribui¢oes:

2

B1—51 — N Joa _ o
1. o N(0,1), com oz = @-052 ~ Ja-ns2

Bo=5 _
2. 2=~ N(0,1), com o5 =

GB()

3l

(n—1) s2 (n—1) s2

Demonstragao 2.12: Corolario [2.7]

Basta aplicar directamente as distribui¢cbes da Proposicao 2111 o resultado, visto na Subseccéo
R4273), de que se a uma variavel aleatéria com distribuicdo Normal subtrairmos a sua média e
dividirmos pelo seu desvio padrao, obtemos uma nova v.a. com distribuicio Normal reduzida,

N(0,1).

Os resultados do Corolario anterior poderiam ser usados para fazer inferéncia estatistica sobre os para-
metros By e By (e.g., construir intervalos de confianca ou efectuar testes de hipoteses), mas apenas no
caso de ser conhecida a varidncia dos erros aleatdrios, o> = V[e;], que aparece nas expressdes dos erros
padrao (equagoes e [Z371).

2 ¢, na pratica, desconhecida. Para que os resultados

No entanto, a variancia dos erros aleatoérios, o
ja estudados possam ter aplicabilidade, serd necessdrio obter um estimador da varidncia o dos erros

aleatdrios. Vamos, na Subseccio seguinte, construir um estimador para o? a partir dos residuos.
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2.5.2 Erros aleatorios e Residuos

A partir da definicdo do Modelo de Regressao Linear Simples (Defini¢do 2.10), cada erro aleatorio é a
diferenca entre um valor da varidvel resposta, Y;, e a ordenada, para o correspondente valor x; do preditor,
na recta de regressao populacional, ou seja:

Erros aleatorios: ¢; = Y; — (Bo + p11:)

Os erros aleatorios nao sio conhecidos, mesmo apos a extraccdo duma amostra, porque os parametros
da recta populacional (8y e 81) sdo desconhecidos. Por definicio (Defini¢do 2], os residuos sdo as
correspondentes diferengas entre um valor da variavel resposta e o valor da ordenada (para igual x;),
na recta de regressdo amostral. No contexto inferencial, os residuos também sdao varidveis aleatdrias
(definidas a partir da variavel aleatéria Y; e dos estimadores BO e Bl, que também sdo v.a.s), pelo que
serao escritos com letra maitscula:

Residuos: (v.a.) E; = Y; — (Bo +B1ZE¢)

Os residuos sao conheciveis, porque podem ser calculados a partir do momento em que se disponha duma
amostra concreta, ou seja, quando Y; tomar o valor concreto observado, y;, e os estimadores BO e Bl
tomarem os valores concretos das estimativas by e by. Esses residuos observados (que sdo a concretizacio
das variaveis aleatorias E;) sdo os residuos anteriormente discutidos no contexto descritivo:

Residuos: (observados) e; = y; — (bo + b1z;)

Assim, os residuos F; s&o preditoreﬁ (conheciveis) dos erros aleatorios (desconhecidos) e;.

E natural que, para estimar a variancia o2 dos erros aleatérios se olhe para a variincia dos preditores
desses mesmos erros aleatérios. Ora, como se viu no contexto descritivo, a Soma de Quadrados Residual
é o numerador da varidncia amostral dos residuos:

(n-1)s% = ZEE = SQRE .
=1

Assim, é natural que a Soma de Quadrados Residual, SQRE, desempenhe um papel central na estimagao
da variancia (comum) dos erros aleatorios €;. Mas para o poder fazer, sdo necessarios resultados relativos
ao comportamento de SQRFE em contexto inferencial, ou seja, é necessirio conhecer o comportamento
que, dado o Modelo RLS, terd a Soma de Quadrados Residual ao longo do universo de amostras. Os
resultados fundamentais sdo dados na seguinte Proposi¢io, cuja demonstragio se omite, dado ultrapassar
as ferramentas disponiveis no ambito desta disciplina.

5Em termos técnicos distingue-se entre um estimador, que é uma quantidade amostral usada para estimar uma constante
(como sdo os parametros da recta populacional, Bp e 81), e um preditor que é uma quantidade amostral que procura prever
valores duma wvaridvel aleatéria (com sdo os erros aleatorios e;).
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Proposigao 2.12: Resultados distribucionais de SQRE

Dado o Modelo de Regressdo Linear Simples (RLS), tem-se:

o SQRE
o

2
™ Xn-2

e SQRFE é independente de (ﬁo, ﬁl)

A distribuicdo indicada na Proposicao 212 é a distribuicdo Qui-quadrado. As propriedades das dis-
tribuicdes x? encontram-se nos apontamentos da Prof. Manuela Neves (na parte relativa a Teoria das
Probabilidades). Entre essas propriedades, tem-se:

e Uma distribuicdo Qui-quadrado tem um tnico pardmetro que, por razodes histoéricas, é designado
graus de liberdade, escrevendo-se x2 para indicar que o parametro tem o valorﬁ V.
e O valor esperado duma v.a. W com distribui¢io W ~ x2 é o valor do parametro: E[W]=w.

e A variancia duma v.a. W com distribuicio W —~ x2 é o dobro do valor do parametro: V[W]=2v

Sai assim, a partir do primeiro ponto da Proposi¢do[2I2]e das propriedades do valor esperado (Subsecgao

24279), que:

Corolario 2.2

Dado o Modelo de RLS, F {Sg%f] = o2

Este Corolario aponta imediatamente para um estimador centrado de 0%, que é agora definido:

Define-se 0 Quadrado Médio Residual (QM RE) numa Regressio Linear Simples como

SQRE
n—2

QMRE =

Resumindo:

e O Quadrado Médio Residual, QMRE, é habitualmente usado na Regressdao como estimador da va-
ridncia dos erros aleatdrios, isto é, estimador de o2 =Ve,]:

62 =QMRE . (2.32)

6A letra grega v lé-se nu e corresponde ao nosso n.
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e Como se viu, QMRE ¢é um estimador centrado da variancia dos erros aleatérios e;.

Iremos ver que a substituicdo de o2 pelo seu estimador QM RE no Corolario 2.1l transforma as distribui-
¢oes Normais em distribuicées t-Student.

2.5.2.1 Revisao: como surge uma distribuigao t-Student

Recordemos como surge uma distribuicao t-Student (ver os apontamentos da Prof. Manuela Neves,
Inferéncia Estatistica, Capitulo IIT).

e Seja dada uma variavel aleatoria Normal reduzida: Z —~ AN(0,1);
e Seja dada uma variavel aleatoria com distribuigao Qui-quadrado: W —~ x?2;

e Sejam essas duas v.a. Z e W independentes.

Entao, verifica-se que a seguinte razdo tem distribuicio ¢-Student:

~ . (2.33)

2.5.3 Quantidades centrais para a inferéncia sobre 5, e (3;

Toma-se Z = ﬂi‘fﬂ" , W=59EE « —n—2, e aplicam-se os resultados da Subseccio Z5.Z1
5.

o
J

Proposigao 2.13: Distribuigoes para a inferéncia sobre Sy e

Dado o Modelo de Regressdo Linear Simples, tem-se:

Bi=B1 -~ _ [QMRE,
1. %, ~ tpp,cOm G5 = e s2

9. Bo=Bo ¢, com &Boz\/QMRE [%Jr =2 ]

54, (n—1)s2

Demonstragao 2.13: Proposigao [2.13!

1. Sabemos que, dado o Modelo RLS, a quantidade Z = ﬂla;ﬂﬂl tem distribuigdo N'(0,1) (Coro-

1
lario Z1)). Pretende-se mostrar que, substituindo T4, pelo seu estimador 6[%, a distribuicao
SQRE
o2

resultante é uma t-Student. Ora, na Proposi¢io .12 viu-se que W = ~ x2_,, sendo

SQRFE independente de Bi. Logo, e relembrando a forma como surgem distribuicoes ¢-Student
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5 __Z
(Subsecgio 25.2.7]), sabemos que T tno. Mas,

. _brBr
B1—B1 A A
%5 end _ Bi=B _ f=h

Z Al
VW/(n—2) /agﬁg?g) /Qﬁ;ﬁE 3@ﬁf§ 63,

Assim, ﬁ};ﬂl tem distribuic¢do t-Student, com n — 2 graus de liberdade.
B1

)

2. A demonstracdo para o caso de 5y € inteiramente anéloga.

Este resultado é crucial, pois da-nos os resultados que servirao de base & construcao de intervalos de
confianca e testes de hipdteses para os parametros da recta populacional, 5y e 51.

2.6 Intervalos de confianca para os parametros da recta

2.6.1 Intervalos de confianca para (3; e [

Estamos agora em condi¢des de construir os intervalos de confianca para os parametros duma recta
populacional, ou seja, para By e (.

Proposicao 2.14: Intervalo de Confianca a (1—a«) x 100% para §; e [

Dado o Modelo RLS,

1. o intervalo a (1—a) x 100% de confianca para o declive 31 da recta de regressio populacional
é:
:| by — t% (n—2) 5’[&1 , b1 + t% (n—2) 5’[&1 |: R (234)

sendo ta(n-2) O valor que, numa distribui¢ao t(,_z), deixa a direita uma regiao de proba-
bilidade «/2 (ou seja, o quantil de ordem 1— % numa distribuicdo t, 2). As quantidades
QMRE

_ COUgy
b1 (n—1) 82

= foram definidas anteriormente.
xT

e Uﬂl:

2. ointervalo a (1—«) x 100% de confian¢a para a ordenada na origem, [y, da recta de regressao
populacional é dado por:

:| by — ta (n—2) ~(3'[§0 , by + lg (n—2) - 5’[&0 |: , (2.35)

(n—1) 82

onde bg=7y — 1T e &Bo = \/QMRE . H + } foram definidos anteriormente.

NOTAS:
e A estrutura dos dois intervalos de confianca é analoga: sdo ambos centrados na estimativa do
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respectivo parametro (by ou by ), e para chegar aos dois extremos do intervalo tem de se subtrair e
somar o produto do respectivo erro padrao (650 ou 6&) vezes o quantil adequado da distribuicao

t-Student (ta (n—2));

e Assim, a amplitude (comprimento) de cada intervalo de confianca é duas vezes o produto do erro
padrao vezes o quantil da distribuicao ¢-Student: 2 ta (n—2) - &50 €2t (n-2) " &ﬂl’ respectivamente

para o intervalo de confianca de By e de (y;

A amplitude do IC para By aumenta com QM RE e com T e diminui com n e s2;

A amplitude do intervalo de confianga (IC) para 81 aumenta com QM RE e diminui com n e s2

Y

A amplitude de ambos os ICs aumenta para maiores graus de confian¢a 1—, ou seja, para aumentar

o grau de confianga do intervalo, é necessario sacrificar a sua precisao (isto é, aceitar uma amplitude

maior).

Demonstracao 2.14: Proposicao [2.14]

1. Intervalo de confianga para ;. Sabemos (Proposigao 2I3) que @ ~ tp_g9. De-
signando por tg (,—2) 0 valor que, numa distribui¢ao ¢,,_o deixa a sua diﬁeita uma regiao de
probabilidade «/2, e uma vez que o simétrico desse valor, —ta(n—2), sera (pela simetria da
distribuicdo ¢-Student em torno de zero) o valor que deixa & sua esquerda uma area §, pode-se
escrever a seguinte equagcao:

Pl=tgm—2) < M <tgm-zp| = l-a

1

Ao substituir-se a dupla desigualdade por duplas desigualdades equivalentes, ndo se altera a
probabilidade 1 — a. Vamos assim proceder a escrever duplas desigualdades equivalentes, com
o objectivo de isolar o parametro para o qual se pretende construir o intervalo de confianca
(81). Comecemos por multiplicar a dupla desigualdade por 63, depois por —1 (recordando
que, ao multiplicar desigualdades por ntimeros negativos, é necesséario trocar o sentido das
desigualdades) e, finalmente, vamos somar Bl:

~ta(noz) 05 < Bi—B1 < tapm-s 65,
& t%(n—Q) -6[% > B1—p1 > 7t%(n_2) . 631
N Pr —tamn—2) - 0p < B <Brttam-z 05

Assim, a probabilidade de o verdadeiro valor do declive 3; da recta populacional estar contido
entre os dois extremos indicados é 1—«. Mas este intervalo é um intervalo aleatdrio: os seus
extremos sao constituidos por variaveis aleatérias (31 e 651), que tomam diferentes valores
para cada amostra concreta que seja extraida da populacdo. Para wma amostra concreta
obter-se-4 um intervalo concreto substituindo o estimador Bl pela estimativa concreta by e
substituindo o erro padrao estimado %1 pelo seu valor concreto (que continuamos a designar
por 65 ). O intervalo assim resultante chama-se um intervalo de confianca a (1—a) x 100%
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para [3:
bi —te(no2) 045 , b1+ lg(n2 04

2. Intervalo de confianga para (5. A demonstracio é analoga.

Para interpretar correctamente um intervalo de confianca é necessario recordar que, a cada possivel
amostra concreta (com os n valores de x; dados) corresponde um intervalo de confianga concreto. Cada
um desses intervalos pode, ou ndo, conter o verdadeiro valor de 5;. Mas o resultado teérico na origem
da contrugdo do IC (a Proposicio Z13) garante que, nessa familia de todos os intervalos concretos,
(1—a) x 100% dos intervalos contém o verdadeiro valor do declive populacional 51. Nunca saberemos
se a amostra concreta por nos escolhida gera um intervalo que contém o verdadeiro valor de 8 (para
saber isso seria necesséario conhecer o verdadeiro valor de 31). Mas, uma vez que o intervalo gerado foi
escolhido ao acaso duma familia de intervalos com essa propriedade, dizemos que temos uma confianca
(1—a) x 100% em como contém fi.

2.6.2 Um exemplo no R: os lirios de Fisher

Um conjunto de dados associado ao nome do famoso estatistico britanico Ronald Fisher, mas recolhidos
por Edgar Anderson, é constituido por medi¢oes morfométricas em n = 150 lirios. Disponivel na data
frame iris, em qualquer distribui¢ao padrao do R, o conjunto de dados contém medigoes de 4 varidveis
numéricas: comprimentos e larguras de sépalas, e de pétalas — veja-se help (iris) para mais pormenores.

A nuvem de pontos relacionando largura e comprimento das pétalas é dada na Figura 217

wn
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Figura 2.17: Largura contra comprimento das pétalas em 150 lirios (dados iris).

No R, as regressoes lineares siao ajustadas usando o comando 1m (que sdo as iniciais, em inglés de linear
model). O comando seguinte ajusta a recta de regressdo de largura das pétalas sobre comprimento das
pétalas, guardando o resultado num objecto de nome iris.lm:

> iris.lm <- Im(Petal.Width ~ Petal.Length, data=iris)
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> iris.1lm

Call:
Im(formula = Petal.Width ~ Petal.Length, data = iris)
Coefficients:
(Intercept) Petal.Length
-0.3631 0.4158
A recta estimada & assim a recta de equacdoy = —0.3631 + 0.4158 x, onde y indica a largura da pétala

e x 0 seu comprimento.

No R, a recta pode ser sobreposta & nuvem de pontos se, apds criar a nuvem com os comandos anteriores,
for usado o comando abline, como indicado de seguida, produzindo o resultado da Figura 2.1

> abline(iris.lm, col="red")

25

2.0

Petal.Width
1.5

1.0

0.5

Petal.Length

Figura 2.18: A recta de regressdo ajustada, sobreposta & nuvem de pontos dos dados dos lirios com o
comando abline.

Mais informacoes uteis sobre a regressao obtém-se através do comando summary, aplicado & regressao
ajustada:

> summary(iris.lm)
Coefficients:

Estimate Std. Error t value Pr(>ltl)
(Intercept) -0.363076 0.039762 -9.131 4.7e-16 *x*x
Petal.Length 0.415755 0.009582 43.387 < 2e-16 *x*x

Na primeira coluna da listagem de saida sao indicados os valores das estimativas by e by (ja vistos antes).
Na segunda coluna sao indicados os valores dos erros padrées estimados, para cada estimador:

05, = 0.039762 = 0.009582 .

75
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Estes valores sao usados na construcao dos intervalos de confianca para [y e 51, usando as féormulas da
Proposigao T4 Uma vez que by =0.415755 e (optando por um intervalo a 95% de confianca, ou seja,
com % = 0025) t0.025(148) = 1976122, tem-se:

bi —to.025(148) X 05, = 0.3968198
0.4346902

b1+ to.025(148) X G,
Logo, o intervalo a 95% de confianca para o declive populacional 3, resultante da nossa amostra é:

] 0.3968198 , 0.4346902 [ .

Para calcular os intervalos de confianca, directamente no R, pode usar-se o comando confint sobre uma
regressao ajustada:

> confint(iris.1lm)

2.5 % 97.5 %
(Intercept) -0.4416501 -0.2845010 <-- ordenada na origem
Petal.Length 0.3968193 0.4346915  <-- declive

Por omissio, o IC calculado € a 95% de confianga. Neste caso, podemos afirmar com 95% de confianca
que o declive 31 da recta populacional est& no intervalo ] 0.397, 0.435 [ (as pequenas diferengas na séptima
casa decimal resultam de erros de arredondamento nas contas acima), e que a respectiva ordenada na
origem [y pertence ao intervalo | — 0.442, —0.285[.

O niwvel de confianga pode ser mudado com o argumento level. Eis os intervalos a 90% de confianga:
> confint(iris.1lm, level=0.90)
5% 95 %

(Intercept) -0.4288901 -0.2972609
Petal.Length 0.3998944 0.4316164

Um alerta sobre Intervalos de Confianca. Tal como na construgdo de outros intervalos de confianca,
existem aqui duas facetas contrastantes:

e 0 grau de confian¢a em como os intervalos contém os verdadeiros valores de 3y ou 31; e

e a precisio (amplitude) dos intervalos.

Dado um conjunto de observagdes, quanto maior o grau de confianga (1—a) x 100% associado a
um intervalo, maior serd a sua amplitude, isto €, menor serd a sua precisao. Conversamente, para
uma mesma, amostra, um intervalo com maior precisao, ou seja, um intervalo de menor amplitude,
significa um intervalo com menor grau de confianca associado.

Na proxima Seccao, os mesmos resultados que serviram de base & construcao dos intervalos de confianca
serao usados para outro fim: efectuar testes de hipoteses a valores dos parametros 5y e ;.
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2.7 Testes de hipdteses para os parametros da recta populacional

Vejamos agora como a Proposigiao 213 que serviu de ponto de partida para a construcdo dos intervalos
de confianca para [y e 81, é também o ponto de partida para a construcao de testes de hipoteses sobre
esses parametros da recta de regressao populacional. De facto, as quantidades indicadas nessa Proposicao
podem ser usadas como estatisticas de teste.

2.7.1 Breve revisao de Testes de Hipo6teses

Na UC Estatistica dos primeiros ciclos do ISA estudam-se Testes de Hipdteses para os seguintes indica-
dores quantitativos de populacoes:

média p duma populacao;
e variancia o2 duma populacio;
e comparagao de médias de duas populagoes (u1 — p2);

0')‘

ag

|>—‘N

e comparagao de varidncias de duas populagoes (

NIV

No nosso contexto actual, estamos interessados em inferéncia sobre a recta de regressiao populacional
correspondente ao Modelo Linear, de equagao y = By + 51 . Em particular, estaremos interessados em
efectuar testes de hipdteses sobre cada um dos parametros 3y e 81 da recta.

As hipoéteses dizem respeito aos valores que esses parametros tomam, na populacdo. Pretende optar-se
entre hipdteses alternativas com base na informagao proveniente duma amostra aleatoria dessa populacao.

Num teste de Hipoteses ha cinco passos a seguir.

1. No primeiro passo, formulam-se hipdteses alternativas em confronto. Concretamente, define-se
uma Hipétese Nula Hy que serd confrontada com uma Hipdtese Alternativa H;. Por exemplo, pode
tomar-se:

e Hipotese Nula Hy: 1 =1
e Hipotese Alternativa Hy: 1 # 1.

2. O segundo passo consiste em identificar uma estatistica de teste, que servird para optar entre Hy
e Hi. Uma estatistica de teste é:

e uma quantidade numérica, cujo valor depende apenas da amostra e de Hoy;
e com distribuicao de probabilidades conhecida, se Hy verdade; e tal que
e para alguns valores da estatistica se considera a Hipotese Nula pouco plausivel, procedendo-se

a rejeitar Hy.

Por exemplo, a quantidade que serviu de ponto de partida para a construcao dos Intervalos de
Confianca para o declive 8 pode servir como estatistica de teste para hipdteses sobre 5;. Exem-
plificando com as hipoteses acima indicadas, considere-se essa quantidade, e substitua-se o valor de
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51 pelo seu valor ao abrigo de Hy, ou seja, tome-se 81 = 1. Se esse for o verdadeiro valor de (i,
sabemos que a distribuicao de probabilidades dessa quantidade serd uma t,,_o:
=1
A ~ =

p= B 0m L e Hy verdade (2.36)

6131
Dada uma amostra em que o estimador Bl tome um valor b; ~ 51\1{0 =1, o valor calculado da
estatistica T serd T,.q. ~ 0. Neste caso, a informacao proveniente da amostra nao suscita razoes
para duvidar de Hy. Pelo contrario, se o valor amostral by for muito diferente de 51\1{0 =1, a
hipotese nula é mais duvidosa. Nesse caso, o valor calculado da estatistica T sera (em modulo)
grande (quer porque by > 1, quer porque by < 1). Assim, o hipotético valor ﬁlmo é plausivel se
Teale for prézimo de zero. Quanto maior seja |Teqrc|, menos plausivel serd Hy : 51 = 1.

Mas como definir a fronteira entre os valores da estatistica que levam & rejeicdo, ou nao, de Hy?
Para definir essa fronteira segue-se a abordagem de Neyman-Pearson. Ha que distinguir entre:

e a realidade (Hp ou Hy) que ndo conhecemos e ndo controlamos; e

e a decisio (Hy ou Hy) que iremos tomar e que podemos controlar.

Do cruzamento das duas realidades possiveis com as duas decisdes possiveis resultam quatro possiveis
situacoes, duas das quais correspondem a decisoes correctas e duas a decisoes erradas:

Decisao
Realidade Admitir Hy | Rejeitar Hy (optar por Hi)
Hy verdade Certo Erro (Tipo I)
Hj falso (H; verdade) || Erro (Tipo II) Certo

Ora, nao € possivel reduzir simultaneamente a probabilidade dos dois erros, uma vez que para
diminuir P[Erro Tipo I|=P[Rejeitar Hy | Hy verdade], serd necessario reduzir a gama de valores que
levam & rejeigdo de Hy (ser mais cauteloso na rejei¢do). Mas a diminui¢do da gama de valores de
Teaic que leva a rejeicao de Hy significa que, caso Hy seja falso, estar-se-4 mais vezes a cometer o
erro de ndo rejeicdo. Assim, diminuir P[Erro Tipo I] obtém-se & custa de aumentar P[Erro Tipo II].

Para sair deste dilema, considera-se que o Erro de Tipo I é o mais grave e opta-se por controla-lo
(deixando de controlar a probabilidade de cometer o Erro de Tipo II, considerado menos grave).

3. O terceiro passo dum Teste de Hipdteses consiste em definir o chamado nivel de significAncia do
teste. Designa-se nivel de significincia do teste & probabilidade de cometer o Erro de Tipo I, ou
seja, & probabilidade de rejeitar Hy quando esta hipotese é verdadeira. E habitual representar o
nivel de significancia dum teste pela letra grega « (alfa):

a = P[Errode TipoI] = P[ Rejeitar Hy | Hyverdade | .

Ao fixar-se o valor do nivel de significancia «, esta-se a definir a probabilidade associada a uma
gama de possiveis valores da estatistica T aos quais se associa a rejeicao de Hp, a chamada Regido
Critica ou Regido de Rejei¢io de Hy.
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Assim, no exemplo acima considerado, a resposta & pergunta de como definir a fronteira entre
valores de T,y considerados proximos de zero e que nao justificam a rejeicdo de Hy, e os valores
de |Teaic| que sejam demasiado grandes para se acreditar em Hy, é dada pela escolha, para Regido
Critica, duma regido de valores mais extremos de T4, & qual corresponda a probabilidade a.

Sendo « a probabilidade de cometer um erro, queremos que o valor de « seja pequeno. A escolha
desse valor é feita pelo experimentador, e depende da gravidade das consequéncias de cometer o Erro
de Tipo I. Em aplicagbes em que esteja em causa uma decisdo de vida ou morte (como ¢ frequente
em muitas aplicagoes no campo da Medicina), é aconselhavel escolher valores muito pequenos de
«. Mas na generalidade das aplicagoes associadas aos cursos do ISA, podemos ser um pouco mais
tolerantes. E habitual a utilizacio de valores como o = 0.05 ou a = 0.01.

Deve salientar-se que a abordagem de Neyman-Pearson, associada a fixar a probabilidade de rejeitar
Hjy quando essa hipétese é verdade, implica que o papel das duas hip6teses em confronto deixa de ser
simétrico. A decisdo de controlar & =P[Erro Tipo I] implica que, na davida, preferimos admitir que
Hy é admissivel. E habitual usar terminologia juridica para ilustrar a situacio, que tem semelhancas
evidentes com o principio de considerar o réu (o acusado num julgamento) inocente até prova em
contrario. Assim, podemos afirmar que:

e a Hipotese Nula Hy tem o beneficio da duvida; enquanto

e a Hipotese Alternativa Hi tem o dnus da prova.

4. O quarto passo num Teste de Hipoteses consiste em definir a Regido Critica (ou de Rejeigao),
ou seja, o conjunto de valores possiveis da estatistica ao qual associamos a rejeicao de Hy e que é
constituida pelos valores “menos plausiveis”, caso Hy seja verdade. Como vimos, a Regiao Critica
tem de ser uma regido de probabilidade «, se for verdade Hy.

Dependendo do teste concreto em questdo e da natureza da Hipotese Alternativa Hi, uma Regido
Critica pode ser bilateral ou unilateral. No exemplo que temos vindo a considerar, faz sentido uma
Regido Critica bilateral (associada a valores Teqic que, em médulo, sejam grandes uma vez que esses
valores estao associados, quer a estimativas b; < 1 = 51\110: quer a estimativas b; > 1 = 51\110)-
Esta situacao é ilustrada na Figura seguinte.

5. O quinto e ultimo passo dum Teste de HipGteses consiste em calcular o valor da estatistica de
teste para a nossa amostra e, com base nesse valor, retirar as conclusoes do teste.

E o tinico passo dum Teste de Hipdteses que exige a existéncia de dados. Os quatro passos anteriores
poderiam ser formulados antes de realizada a extraccao da amostra aleatoria.

Deve salientar-se que os passos 3 a 5 podem ser substituidos pela indicagdo duma medida de plausibilidade
de Hy, designada valor de prova ou p-value. Este é definido como sendo a probabilidade de obter um valor
tao ou mais extremo quanto o observado na estatistica do teste, caso seja verdade Hy.

Quando um p-vaelue é muito pequeno, considera-se Hy irrealista, optando-se pela sua rejeicao.

Nas Subsecgoes seguintes resumem-se 0s passos associados a um Teste de Hipoteses para os valores de
cada um dos parametros duma recta de regressao populacional, e veremos como definir o valor de prova
associado a um dado teste.
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0.2 0.3
1 1

dt(x, 6)

0.1

0.0

Figura 2.19: Uma Regiao Critica bilateral, adequada a um teste a Hipoteses do Tipo Hy : 81 = 1 contra
H, : 81 # 1. A densidade ¢ duma distribuicido t-Student com n — 2 graus de liberdade que, como se

viu em (236), é adequada & distribuicdo da estatistica T para testes a (1, caso Hy seja verdade. As
(0]

)
de probabilidade « na distribuicao correspondente2 a Hy verdade. Se para uma dada amostra o valor da
estatistica calculada recair nessa regido, deve rejeitar-se Hy. Assim, deve rejeitar Hy se Teqie > ta(n-2)
ou Teqre < —la(n—2) (os valores que deixam, & sua direita e & sua esquerda, respectivamente, areas &
na distribuicdo ¢,_»). Esta dupla condicio pode ser simplificada usando o valor absoluto de Tiq.: deve

rejeitar-se Hy se |Teqrc| > ta(n—2)-

regioes indicadas correspondem a probabilidades pelo que, em conjunto, correspondem a uma regiao

2.7.2 Testes de hipoteses sobre o declive 5,

Nesta Subseccao resumimos o que ja foi visto relativo aos testes de hipoteses para o declive da recta de
regressao populacional, 51. Serao considerados em separado os diferentes tipos possiveis de regiao critica,
associadas a diferentes tipos de hipdteses.

2.7.2.1 Testes de hipoteses com Regiao Critica bilateral

Comecemos por considerar um teste de hipoteses a 81, com hipéteses do tipo Hy : f1=c e Hi: p1#¢c, a
que corresponde uma regiao critica bilateral. Sendo valido o Modelo de Regressao Linear Simples, tem-se:

Hipéteses: Hy: 1 =c vs. Hi: 1 #c.

= ¢

N N
Estatistica do Teste: T = ﬂl;ﬂﬂ ~ tp_a , sob Hy.
B1

Nivel de significancia do teste: o = P[Rejeitar Hy| Hy verdade]

Regiao Critica ou de Rejeigao: (Bilateral)

Calcular Teqc = 25 e rejeitar Hy se [Teaic| > ta(n_2) (ver Figura2.20).
B1
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dt(x, 6)
0.

Figura 2.20: Regido Critica bilateral num teste . A cada cauda da distribui¢do corresponde uma proba-

bilidade Z, pelo que a Regido de Rejei¢ao tem probabilidade global c.

Repare-se na natureza da estatistica do teste: o valor da estatistica do teste é a quantidade de erros
padrio (65 ) a que o valor estimado (b1) se encontra do valor de 31 sob Ho (c).

2.7.2.2 Teste de Hipo6teses com Regiao Critica Unilateral direita

Ainda relativamente a 3; e com a mesma estatistica de teste, hipoteses de tipo diferente geram regioes
criticas diferentes.

Consideremos o caso em que a hipotese alternativa H; é da forma H; : 81 > c¢. Neste caso, ja nao faz
sentido incluir na regido critica a cauda esquerda da distribuicao ¢-Student. De facto, essa cauda esquerda
corresponde aos valores muito negativos de T, valores que surgem quando o numerador da estatistica
de teste é muito negativo, ou seja, quando b; < ¢. Mas se o declive da recta amostral (que estima o
declive 1 da recta populacional) é muito inferior a ¢, ndo ha qualquer razdo para optar pela hipotese
alternativa H; : f1 > c¢. Apenas os valores na cauda direita da distribui¢do, que resultam de na amostra
se ter by > ¢, apontam para a veracidade de Hy. Assim, a esse tipo de hipdteses corresponde uma regiao
critica unilateral direita. Vejamos em pormenor:

Hipéteses: Hy: (51 <c vs. Hi:p1 >c.

=c

Estatistica do Teste: T = ﬂl;ﬁﬁ ~ tp_o
B1

, se Hy verdade.

Nivel de significancia do teste: o = P[Rejeitar Hy| Hy verdade]
Regido Critica: (Unilateral direita)

Rejeitar Hg se Tiqe > to(n—2) (ver Figura 2.21)

NOTA: A hipotese nula poderia escrever-se apenas Hy : 31 =c¢, mas a fim de manter a ideia que Hy e
H, sdo hipoteses complementares, opta-se por escrever a hipotese nula como Hy : 1 <c¢. Assim, ao se
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dt(x, 6)
0

Figura 2.21: Regido critica unilateral direita num teste t. A 4rea da regido assinalada é a.

substituir, na estatistica de teste, o valor de 81 sob a hipdtese nula, escolhe-se o valor fronteira, ¢, que
corresponde ao valor de Hy que seria mais dificil de distinguir de H;. Se para esse valor fronteira o nivel
de significAncia « estiver garantido, a probabilidade de cometer o Erro de Tipo I para outro qualquer
valor de 81 em Hjy (ou seja, para valores 51 < ¢) estard igualmente garantido. Por esta razdo, o valor
fronteira entre Hy e Hy (o0 valor ¢) tem de pertencer a Hy. Em termos préaticos, isso significa que a
desigualdade em H; tem de ser estrita.

2.7.2.3 Teste de Hipoteses com Regiao Critica Unilateral esquerda

Trocando o sentido das desigualdades nas hipdteses, justifica-se uma Regido Critica unilateral esquerda,
associada a declives amostrais b; < ¢, consentaneos com a Hipoétese alternativa Hy : 8 < ¢:

Hipéteses: Hy : f1>c vs. Hy: (1 <c
e

ﬂliﬂl\Ho
S

B1

Estatistica do Teste: T = ~ tn_o , sob Hy.
Nivel de significancia do teste: « = P[Rejeitar Hy| Hy verdade]

Regiao Critica: (Unilateral esquerda) Rejeitar Hy se Teaie < — to(n—2)

difx,6)

Figura 2.22: Regido critica unilateral esquerda num teste ¢. A regido assinalada tem probabilidade «.
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2.7.3 Testes de hipdteses para a ordenada na origem [,

Vejamos agora, mais resumidamente, os testes de hipoteses & ordenada na origem da recta populacional,
Bo- Sendo vélido o Modelo de Regressao Linear Simples, tem-se:

(=) (<)
Hipéteses: Hy : fo = ¢ vs. Hy: Bo # ¢
(<) (>)
e
Estatistica do Teste: T = ﬂo_gﬂ ~ tn_o , sob Hy.

Bo
Nivel de significancia do teste: « = P[Rejeitar Hy| Hy verdade]

Regido Critica (Regido de Rejeicao): Rejeitar Hy se Teqic = % verifica:
2

0

Teate < —ta(n-2) (Unilateral esquerdo)
|Tcalc| > ta/g(n_g) (Bilateral)
Teale > ta(n—2) (Unilateral direito)

2.7.4 Testes usando valores de prova (p-values)

Nos testes de hipoteses, quer a (31, quer a 3y, € possivel, em alternativa a fixar previamente o nivel de
significAncia «, indicar o valor de prova (p-value) associado ao valor calculado da estatistica 7.

O p-walue associado ao valor calculado T,,;. duma estatistica de teste define-se como a probabilidade

da estatistica de teste tomar, sob Hy, valores mais extremos que T,qc.

O conceito de “valor mais extremo” depende da natureza da Regiao Critica associada ao teste. Por
exemplo, para um teste a 51 ou By com Regido Critica unilateral direita, onde sdo os valores grandes da
estatistica que indiciam a necessidade de rejeitar Hy, o p-value é calculado como a probabilidade de, na
distribuicdo t,,—2, se ter um valor maior do que Teaie: p = Pltn—2 > Teale]-

Assim, a forma, de calcular os p-values difere consoante a natureza das hipéteses nula e alternativa conduza
a regides de rejei¢do unilaterais ou bilaterais e é indicada na Tabela

Teste Unilateral direito p = Pltn—2 > Teaic]
Teste Unilateral esquerdo p = Pltp—2 < Tealc]
Teste Bilateral p = 2P[tn—2 > |Tealel]-

Tabela 2.2: A forma de calcular os valores de prova (p-values) para os diferentes tipos de testes aos
parametros By e (.
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Convém salientar a relacao existente entre um valor de prova p e o nivel de significincia do teste, a. De
facto, da defini¢cao do p-value decorre que quando p < «, necessariamente o valor calculado da estatistica
pertence a Regido Critica, pelo que se rejeitaria Hy com o nivel de significAncia indicado. Conversamente,
quando p > «, necessariamente T, ndo pertence a Regido Critica, pelo que néo se rejeita Hy. A situagio
é ilustrada na Figura

p-—value >a p-value<a
< <
o o
s o | g o |
3 ° 2 °
@ s
© N @ o
g o g o
ke o
[%2] (%)
c =
(7} — () ~—
© C) i o C) —
o | o |
o o
T T T T I T T T T I
-4 -2 0 2 4 -4 -2 0 2 4
X X

Figura 2.23: A relagio entre os valores de prova (p-values) e os niveis de significancia «, ilustrada para
o caso duma Regiao Critica unilateral direita.

Assim, em geral verifica-se:

e p—value > « = nao rejeicdo de Hy ao nivel q;

e p—value < « = rejeicao de Hy ao nivel «;

2.7.5 Testes de hipdteses no R: de novo o exemplo dos lirios

No R, a fun¢ao summary, aplicada ao resultado dum comando 1m produz a informacao essencial para testes
de hipoteses a By e 51. Na tabela resultante, as colunas tém a seguinte informagao:

Estimate As estimativas by e by
Std.Error As estimativas dos erros padroes &Bo e 651
t value O wvalor calculado das estatisticas dos testes as hipéteses
Ho: Bo(B1) =0 ws. Hy: PBo(B1)#0,

ou seja,

Tcalc = bO/a—BO € Tcalc = bl/a—f}l
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Pr(>[t]) O wvalor de prova (p-value) associado ao valor de Tcq nos testes (bilaterais) acima referidos.

Atencgao: Nas duas colunas finais, associadas aos testes ¢, os valores apenas dizem respeito a testes ao
valor nulo dos pardmetros. Caso se pretenda efectuar testes a 1 =c # 0, sera necessario calcular o valor
de Teqie (e o correspondente p-value) aparte.

Relembremos os resultados produzidos pelo comando summary, aplicado & regressao linear simples no
exemplo dos lirios (Subsec¢io 2.6.2)):

> summary(iris.lm)
Coefficients:

Estimate Std. Error t value Pr(>|t])
(Intercept) -0.363076 0.039762 -9.131 4.7e-16 **x*
Petal.Length 0.415755 0.009582 43.387 < 2e-16 *x*x*

Como se pode constatar na linha final da tabela, num teste a Hy : f1 = 0 vs. Hy : §1 # 0, a estatistica
de teste tem valor calculado
-0
by —film 0415755

Toute = —— — — 43.387.
! &5, 0.009582

O respectivo valor de prova (p-value) é inferior & precisdo da maquina (< 2 x 107!¢), indicando uma
clarissima rejeicao da hipotese nula.

Para testes a valores diferentes de zero dos parametros 3;, serd preciso completar os célculos do valor
da estatistica. Por exemplo, num teste com as hipdteses Hy : 1 =0.5 vs. Hj : 1 #0.5, o valor da

estatistica é:
= 0.5

~ =
bi—Bilme 0.415755-0.5
Tcac - = = —8.792006 .
! 0.009582

75

O walor de prova (bilateral) associado a T, calcula-se como indicado na Subsecgao 2.7.4t

p=2X Pty o >|—87920006|] .

Com o auxilio do R, calcula-se o valor desse p-value:

> 2% (1-pt (8.792006,148))
[1] 3.552714e-15

A clarissima rejeicdo de Hy ndo surpreende: a estimativa b; = 0.4158 esta a uma distancia de 5, = 0.5
superior a 8 vezes o erro padrao estimado &Bl.

2.8 Inferéncia sobre valores da variavel resposta

Em muitos contextos, o interesse maior nao reside no valor dos parametros individuais da recta popu-
lacional, mas sim nos valores da variavel resposta Y correspondentes a algum valor dado do preditor,
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X =x. Ha dois aspectos diferentes em que podemos estar interessados. Por um lado, podemos querer
inferir sobre o valor esperado (valor médio) de Y, correspondente a um dado valor do preditor, z. Ou
seja, podemos querer calcular um intervalo de confianca, ou testar hipoteses, relativos ao valor de Y que,
na recta populacional, corresponde ao valor X =x:

E[Y | X=z]=p8+piz (2.37)

A resposta a esse tipo de questao envolve a consideracao simultanea da incerteza associada a estimacado
dos dois parametros 3y e 31 e serd estudada na Subseccio 2.8l

Mas este tipo de problema nao captura a wvariabilidade de observagoes individuais em torno da recta
populacional. Para efectuar inferéncia sobre valores individuais de Y, dado o valor X =z do preditor,
serd necessario ter em conta essa variabilidade suplementar. Esse tipo de problemas sera considerado na
Subsec¢ao 2.8.2

2.8.1 Inferéncia sobre o valor esperado de Y, dado X ==z

Consideremos primeiro a inferéncia sobre o valor esperado da varidvel resposta Y, dado um valor x da
varidvel preditora, ou seja, sobre o valor de Y na recta populacional, quando X = xz, valor esse que é
representado por E[Y | X = ] ou, de forma mais sintética, por py|,:

pyle = EY|X=2] = o+ fix.
O estimador 6bvio desta quantidade é

(di +ci2)Y;,
1

n

fyie = Bo+ bz = D dYi+) (aY)z =
=1 =1 3

usando a notacdo introduzida na Defini¢ao 2111

Este estimador fiy, ¢, tal como os estimadores BO e Bl, uma, combinagao linear das observagoes Y; que
sdo v.a.s Normais e independentes, ao abrigo do Modelo Linear. Logo, fiy|, tem distribui¢io Normal.

Proposigao 2.15: Distribuicao de iy,

Dado o Modelo de Regressao Linear Simples, tem-se
. 5 5 5 [1 (z—7)2
fiyie = Bo+ Pz ~ N|{Bo+piz, o ;"’W

PN Wie = WYl ar(0,1),
Opy|e

(@=7)?

onde py|z =pPotPrx e opy, = \/‘72 H+ mﬂﬁi]

ISA/ULisboa — Estatistica e Delineamento — 2020-21 60



2.8. INFERENCIA SOBRE VALORES DA VARIAVEL RESPOSTA

Demonstragao 2.15: Proposigao [2.15

n
Como fiy|, =Y (d; + ¢; ¥) Y; € uma combinagdo linear das observacoes Y; que, ao abrigo do Modelo
i=1

Linear sao Normais e independentes, estd garantida a distribui¢do Normal de fiy|,. Falta calcular
os seus dois parametros que sdo (como para qualquer Normal), a respectiva média e variancia. E
imediato, tendo em conta o facto de BO e ﬁl serem estimadores centrados e as propriedades do valor
esperado, que

Eljiy|s] = E[fo + Br 2] = E[Bo] + E[Bi]x = Bo + b1 = py|s -

Logo, fiy|, também & um estimador centrado de py|,. O célculo da variancia de jiy|, € feito
de forma andloga, tendo em atencao as propriedades operatérias da varidncia e ainda o resultado
auxiliar demonstrado no Exercicio RLS 13:

Vigy),] = V[Bo + B1x] = V[Bo] + V[B1 ] + 2Cov(fo, frx) = V[Bo] + 2 V[B1] + 22 Cov(Bo, 1)
L1 72 ) o? 5 s T
- [W(nmz] B S VT A = VP
=VI[Bo] =VI[Bi] = Cov[fo,B1] (Ex.13)
L1 FHa?-2mx] L[l (z—7)?
-7 [ﬁ BCEDEN ]—U [Wm}

Tal como para as distribuicdes iniciais de 3y e 51 (Proposigao2TITle Corolario21]), também este resultado
nao é ainda utilizavel devido & presenga da variancia (desconhecida) dos erros aleatorios, o2. Mas esse
problema pode ser resolvido de forma anéloga ao que foi feito aquando do estudo dos estimadores dos
parametros individuais, como se vera seguidamente.

Proposigao 2.16: Distribuicao de /iy |,, sem quantidades desconhecidas

Dado o Modelo de Regressao Linear Simples, tem-se

/lY|ac - Ky|z
——  ln-2,

Opy e

(n—1) s2

onde gy, = \/QMRE [+ &2,

NOTA: A justificacdo desta distribuicdo é totalmente analoga & demonstracio das distribui¢des de Bl e
Bo, feita apos a Proposicao 213

A Proposigao[ZI6l fornece o resultado que esta na base de intervalos de confiancas e/ou testes de hipdteses
para py|, = E[Y|X =x] = fo + p12. Comecemos por ver os intervalos de confianga para jiy|,.
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Proposigao 2.17: Intervalo de Confianga para jy |, = o + 12

Dado o Modelo RLS, um intervalo a (1—«) x 100% de confianga para o valor esperado de Y, dado
o valor X =z da variavel preditora (ou seja, para py|, = E[Y|X =2x] = By + f1z), é dado por:

ﬂY\m - t% (n—2) ° OA—ﬂy‘m ) [LY\m + t% (n—2) ° é—ﬂy\aE |: ;

(n—1) 82

com ﬂY|x:bo—|—blx e 6ﬂyI:\/QMRE [%-l— (175)2:|

A dedugdo deste intervalo de confianca é inteiramente anédloga & efectuada para construir um intervalo
de confianca para (31, partindo da Proposicao [Z13] uma vez que a estrutura das quantidades que servem
de ponto de partida é idéntica (nos dois casos, a variavel aleatoria com distribuicdo t-Student é a razao
da diferenga entre estimador e parametro estimado, a dividir pelo erro padrao).

A amplitude do intervalo de confianca aumenta com QM RE e com a distdncia de x a T e diminui com
n e s2. Assim, a estimagdo de Wy|z € melhor para valores de x prozimos de T, no sentido em que, para
igual grau de confianca (1—«) x 100%, os intervalos de confianca sdo de menor amplitude para valores
de x proximos de 7.

2.8.1.1 Inferéncia sobre fy |, no R

Valores estimados e intervalos de confianga para py |, = E[Y|X = x| obtém-se no R com a fungao predict.
Os novos valores da variavel preditora sdo dados através do argument new, numa data frame onde a
varidvel tem o mesmo nome que no ajustamento inicial. Por exemplo, no exemplo dos lirios, a largura
esperada de pétalas de comprimento z=1.85 e de comprimento z=4.65, é dada por:

> predict(iris.lm, new=data.frame(Petal.Length=c(1.85,4.65)))
1 2
0.406072 1.570187

A omissdo do argumento new produziria os valores ajustados de y (0s ;) associados aos valores x; usados
aquando do ajustamento da recta de regressdo (também gerados pelo comando fitted).

Um intervalo de confianga obtém-se usando, no comando predict, o argumento int=*“conf’’. A fronteira
inicial do intervalo é indicada debaixo de lwr (do inglés lower endpoint) e a fronteira final ¢ indicada por
upr (de upper endpoint). Debaixo de fit encontra-se o valor ajustado fiy|, =bo + b1 2, que é o ponto
central do intervalo. A representacao grafica deste intervalo de confianca para py|, ¢ feita na Figura [2.241

> predict(iris.lm,data.frame(Petal.Length=c(4.65)), int="conf")
fit lwr upr
1 1.570187 1.5328338 1.6075405
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Intervalo de confianca a 95% para E[Y|X=4.65]

25
1

2.0

iris$Petal. Width
15

1.0

0.5

1 2 3 4 5 6 7

iris$Petal.Length

Figura 2.24: Representacao grafica do intervalo de confianca para o valor esperado de Y, dado X =4.65,
nos dados dos lirios, ou seja, para py|, = Bo+ 1 x, com x=4.65. Tratando-se dum intervalo de confianga
relativo a valores da variavel resposta, deve ser lido no eixo vertical, por cima do correspondente valor
z do preditor. Tem-se 95% de confianca em como a recta de regressdo populacional atravessa aquele
intervalo vertical (indicado a vermelho).

2.8.1.2 Bandas de confianga para a recta de regressao

Fazendo variar os valores x do preditor, pode obter-se um ntmero arbitrario de intervalos de confianca
para fiy|,. Unindo os extremos inferiores desses intervalos obtém-se uma banda inferior e unindo os
extremos superiores obtém-se uma banda superior. Essas bandas sao curvas que ladeiam a recta estimada
e que contém, com (1—a) x 100% de confianga, a verdadeira recta populacional. Na Figura s&0
dadas as bandas de confianc¢a para a recta populacional no exemplo dos lirios. Com 95% de confianca, a
recta populacional esté contida nas bandas de confianca mostradas .

2.8.2 Inferéncia sobre observacgoes individuais de Y, dado X ==«

Os intervalos de confianga calculados na Subsec¢do anterior (Z81) dizem respeito ao valor esperado de
Y, para um dado valor de x. Mas uma observac¢io individual de Y tem associada uma wariabilidade
adicional, uma vez que as observagoes individuais de Y néo se encontram (em geral) em cima da recta
populacional.

De facto, dado o Modelo RLS, uma observagdo individual de Y é da forma:

Y = Bo+Bizxte = pyp +e
Ora, py|, = E[Y|X = 2] = po + Bix é estimado por fiy|,, cuja variancia é dada por Vl]iy,| =
o? H + ((i_f);} (Proposigao 2.I5). Por outro lado, a variancia dum erro aleatério € é V[e] = o2.

Toma-se a variancia do preditor duma observacao individual Y como sendo a soma destas duas expres-

ISA/ULisboa — Estatistica e Delineamento — 2020-21 63



CAPITULO 2. REGRESSAO LINEAR SIMPLES

2.0 25
Il

1.5

Petal.Width

1.0

0.5

Petal.Length

Figura 2.25: Bandas a 95% de confianca para os valores esperados de Y, fazendo variar os valores da
variavel preditora. Estas curvas contém, a 95% de confianca, a recta populacional Y = 3y + 81 z. Os
intervalos de confiancga para jiy |, dependem do valor de x. Terdo maior amplitude quanto mais afastado
z estiver da média T das observacgoes, razao pela qual as bandas sao encurvadas.

soes:

1 —7)? 1 —7)?
indiv = 0 [— NG } + o = o [1 MR (2.38)
n (n—1) Sw n (n—1) SI

A variancia associada & predicdo duma observacdo individual de Y depende da variancia desconhecida
dos erros aleatorios (02), mas é estimada substituindo, na equagao [Z38), o2 pelo seu estimador, QMRE:

(z —7)°

(n—1) 3923

indiv (239)

1
G2 = QMRE |1+ — +
n

Obtém-se um intervalo de predigio para uma observagcao de Y dado X = x substituindo a variancia
estimada de fiy|, do intervalo de confianca para py|, = E[Y|X = z] (Proposicdo 2.17), pela variancia
associada a previsao duma observacao individual (equagéo [Z39).

Proposigao 2.18: Intervalo de predi¢ao para observacao individual de Y

Seja dado o Modelo de Regressao Linear Simples. Um intervalo de predi¢ao para uma observacao
individual de Y, dado o valor X =z do preditor, ¢ dado por:

Ay|z — tg (n—2) * Oindiv > fy|e T ta (n-2) * Tindiv [ ;

com ,[LY|1 =by+b1x € Gindiv = \/QMRE [1+% + (z—=)2 }

(n—1) s2
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Estes intervalos de predigé(ﬁ sdo, para um mesmo nivel (1—«) x 100%, necessariamente de maior amplitude
que os intervalos de confianga para o valor esperado (médio) de Y, E[Y|X = z], vistos antes.

2.8.2.1 Intervalos de predigao para Y no R

No R, um intervalo de predi¢io para uma observacao individual de Y obtém-se utilizando a opcao
int=*‘pred” no comando predict. Tal como para o intervalo de confianca para E[Y] (argumento

int=*‘conf”), esta fungdo do R usa, por omissdo, o grau 95%. Como se pode constatar, o intervalo
de predigdo a 95% é ] 1.16044,1.97993 [.

> predict(iris.lm,data.frame(Petal.Length=c(4.65)),int="pred")
fit lwr upr
1 1.570187 1.160442632 1.9799317

Intervalo de predicao a 95% para Y se X=4.65
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- eoce .
Q YIS eeee. e e .
oo
wo ewoe o
, .
= b=16075 b e o
S 2 qyETEImET L Sl
= . o .
= .
[ ¢ weeo b
E e y=1.1604 S e
o . y=-0.363+0.416x
9 4 .
s
.
. .
o x=4.65
T T T T T T T
1 2 3 4 5 6 7

iris$Petal.Length

Figura 2.26: Intervalo de predi¢do a 95% (a verde) para uma observagao individual de Y, dado o valor
x = 4.65 do preditor. A vermelho estd o intervalo de confianca para E[Y], dado o mesmo valor do
preditor, ja discutido na Figura E visivel a muito maior amplitude do intervalo de predicao para
uma, observacao individual de Y.

2.8.2.2 Bandas de predi¢ao para uma observacao de Y
Tal como no caso dos intervalos de confianga para E[Y|X = z], variando os valores de x obtém-se bandas
de predi¢ao para valores individuais de Y.

No exemplo, 95% dos valores individuais observaveis de Y deverdo estar contidos entre as bandas (en-
curvadas) verdes indicadas na Figura 227 (a azul as bandas de confianca para fiy ;).

7A designacio intervalo de predicdo sublinha que se trata dum intervalo onde esperamos encontrar uma observacio da
varidvel aleatoria Y (para X =z). Esta situagio difere da construcio de intervalos de confianga, que pretendem capturar
os valores possiveis de uma constante populacional, como & py |-
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Petal.Width

Petal.Length

Figura 2.27: Bandas de predigao a 95% (a verde) para os valores individuais das larguras das pétalas
(Y), dados os comprimentos das pétalas (), nos lirios. A azul observam-se as bandas de confianca para
o valor esperado de Y, dado X =z, ja mostradas na Figura 2.25]

2.9 Teste F' a qualidade do ajustamento do Modelo

Em termos meramente descritivos, a qualidade do ajustamento duma regressao linear simples é medida
através do Coeficiente de Determinagdo, R = “ng—ITz Num contexto inferencial, é usual também efectuar

um teste de hipdtese para avaliar a qualidade global de ajustamento do Modelo.

Um teste de ajustamento global do modelo tem a hipdtese nula de que o modelo é initil para prever Y
a partir de X. Designando por R? o coeficiente de determinacio populacional, pode escrever-se:

Hy: R*=0, (2.40)

Tendo em conta que o coeficiente de determinacio populacional R? = “ng—ITz tem Somas de Quadrados
calculadas para a totalidade da populacdo, R? = 0 significa que, na populacio, SQR =0, ou seja, que
os valores ajustados populacionais 7; tém varidncia nula. Isto s6 é possivel se a recta populacional for
horizontal (em cujo caso todos os valores ajustados serao iguais, ndo importa qual o valor de ), ou seja,
se o declive da recta populacional for nulo: 8; =0. Assim, a Hipotese Nula (2.40Q) é equivalente a 81 =0.
Se for verdade esta Hipotese Nula, a equacao da recta de regressao populacional fica apenas y= 5y. O
Modelo com os pressupostos do Modelo de Regressao Linear, mas cuja equacao é apenas Y = [y + ¢,
designa-se o Modelo Nulo. Corresponde a um modelo que é initil, do ponto de vista de usar o preditor
X para prever Y, razao pela qual s6 vale a pena considerar o uso dum modelo de regressao linear simples
caso seja possivel rejeitar a Hipotese Nula (2.40), ou seja, caso seja possivel afirmar que esse modelo é
significativamente diferente do Modelo Nulo.

No contexto duma Regressdo Linear Simples, ha duas formas alternativas (mas equivalentes, como se
vera adiante) de efectuar um tal teste. A primeira utiliza ferramentas ja conhecidas, nomeadamente, um
teste t a valores do declive da recta populacional. A segunda utiliza um teste novo, conhecido por teste F'
de ajustamento global do modelo. Esta segunda abordagem, que sera estudada nesta Seccao, é necesséria,
uma vez que é a tnica que se estende ao estudo da Regressao Linear Multipla.
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Assim, numa Regressdo Linear Simples pode testar-se a hipotese de o nosso modelo ser diferente do
Modelo Nulo, de duas maneiras alternativas:

e Testar Hy: f1 =0 vs. Hy : 81#0, usando o teste t considerado na Subseccao 2. 7.2

e Efectuar o teste F' ao ajustamento global do modelo. Este teste é descrito na Subsecc¢io seguinte.

2.9.1 A estatistica F

Ponto de partida natural para um teste & qualidade de ajustamento do Modelo seréd o de avaliar se SQR
(o numerador de R?) é grande. Veremos que para obter um resultado ftil, serd necessario comparar os
valores de SQR e de QMRE.

Proposigao 2.19: Estatistica F' na Regressao Linear Simples

Seja dado o modelo de Regressao Linear Simples. Recordem-se as definicdes da Soma de Quadrados
da Regressao, SQR, e do Quadrado Médio Residual, QM RE = SQRE ge B1= 0, tem-se:

n—2

SQR
1. fz ~ X1

2. F = % = (n-2) % ~ Fli,n—2), onde QMR = SQTR é o Quadrado Médio da Regressao.

Nota: A definicdo do Quadrado Médio da Regressdao, QM R= SQTR parece estranha, uma vez que QM R

e SQR sao iguais. No entanto, na Regressao Linear Miltipla o Quadrado Médio da Regressao e a Soma
de Quadrados da Regressdo deixam de ser iguais.

Demonstragao 2.16: Proposigao [2.19i

1. A partir de resultados e conhecimentos anteriores tem-se:
e SQR = 32 (n—1) s2 (ver Exercicio RLS 5d), adaptando a notacéo ao contexto inferencial

em que agora nos encontramos).

e Na Subseccio 2.5.0] viu-se que: ﬁf‘fﬂl = Bl*fl ~ N(0,1) .

B1

(njl)s:%

e Recorde-se (das disciplinas introdutoérias de Estatistica) que o quadrado duma varidvel
aleatéria com distribui¢do A(0,1) tem distribuigdo Qui-quadrado com um tnico grau
de liberdade, ou seja, que Z ~ N(0,1) = Z? ~ x?. Logo,

(61 — B1)? (61— B1)? -1 52 2

02/ [ 2] o2 X1

SQR 2
f’z — X1 -

e Entao, se 81 = 0, tem-se:

2. A quantidade SQR/c? cuja distribuigdo agora se conhece, quando 81 =0, ndo pode ainda ser
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usada como estatistica dum teste & Hipotese Nula (2.40Q), uma vez que depende da incognita
o?. Mas temos forma de tornear o problema.

e Sabemos (Proposicao212) que, dado o Modelo RLS, S%# ~ X2 _,.
e Sabemos (da disciplina de Estatistica introdutoéria) que as distribui¢bes F’ surgem a partir

da razao de duas variaveis aleatorias Qui-quadrado a dividir pelos seus graus de liberdade,
caso sejam independentes. Ou seja, sabemos que:

W~ x2

V ~ X?,Z =
W,V independentes

W/Vl
V/l/2

~ Fy o, -

e E possivel mostrar que SQRE e SQR sdo v.a. independentes (demonstracio omitida,
por exceder o Ambito da disicplina).

SQR
e Logo, —5@ = QQAQJR}} tem distribui¢ao F{y,,_2), caso seja verdade a hip6tese nula 8, =0.
(n—2)

A expressao alternativa da estatistica de teste resulta de:

QMR %% n -2 SQR ~ (n_2) SQR (n—2) R?
QMRE ~— 29RE — 1 SQRE SQT — SQR 1—-R2’

apo6s, na ultima passagem, se dividir numerador e denominador por SQT'.

A Proposicao[ZI9 diz-nos qual o comportamento esperado para a estatistica F' = %, caso seja verdade
a hipotese nula 8; = 0 que, como se viu, é equivalente & hipotese nula R? =0 (equacao Z40). Mas que
tipo de Regido Critica é natural associar a esta estatistica? Ou seja, que tipo de valores seria de esperar

para a estatistica F' caso $1 #07 Ora, quanto maior for B%, mais duvidoso serd Hy : 51 =0 . Ao mesmo
QMR

QMRE "
elevados da estatistica F' sugerem a opg¢io por Hy : 51 # 0. Ou seja, a Regido Critica adequada é uma

regiao unilateral direita.

tempo, maior serd SQR = (7 (1) s2, pelo que maior serd a estatistica F = Assim, valores

2.9.2 Formulagoes alternativas do teste F' de ajustamento global

Sendo valido o Modelo de Regressao Linear Simples, pode efectuar-se o seguinte teste de hipoteses.

Hipoéteses: Hy: 51 =0 vs. Hp: [ #0.

Estatistica do Teste: [’ = QQM% ~ Fqn-2) se Hp verdade.

Nivel de significancia do teste: «

Regiao Critica (Regiao de Rejeicao): (Unilateral direita) Rejeitar Ho se Feaie > fa(1,n—2)-

Como se viu, podem reformular-se as hipoteses e/ou a estatistica do teste, usando Coeficientes de Deter-
minagao:
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di(x, 4, 16)
00 01 02 03 04 05 06 07

Figura 2.28: Regido Critica (unilateral direita) nos testes F' de ajustamento global dum Modelo de
Regressao Linear Simples. Note-se que a forma das fung¢oes densidade duma distribuicdo F,, ., é, em
geral, a indicada nesta Figura, embora para v; =1 (como no nosso caso), a densidade seja uma curva
estritamente decrescente. Opta-se por usar aqui a representacao mais genérica das distribuicoes F'.

Hipéteses: Hy : R2=0 vs. H; : R?>0.
Estatistica do Teste: ' = (nﬁ)% ~ Fan_2 seHop.
Nivel de significancia do teste: «

Regiao Critica (Regiao de Rejeigao): (Unilateral direita) Rejeitar Ho se Feaie > fa(1,n—2)

E facil de constatar que estatistica F' é uma funcao crescente do coeficiente de determinacio amostral,
R?, ou seja, quanto maior R?, maior serd o valor calculado de F. Também por essa via, e ja que
F= (n—Z)%, torna-se natural que a Regido de Rejeicio de Hy : R? = 0 seja constituida pelos maiores
valores de F', isto é, que seja uma Regiao Critica unilateral direita.

2.9.3 O teste F noR

A informacdo essencial para efectuar um teste F' ao ajustamento global de um modelo de regressao
também se obtém através do comando summary, aplicado a uma regressao ajustada através do comando
1m. Vejamos um exemplo de aplicacdo, com a regressdo relacionando as larguras (y) e comprimentos ()
das pétalas dos lirios. A parte final da listagem produzida pelo comando summary é indicada de seguida:

> summary(iris.1lm)

...

Residual standard error: 0.2065 on 148 degrees of freedom
Multiple R-Squared: 0.9271, Adjusted R-squared: 0.9266
F-statistic: 1882 on 1 and 148 DF, p-value: < 2.2e-16

A informacao relevante para o teste F', encontra-se na linha final, nomeadamente:

F-statistic indica o valor calculado da estatistica, F.q. = QQA%%RE = 1882, e os graus de liberdade (DF,
de degrees of freedom, em inglés) na distribui¢do F' correspondente (ou seja, 1 e n—2=148).
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p-value valor de prova de F,4. no teste de ajustamento global do modelo que, tendo em conta a natureza
unilateral direita da regido critica, se define como p=P[F} ,_2 > Fac]. No nosso exemplo, o valor
de prova é inferior & precisao de maquina (2.2 x 1071¢), ou seja, é indistinguivel de zero, pelo que
se tem uma, clarissima rejeicao de Hy. Assim, rejeita-se de forma enfética a hipotese de que o nosso
modelo seja 0 Modelo Nulo.

Nas peniltima e ante-pentdltima linhas dos resultados acima indicados, sao também dados os valores de:
Residual Standard error: Estimativa do desvio padrao o dos erros aleatoérios ¢;, ou seja, de

& = VQMRE = ,/iQ_Rf [ = 0.2065]

Multiple R-squared: O Coeficiente de Determinagdo:

SQR  s; | _ SQRE

$2 - 8SQT

2 _
RiSQTis

[= 0.9271]

2
Y

Adjusted R-squared: O R? modificado (que sera melhor estudado na Regressdo Linear Mltipla):

QMRE 52
Brot = 1= "0y = 1{—5, (QMT = SQT/(n—1))  [= 0.9266]

2.10 Validacao do Modelo

Toda a inferéncia feita até aqui admitiu a validade do Modelo Linear, e em particular, a validade dos
pressupostos relativos aos erros aleatorios: Normais, de média zero, varidncia homogénea e independentes.
A validade dos intervalos de confianca e testes de hipoteses atras referidos (incluindo do teste F' de
ajustamento global) depende da validade desses pressupostos.

Uma analise de regressao fica incompleta sem uma validag¢io destes pressupostos do modelo (model chec-
king ou walidation, em inglés). Uma vez que os erros aleatorios nao sdo observaveis (mesmo apos a
extraccao da amostra - como se viu na Subsecc¢io 2.5.2)), a validagio dos pressupostos relativos aos erros
aleatorios faz-se através dos seus preditores, os residuos.

2.10.1 A distribuicao dos Residuos no Modelo RLS

Para se estudar a validade dos pressupostos do modelo através dos residuos, é necessario conhecer o
comportamento desses residuos quando o Modelo é wvilido, o que é enunciado na Proposicao 220 (ver
também o Exercicio RLS 22).

Proposigao 2.20: Distribuicao dos Residuos no Modelo RLS
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Dado o Modelo de Regressao Linear Simples, tem-se:

1 i —T)2
Ei ~ N(0,0%(1—hi)) , ondehii:—+u

n (n-1) 82

Nota: Recordar que o modelo de Regressdo Linear Simples admite que os erros aleatérios tenham
distribui¢do ¢; ~ N(0,0%). Esta Proposi¢io indica que os preditores desses mesmos erros aleatérios
(os residuos) tém uma distribuicio parecida, mas ndo idéntica aos erros aleatorios. Sendo igualmente
Normais e de média zero, os residuos E; tém varidncias diferentes das dos erros aleatorios e diferentes
entre si: V[E;]=0%(1—h;;). Assim, os residuos ndo sio identicamente distribuidos. Também ndo sdo
independentes: ji se viu no Exercicio RLS 5 que a sua soma é zero, pelo que dados n — 1 residuos, o
altimo esté totalmente especificado, ndo podendo assim haver independéncia.

Demonstragao 2.17: Proposigao [2.20

Um residuo também é uma combinagao linear dos Y;:

E =Y —Y = Yi—(Bo+piz) = Vi—
J

(dj +cz)Y; = > kY,
—1 j=1

7(dj —+ SCZ'CJ') se ] 7é ’L

k=
com & {1—(di+ﬂcici) se j=i

Sendo cada residuo F; uma combinacao linear de Normais independentes, tem distribuicdo Normal.
Falta determinar os respectivos parametros, ou seja, o seu valor esperado e variancia. Comecemos
pelo valor esperado (e ndo confundir na expressao seguinte o valor esperado com o residuo F;, apesar
de ambos serem indicados pela letra E):

E[E;)] = E[Yi— (Bo+ Biz:)] = ElYi] — Elfo] — Elpi]ai = (Bo+Pras) —Bo—Bixi = 0.

A variancia de cada residuo, V[E;], é calculada no Exercicio RLS 22 (ver a respectiva resolucéo).

2.10.1.1 Diferentes tipos de residuos

Os residuos usuais, F; = Y; — Y; sio quantidades com as unidades de medida da varidvel resposta
Y. Assim, ndo é possivel afirmar se um residuo é grande ou pequeno, sem ter em conta as dimensoes
e a variabilidade dos valores de Y. Ora, a Proposi¢do permite definir novos tipos de residuos,
sem unidades de medida e cujos valores ja sejam mais facilmente identificaveis como sendo, ou nao, de
magnitude importante. Decorre imediatamente dessa Proposicao que, sendo véilido o Modelo de Regressao
Linear Simples, se verifica:

E;

02(1—hy) A N(O’l) . 241

Caso fosse possivel calcular estes residuos normalizados com distribuicdo Normal reduzida, valores fora
do intervalo [—3, 3] deveriam ser considerados extremos. No entanto, o calculo dos residuos na equagao
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(Z41) é impossivel, dada a presenca da variancia desconhecida dos erros aleatérios, o2.

Na literatura dos modelos de regressao linear encontra-se referéncia a trés variantes de residuos, duas
das quais correspondem a residuos estandardizados, que aproximam os valores dos residuos normalizados

(eq. B41) através de duas diferentes formas de estimar o2.

Residuos usuais : E; = Y; —Y};

Residuos (internamente) estandardizados : R; = ———Li . Este tipo de residuos
VQMRE-(1—hi;)

resulta de normalizar os residuos usuais (a partir da sua distribui¢do, dada na Proposi¢io
2.20), e depois substituir a variancia desconhecida o2 pela sua estimativa amostral QM RE.
E;
\/QMRE[—i]'(l_hii)
QMRE[_; o valor de QM RE resultante de um ajustamento da Regressio excluindo a i-
ésima observagao. Usando QM RE|_;, procura-se tornar a estimativa de o? independente da,

Residuos Studentizados (ou externamente estandardizados): T; , sendo

observacao i, associada ao residuo E; que se procura normalizar.

Nota: E possivel mostrar que os residuos Studentizados e (internamente) estandardizados estdo directa-

mente relacionados pela formula: T; = Ry, /=3
(3

2.10.2 Como analisar os residuos

O facto de os residuos ndo serem independentes (nem identicamente distribuidos) torna dificil estudar
pressupostos como a Normalidade através dos habituais testes de hipoteses, como seja o teste de Shapiro-
Wilks. De facto, os testes de Normalidade usuais exigem observacgoes independentes e identicamente
distribuidas o que ja vimos néo o caso dos residuos F;. Assim, ¢ habito validar os pressupostos do Modelo
de Regressao através duma discussao mais subjectiva e rudimentar, baseada em grdficos de residuos.

Vejamos seguidamente os principais graficos de residuos para este estudo. Registe-se que, em regressoes
lineares simples, alguns destes graficos sao dispensaveis, uma vez que a informacao que transmitem
também serd visivel directamente nas nuvens de pontos da varidvel resposta y sobre a varidvel preditora
x. No entanto, a leitura destes graficos é mais facil de perceber neste contexto, para depois ser aplicada no
caso de regressoes lineares miltiplas, onde a nuvem das observagoes deixa de ser, em geral, visualizavel.

2.10.2.1 Graficos de residuos ¢; vs. valores ajustados g;

Um grafico indispenséavel é o de Residuos (em geral, os residuos usuais e;, mas poderia usar-se uma das
outras variantes de residuos) contra os valores ajustados de Y. Neste tipo de grafico, e quando sio vélidos
os pressupostos do Modelo RLS, os residuos devem dispor-se aproximadamente numa banda horizontal
em torno de zero, sem qualquer padrio especial. De facto, sendo vilido o Modelo RLS, a correlagio entre
os valores que definem cada eixo sio nulos: cor(E;,Y;) = 0 (veja-se o Exercicio RLS 22).

No exemplo dos lirios, o grafico em questao pode ser construido pelo comando seguinte, com os resultados
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apresentados na Figura 229 A leitura do gréfico sugere que pode haver alguma maior dispersdo dos
residuos para as observagoes mais & direita no grafico (o que pode indiciar problemas com o pressuposto

de homogeneidade de variancias).

> plot(fitted(iris.lm) ,residuals(iris.1lm))

Residuals vs Fitted
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Figura 2.29: Gréafico de residuos (usuais), no eixo vertical, contra valores ajustados 4;, no eixo horizontal,
para o exemplo dos lirios (Exercicios RLS 8 e 15). Quando se verificam os pressupostos do modelo de
regressao linear simples, este tipo de grafico ndo deve apresentar qualquer padrao especial, devendo os
pontos aparecer numa banda horizontal em torno do valor zero (o valor médio dos residuos).

Possiveis padroes indicativos de problemas Num gréfico de F; vs. Y; podem surgir alguns padroes

indicativos de problemas. Eis os principais:
e Curvatura na disposigao dos residuos, como na Figura 2300 Indica violagdo da hipdtese de
linearidade entre x e y.

e Grafico em forma de funil, como na Figura2.30] indicia a violacdo da hipotese de homogeneidade
de variancias, ou seja, sugere que as variancias dos erros aleatorios, V[e;], ndo sdo iguais.

e Um ou mais residuos muito destacados, ou disposigao dos residuos em banda obliqua.
Indica possiveis observacoes atipicas. Um possivel efeito da presenca de observagdes atipicas nos
dados do Exercicio RLS 9 (os dinossaurios em Animals) sobre este tipo de grafico é ilustrado na

Figura 2371
2.10.2.2 Gréaficos para estudar a hip6tese de normalidade.
. .~ E; .
Como foi visto na Proposi¢ao 220, e dado o Modelo RLS, tem-se oo N(0,1).
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Residuals

100

50

-50

-100

Residuals vs Fitted

100 200 300

Fitted values
Im(Area ~ NP)

Figura 2.30: Um exemplo de residuos em forma de funil, e sugerindo alguma curvatura na relagdo entre
as duas variaveis. Os dados sdo referentes a regressao linear da variavel Area (area foliar de n =600 folhas
de videira) sobre a variavel NP (comprimento da nervura principal das folhas). Estes dados constam da

data frame videiras e sao usados em Exercicios da Regressao Linear Multipla.

Residuals

Residuals vs Fitted

®Triceratops

Saghisagues®

Fitted values
Im(log(brain) ~ log(body))

T
8

Figura 2.31: Um exemplo de residuos em banda obliqua, resultantes da presenca de observacoes atipicas.
Os dados sao os da data frame Animals, referidos no Exercicio RLS 9.

Embora os residuos estandardizados, R; =

E;

VOMRE (1—hyi)

nao tenham exactamente a distribuicao

N(0,1), para grandes amostras desvios importantes & Normalidade neste tipo de residuos indiciam a
violacéo do pressuposto de Normalidade dos erros aleatérios ¢;. E habito investigar a validade do pres-
suposto de erros aleatérios Normais através de graficos como:

e Um histograma dos residuos standardizados; ou

e um grafico de quantis contra quantis, ou gg-plot, que compara o0s quantis empiricos dos n residuos
standardizados com os quantis tedricos numa distribui¢ao A(0,1). Recorde-se que, para qualquer
conjunto de n valores (que no nosso contexto sdo os n residuos estandardizados R;) o quantil
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empirico de ordem % é definido como o valor que, apés ordenacao por ordem crescente, fica na
posi¢do i. O correspondente quantil tedrico é o valor que, na distribui¢do AN(0,1), deixa a sua
esquerda um intervalo de probabilidade 6 = %

Um qqg-plot indicativo de concordancia com a hip6tese de Normalidade dos erros aleatérios devera ter os
pontos aproximadamente em cima de uma linha recta. O gg-plot da Figura 2.32] diz respeito aos dados
dos lirios considerados nos Exercicios RLS 8 e 15.

Normal Q-Q

1150

1420
)

Standardized residuals

7 T T T T T
-2 -1 0 1 2

Theoretical Quantiles
Im(Petal.Width ~ Petal.Length)

Figura 2.32: Um gg-plot, comparando quantis empiricos (no eixo vertical) e os quantis tedricos duma
distribui¢ado A (0,1) (no eixo horizontal), no caso da regressdo linear simples das variaveis Petal.Width
sobre Petal.Length, nos dados dos Exercicios RLS 8 e 15 (lirios). Quando os pontos resultantes se
afastam muito duma relacao linear, o pressuposto de Normalidade dos erros aleatorios é questionavel.
Apesar de algum afastamento na parte mais a direita, nem esse afastamento ¢ muito acentuado, nem
afecta muitos pontos. Assim, nesta regressdo a hipotese de Normalidade dos erros aleatorios parece
admissivel.

2.10.2.3 Estudo de residuos no R

No R, os trés tipos de residuos obtém-se com outras tantas funcoes:

Residuos usuais (E;): residuals
Residuos estandardizados (R;): rstandard

Residuos Studentizados (7;): rstudent

O comando plot, aplicado a uma regressao linear ajustada pelo comando 1m, pode produzir até seis
graficos, sendo os dois primeiros os graficos referidos acima. Para o exemplo dos lirios que tem estado a
ser discutido, o seguinte comando gera esses dois graficos, com os resultados na Figura [2.33

> plot(iris.lm, which=1:2)
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Residuals vs Fitted Normal Q-Q
© | ol15 1150
o
Q2 1420
<~ | (260 ]
o 0 [
o ?g) o° 3 &9
s 8% © oo oa¥ES -
g Co0, % o s
3 <] ®
@ 1 o ° (<] — N
o) ) k<l o
Y % g
T o o% 00, -(% -
2 . 5° & |
B 0o0° o
© " 069
g 1350
1 o 0135
T T T T T T i T T T T T
00 05 10 15 20 25 -2 -1 0 1 2

Fitted values Theoretical Quantiles

Figura 2.33: Os gréficos de residuos produzidos pelo comando plot do R quando aplicado a uma regressao
linear, neste caso & regressdo linear simples da largura sobre os das pétalas dos n = 150 lirios (dados
na data frame iris do R, usados nos Exercicios 8 e 15). Os graficos foram criados com o comando
plot(iris.1lm, which=c(1,2)), sendo iris.1lm a regressio referida. A esquerda, o grafico de residuos
usuais, e;, contra valores ajustados, §; (which=1). Este é o gréfico ja mostrado na Figura229 A direita,
o gq-plot correspondente (which=2). Este grafico é o mostrado na Figura 23320

2.10.2.4 Gréficos para o estudo de independéncia

Dependéncia entre erros aleatérios pode surgir com observacoes que sejam sequenciais no tempo como
resultado, por exemplo, de um “tempo de retorno” de um aparelho de medicdo, ou de outro fenémeno
associado a correlagcao temporal. Pode também surgir associado a correlagio espacial.

Em casos onde se suspeite de correlacdao no tempo, ou no espaco, sera util inspeccionar um grifico de
residuos vs. ordem de observag¢do ou posi¢io no espago, para verificar se existem padrdes que sugiram
falta de independéncia.

Este tipo de situacao corresponde a uma violacao do pressuposto de independéncia e exige a utilizacao de
outros tipos de modelos, como modelos para sucessdes cronologicas (time series, em inglés) ou modelos
para dados espaciais, que ultrapassam o d&mbito desta disciplina.

2.10.3 Outro tipo de diagnésticos
Além dos residuos, existem outros tipos de indicadores de diagndstico que é 1til estudar numa regressao
linear simples, a fim de identificar eventuais observagdes cujo comportamento seja, de alguma forma, de

destacar. Trata-se de observagoes que merecem ulterior anélise e que podem ter um grande impacto no
ajustamento do modelo.

2.10.3.1 Observagoes atipicas
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O conceito de observagoes atipicas (outliers em inglés) nao tem uma defini¢do rigorosa. Procura
designar observagdes que se distanciam da relagdo linear de fundo entre Y e a varidvel preditora.

Muitas vezes, observagoes atipicas surgem associadas a residuos grandes (em moédulo). Em particular,
e como os residuos estandardizados ou Studentizados tém distribui¢io aproximadamente A(0,1) para n
grande, observagoes para as quais |R;| > 3 ou |T;| > 3 podem ser classificadas como atipicas.

Mas é preciso ter cautela: por vezes, observagoes distantes da tendéncia geral podem afectar de tal forma o
proprio ajustamento do modelo, que deixam de ser facilmente identificaveis a partir do valor do seu residuo.
Pode ser o caso duma observagao muito afastada da nuvem de pontos, mas numa direccao diferente da
direccdo que caracteriza a tendéncia linear de fundo dos restantes pontos. Em casos extremos, essa
observacao individual pode ser de tal forma importante na determinacao da direccdo da recta ajustada,
que acaba por ter um residuo relativamente pequeno.

2.10.3.2 O efeito alavanca (leverage)

Na Regressdo Linear Simples, o efeito alavanca (leverage, em inglés) associado & i-ésima observagao

define-se como:
hii — l 4+ M

n (n—1) §2 (2.42)
x

Observagoes com um elevado valor do efeito alavanca (leverage points em inglés) sdo observacoes que
tendem a “atrair” a recta de regressdo. A escolha de h;; como indicador de diagnéstico resulta da sua
presenga na expressao da variancia do i-ésimo residuo E; (ver Proposicio 220):  V[E;] = 02 (1 — hy;).
Assim, Se hy; € elevado, a variancia do residuo F; ¢é baixa, logo o residuo tende a estar proximo do seu
valor médio (zero), ou seja, a recta de regressao tende a passar prozimo desse ponto.

E evidente a partir da equacdo (Z42), que numa RLS, quanto mais afastado estiver o valor z; da média
T, maior serd o efeito alavanca. Outras propriedades uteis na interpretacao dum efeito alavanca na RLS
sao dadas de seguida.

Proposigao 2.21: Propriedades do valor do efeito alavanca

Os valores do efeito alavanca verificam as seguintes propriedades:

1. Para qualquer observagao i, verifica-se:
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2. O valor médio das observacoes alavanca numa regressao linear simples é a razao entre o niimero
de parametros do modelo e o niimero de observacoes:

- 2
h=—.
n
3. Se existirem r observagdes com o mesmo valor z; do preditor, o efeito alavanca de qualquer
delas nao pode exceder % Assim, repetir observagoes de Y para os mesmos valores da varidvel
preditora € uma forma de impedir que os efeitos alavanca sejam excessivos.

Demonstragao 2.18: Proposigao [2.21]

1. A primeira desigualdade é imediata, ja que a segunda parcela na definigao (eq. [2242) ndo pode
ser negativa. A segunda desigualdade tem de ser verdadeira, pois caso contrario a variancia
do i-ésimo residuo, V[E;]=0? (1 — h;;) (Proposi¢ao 2.20) seria negativa, o que ¢ impossivel.

:(n—l)si
e >
. = S [1 o, (@i-)? D
2. A soma dos n efeitos alavanca é 3 hy; = 3 h + (nl_l)si} = 1455 =2 Logo, a

i=1 i=1
média dos n valores h;; serd h = %

3. Omite-se a demonstragao.

Observagoes com um efeito alavanca elevado podem, ou nao, estar dispostas com a mesma tendéncia
de fundo que as restantes observacoes (i.e., podem, ou ndo, ser atipicas). A forma de identificar estas
diferentes situacoes é discutida na Subseccao seguinte.

2.10.3.3 Observacoes influentes.

Observagoes influentes sao observacoes que, se retiradas do conjunto de dados, geram mudancas assina-
laveis nos parametros estimados, by e by, e portanto na recta e nos valores ajustados de Y. A medida
mais frequente para a influéncia da observacgao i é a distancia de Cook, que é uma versao normalizada
da soma de quadrados entre os valores §j; ajustados a partir das duas rectas: a recta obtida a partir das
n observacoes, e a recta obtida sem a observacao i.

LER N 2
]Z:l [yj - yj(—i):l
D; = — , 2.4
2-QMRE (2.43)

sendo g; o j-ésimo valor ajustado pela recta de regressiao com as n observagoes e §; _, 0 correspon-
dente valor, ajustado com base na recta obtida sem a observacao i.
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Uma expressao equivalente para a distancia de Cook, utiliza o residuo estandardizado R; e o efeito
alavanca hy;:

s 1
D; = R? “ — . 2.44
RL (1 — h,“j) 2 ( )

Quanto maior a distdncia de Cook D;, maior € a influéncia da i-ésima observagao. Sugere-se D; > 0.5
como critério de observacao influente. Repare-se que se D; > 0.5, a soma de quadrados no numerador da
definicao de D; excede o Quadrado Médio Residual, ou seja, a soma de quadrados das diferencas entre
os valores ajustados §J;, obtidos com as duas rectas, ¢ maior do que a variabilidade dos pontos em torno
da recta, estimada por QM RE.

2.10.4 Um exemplo com o auxilio do R

Observagoes atipicas, influentes ou alavanca, embora podendo estar relacionadas, nio sdo o mesmo con-
ceito. Por exemplo, uma observagao com residuo (internamente) estandardizado grande e h;; elevado, tem
de ter uma distancia de Cook grande, logo ser influente. Se tiver R? grande e h;; pequeno (ou viceversa),
pode, ou nao, ser influente, consoante a grandeza relativa desses dois valores.

Tlustramos essas diferencas recorrendo a um subconjunto de 23, de entre as 28 espécies animais estudadas
no Exercicio 9 de Regressao Linear Simples, a que corresponde o grafico de log-peso do corpo vs. log-peso
do cérebro dado na Figura 2340 Como se pode observar, ha duas espécies mais distantes da nuvem
de pontos, mas com um afastamento de caracteristicas diferentes: enquanto o rato se dispoe na mesma,
tendéncia de fundo, o Triceratops néo.

Triceratops|

log-brain
.

® Mouse
T T T T T T T

-4 -2 0 2 4 6 8

log-body

Figura 2.34: Grafico de log-peso do cérebro (y) contra log-peso do corpo (), para algumas (23 das 28)
espécies terrestres referidas na data frame Animals, do m6dulo MASS (usada no Exercicio RLS 9). A cruz
(x) indica o centro de gravidade (T,7) da nuvem de pontos.

Foi ajustada uma regressao linear simples, e foram calculados os residuos (internamente) estandardizados
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(R;), as distancias de Cook (D;) e os valores do efeito alavanca (h;;) para este subconjunto de dados. Os
valores estdo indicados de seguida. Como se pode verificar, a espécie rato tem uma distancia de Cook
(D15 = 0.355) bastante menor do que a espécie Triceratops (D15 = 1.431), ou seja, é menos influente do
que esta ultima espécie. Isso reflecte o facto de uma exclusao da espécie rato do conjunto de dados afectar
menos o ajustamento da recta do que a exclusao do Triceratops. No entanto, a espécie rato esta associada
ao maior efeito alavanca (his1s = 0.341) de qualquer das 23 espécies, cerca do dobro do efeito alavanca
do Triceratops (his,15 = 0.180). Isso reflecte o facto de que o log-peso do corpo dos ratos (o seu valor z*,
que pelo grafico se verifica ser proximo de —4) se afastar mais da média desses log-pesos (pelo grafico,
proximo de 4) do que o log-peso do dinossaurio (pelo grafico, proximo de 9). E de novo o Triceratops que
tem o maior valor absoluto de residuo (internamente) estandardizado, R; (|R15| = 3.610).

R_i D_i h_ii

Mountain beaver -0.547 0.018 0.109
Cow -0.201 0.001 0.068
Grey wolf 0.057 0.000 0.044
Goat 0.168 0.001 0.045
Guinea pig -0.754 0.039 0.119
Asian elephant 1.006 0.069 0.120
Donkey 0.276 0.002 0.052
Horse 0.121 0.001 0.071
Potar monkey 0.711 0.015 0.057
Cat -0.006 0.000 0.081
Giraffe 0.145 0.001 0.071
Gorilla 0.195 0.001 0.053
Human 1.850 0.078 0.044
African elephant 0.688 0.046 0.163
Triceratops -3.610 1.431 0.180 <-- D_i muito grande; h_ii nem por isso
Rhesus monkey 1.306 0.058 0.064
Kangaroo -0.578 0.008 0.044
Mouse -1.172 0.355 0.341 <-- h_ii mais elevado; D_i nem por isso
Rabbit -0.519 0.013 0.089
Sheep 0.163 0.001 0.044
Jaguar -0.243 0.001 0.046
Chimpanzee 0.992 0.022 0.043
Pig -0.471 0.006 0.052

A funcdo plot, aplicada a uma regressao ajustada pelo comando 1m, produz também graficos com alguns
dos diagnosticos considerados acima.

A opc¢ao which=4 gera um diagrama de barras das distancias de Cook associadas a cada observagdo. Um
exemplo destes grafico de diagnostico, para os dados completos do Exercicio 9 de Regressao Linear Simples
(Animals) é dado no grafico da esquerda da Figura[Z35l H4 uma espécie (a espécie 26, o Brachiosaurus),
cuja distancia de Cook é proxima de 0.6, ou seja, excede o valor (0.5) habitualmente usado para salientar
uma observagao como sendo muito influente. Outra espécie de dinosséurio (a espécie 6, o Dipliodocus) tem
uma distancia de Cook inferior a 0.5, mas ja consideréavel (Dg =~ 0.35). Estes valores elevados de distancia
de Cook reflectem o distanciamento das espécies de dinossaurios da tendéncia geral das outras espécies,
com os efeitos estudados no Exercicio RLS 9. Mas deve ser sublinhado que no calculo das distancias de
Cook apenas se exclui uma observacdo, pelo que o facto de haver nestes dados trés observagoes atipicas
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mitiga um pouco o valor das respectivas distancias de Cook (no célculo de Dsg continuam presentes nos
dados as duas outras espécies de dinossaurios, com o seu efeito de atracgao da recta ajustada).

A opcdo which=5 produz um gréfico de Residuos estandardizados (R;s) no eixo vertical contra valores
de h;; (leverages) no eixo horizontal, tragando linhas de igual distancia de Cook (para os niveis 0.5 e 1,
por omissdo), que destacam eventuais observagoes influentes. Estas linhas resultam de substituir o valor
D; = 0.5 na equagao [Z44] de onde resulta (apés manipulagdo algébrica) as equacdes R; = 4/ ,%” -1,
que correspondem as curvas assinaladas. E visivel que a observacdo 26 ultrapassa uma destas curvas,
reflectindo o facto de a sua distancia de Cook ser superior a 0.5. No grafico é ainda visivel que nenhum
residuo estandardizado tem valor absoluto digno de registo (0os maiores sdo pouco superiores a 2) e que
também os maiores valores do efeito alavanca sdo relativamente modestos (embora dois desses valores
sejam proximos de 0.2).

Cook’s distance Residuals vs Leverage

Brachiosaurps

0.5 0.6
.
0

0.4

Dipliodocus
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Cook’s distance
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0.1

0.0
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|
T
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10 15 20 25

Obs. number

Standardized residuals

-2
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©Biplibuinaisrus®

- Cook's distance. -~

0.00

T T T
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Figura 2.35: Estes graficos foram obtidos com o comando plot(Animals.lm, which=c(4,5)), onde
Animals.1lm indica a regressao linear simples de log-pesos do cérebro sobre log-pesos do corpo das 28
espécies do conjunto de dados Animals, do médulo MASS. A esquerda, o diagrama de barras das distancias
de Cook (which=4). A direita, o grafico dos residuos estandardizados R; contra os valores do efeito
alavanca h;; (which=5). Nos cantos inferior e superior direito deste ultimo gréfico sdo visiveis as curvas
correspondentes & distancia de Cook 0.5.

2.10.5 Ainda as transformacoes de variaveis

Perante violacoes graves de pressupostos do Modelo, como o pressuposto da Normalidade dos erros
aleatorios ou da homogeneidade de variancias, torna-se necessario ultrapassar os problemas antes de
proceder & utilizacao do modelo. H4 muitas sugestoes na literatura relativas a utilizagao de transformacoes
de varidveis com este objectivo. Algumas transformacoes aconselhadas para estabilizar a variancia,
quando esta é proporcional a determinadas poténcias do valor médio, sao indicadas na tabela seguinte.
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Relagdo entre a variancia e a média | Transformagdo aconselhada
var(Y;) « E[Yj] Y — VY
var(V;) o« (E[Y;])? Y — Y
var(V;) o« (E[Y;])! Y —1/Y

Existe uma familia inteira de potenciais transformacoes, a familia Boz-Coz de transformacdes, aconse-
lhada na tentativa de ultrapassar problemas com a Normalidade dos dados. A familia Box-Cox define-se
da seguinte forma, para qualquer valor real do parametro A:

A
Y}\l ,A#O

Y —

A utilizacao de transformagoes, sobretudo quando afectam a variavel resposta Y, deve ser feita com
cautela.

e Uma transformacao de variaveis também altera a relacdo de base entre as varidveis originais;

e Uma transformacio que “corrija” um problema (e.g., variancias heterogéneas) pode gerar outro
(e.g., ndo-normalidade);

e Existe o perigo de usar transformacoes que resolvam o problema duma amostra especifica,

mas nao tenham qualquer generalidade.

Recomenda-se especial atencao ao impacto que a utilizacao de transformagoes de varidveis tem sobre a
relacio entre z e y (ja estudado em contexto meramente descritivo — ver Subseccio 23). As prevencoes
feitas em contexto descritivo sobre o uso de transformagoes linearizantes (ou seja, o facto de os estimadores
que minimizam a soma de quadrados dos residuos nas relacoes linearizadas ndo serem os que minimizam
a soma de quadrados de residuos na relagio nao-linear original), acrescentam-se mais duas prevengoes,
especificas do contexto inferencial agora sob consideracao:

o As transformacgoes consideradas em contexto descritivo ndo levaram em conta os erros aleatorios.

e As hipdteses do Modelo Linear (ou seja, erros aleatorios aditivos, Normais, de variancia homogé-
nea, média zero e independentes) terdo de ser vdlidas para as relagées lineares entre as varidveis
transformadas, ou seja, aquando da aplicacdo do Modelo Linear.
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Capitulo 3

Regressao Linear Miltipla

Um modelo linear com uma tnica varidvel preditora pode nao se mostrar adequado. Nesse caso, pode
haver interesse em considerar o uso de mais do que uma varidvel preditora para modelar a varidvel resposta
de interesse. A escolha desses preditores adicionais pode ser feita, ou por consideracoes tedricas, ou por
consideragoes empiricas.

3.1 Um exemplo motivador: os dados Tinta Francisca

Num estudo sobre uma populacao experimental de clones da casta Tinta Francisca, realizado no Tabuaco
em 2003, foram medidos os valores das seguintes variaveis em 24 videiras:

e teor de antocianas (varidvel antoci, em mg/dm?);
e teor de fenois totais (variavel fentot);
e pH (variavel pH).
O teor de antocianas é uma variavel de medicao dificil, logo hé interesse em modelar essa variavel resposta,

uma vez que um bom modelo evitaria a sua medigdo rigorosa. O teor de fendis totais e pH serdo usadas
como variaveis preditoras.

As n = 24 observacdes em trés varidveis descrevem uma nuvem de 24 pontos em R3 o que levanta
dificuldades na visualizagao dos dados. Com o auxilio do médulo rggobi, que permite usar o software
grafico Ggobi a partir do R, foi construida essa nuvem de pontos em R3. A primeira vista, a relacio nada
tem de especial (ver Figura Bl grafico da esquerda). Utilizando a possibilidade que o software oferece
de rodar a nuvem de pontos, encontra-se um outro angulo de visao, onde se torna evidente que os pontos
se dispersam aproximadamente em torno de um plano, ou seja, duma superficie linear, em R3, como se
constata na Figura[31] grafico da direita.

Ora, qualquer plano em R3, no sistema 20y0z, tem equacao

Az +By+Cz+D=0.
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File Edges Optiens Eile Edges QOptions

Figura 3.1: Visao da nuvem de pontos a trés dimensoes, dos dados da Tinta Francisca, vista de dois
angulos diferentes. A imagem da direita mostra que os pontos se dispéem aproximadamente em torno
de um plano em R3 (que se prolonga em profundidade). Os gréficos forma construidos com o auxilio
do modulo rggobi, que permite a interface entre o software grafico Ggobi e o R. E necessario instalar
previamente, quer o Ggobi, quer o médulo (package) do R de nome rggobi.

No nosso contexto, e associando ao eixo vertical (z) a variavel resposta Y; a um dos eixos horizontais
(z), um preditor X7; ao terceiro eixo (y), o outro preditor Xs, a equagdo fica (no caso geral de planos
nao verticais, com C # 0):
D A B
1 2 Yy Yy c C 1 c 2
& y=bo+ bz + baza

Esta equacéo generaliza a equacao da recta, para o caso de haver dois preditores. A Figura[3.2 representa
graficamente a situacao associada ao ajustamento dum plano de equacao y = by + b1 1 + baxs num espago
tri-dimensional R? (z10x20y).

3.2 Regressao Linear Miltipla em contexto descritivo

A equagdo do plano mostrado na Figura pode ser ajustada pelo mesmo critério que na Regressao
Linear Simples, ou seja, minimizar a Soma de Quadrados dos Residuos, SQRE. O plano assim obtido
serd o plano de regressio linear, ou plano de minimos quadrados.

3.2.1 O caso geral: p preditores

Caso se pretenda modelar uma variavel resposta, y, com base em p varidveis preditoras, x1, T2, ..., Zp,
serao necessarios n conjuntos de observacoes nestas p + 1 varidveis:

n

{(z100y> @200y, p(iy Ui) iy - (3.1)
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3.2. REGRESSAO LINEAR MULTIPLA EM CONTEXTO DESCRITIVO

y = bo + b1x1 + baxa

xr1

X2

Figura 3.2: Nuvem de pontos genérica em R3, com um plano como tendéncia de fundo. A tracejado
encontram-se as distancias na vertical entre valores de y observados e valores correspondentes de y,
ajustados pelo plano de equagio y = by + byx1 + boxo. Essas distancias (afectadas de sinal) correspondem
aos residuos e; =vy; — ¥;.

A nuvem de pontos resultantes ja nao ¢é visualizavel. A representacao grdfica usual da nuvem de n pontos
observados ezige p+ 1 eizos: um para y e um para cada uma das p variaveis preditoras. Para p > 2, sao
necessarios mais de trés eixos e a wisualizag¢io torna-se impossivel. Serd necesséirio usar a nossa intui¢dao
geométrica para nos ajudar na compreensao do que se pretende fazer. Neste contexto, torna-se tentador
recorrer a uma forma de representacdo alternativa dos dados, mais adequada aos fins estatisticos em
questao, o que serd feito na Subsecgao Para ja, aprofundemos alguns conceitos relativos & forma
tradicional de representar n observacoes em p variaveis.

A representacgio tradicional gera uma nuvem de n pontos num espaco de dimensao p+1, ao:

e associar um eixo a cada varidvel observada (logo, p+ 1 eizos).
e representar cada individuo (unidade experimental) observado por um ponto, cujas coordenadas sdo

os p + 1 valores observados para esse individuo (ver ([31)).

Uma generalizacao da equacao de regressao linear simples admite que os valores de y oscilam em torno
duma combinagao linear (afim) das p varidveis preditoras:

y = bo+bix1 +boxo+ ... + bpmp . (32)

Trata-se da equacdo dum hiperplano em RPH, que define a relacdo de fundo entre a varidvel resposta e
os p preditores.

Sendo impossivel visualizar uma nuvem de n pontos em RP*! podem no entanto obter-se visdes parciais,
como sejam as nuvens de pontos definidas por cada par de varidveis. Por exemplo, e considerando os
dados dos lirios disponiveis na data frame iris, para as n = 150 observagoes em 4 varidveis obter-se-iam
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os graficos dados na FiguraB3l Estes graficos de pares de variaveis sdo as projec¢oes ortogonais da nuvem
de n pontos sobre cada plano coordenado de RP1,

20 3.0 4.0 0.5 15 25
L Ly
TR <

N, . o o
.. L™
Sepal.Length l:#‘ oo o ﬁ o h% .
o o3 #"’ . -

LI b \}

TTTTITT

45 60 75

= B : g
s Z.,o'.*f’ r3. | | Sepal.Width } . . . a5
-] Fe ¢ R R R
3 T 8 T
&
'y o e Petal.Length F.
ohdnr o ek o [ .
AR [ 7
S SRP .4;‘ . Petal. Width
et L e

T T T T
45 55 65 7.5 1234567

Figura 3.3: Nuvens de pontos dos dados iris, em todos os possiveis pares de varidveis. Os nomes das
variaveis sdo indicados nos quadrados da diagonal principal. Em cada coluna encontram-se os graficos
com uma mesma varidvel no eixo horizontal. Em cada linha encontram-se os graficos com uma mesma
varidvel no eixo vertical. Cada um destes gréficos corresponde & projeccao da nuvem de n =150 pontos
em R* sobre um dos (3) =6 planos coordenados definidos por cada par de eixos (note-se que cada plano

coordenado aparece duas vezes na Figura, trocando os eixos vertical e horizontal).

A projeccao da nuvem de n pontos nos planos coordenados nem sempre permite verificar a hipétese bdsica
de linearidade, isto é, a hipotese de que os pontos se dispersam em torno de um hiperplano. Tal hipdtese
pode ser vilida, mesmo que ndo se verifique linearidade em qualquer das nuvens de pontos de y contra
um preditor indwidual, x;.

3.2.2 Uma representacao gréafica alternativa: o espago das variaveis

A representacio grafica em RPT! das n observacdes de Y e das p variaveis preditoras ndo é a tnica
possivel. Uma outra representacao dos dados é concebivel, representacao que casa conceitos geométricos
e conceitos estatisticos e serd util na determinacao dos pardimetros ajustados.

As n observacoes da variavel resposta y definem um vector em R™:
¥ = (W1,92,Y3, - Yn) -
Da mesma forma, as n observagées de cada varidvel preditora definem um vector de R™:
fj = (’Tj(l) » Ljayr Li(zys =+ ‘rj(n)) (] =12 ---7p)-

Assim, todas as varidveis podem ser representadas por vectores em R™, pelo que se diz que esta é a
representacao alternativa mo espaco das varidveis. O vector de n uns, representado por 1,, também serd
util. Nesta representagio, que é ilustrada na Figura 3.4]
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e cada eizo corresponde a um individuo observado;

e cada vector corresponde a uma varidvel.

'3
Ind n

“nd. 4

Figura 3.4: A representacao de observacoes de p+ 1 variaveis sobre n individuos, no espaco das variaveis.
Cada eixo corresponde a um individuo e cada variavel define um vector em R™.

Dada a equagdo do hiperplano ([3.2), os valores ajustados §; obtém-se usando para cada individuo i os

valores correspondentes dos preditores, ou seja:

Ui = bo+ bz, +bawa, + ... +bpay, - (3.3)

O vector com os n valores ajustados que designaremos por y também é um vector de R"™. Como se vera,
o vector dos valores ajustados, y, é uma combinagdo linear dos vectores 1,,, X1, %o, .., Xp:

o bo + b1z1y) + baway + . A bpip,,
B ?{2 bo + blzl(g) + b21'2(2) + ...+ bpzpu)
y = Y3 = bo + b1$1(3) + 525132(3) -+ bpxp(s)
in by + b1.%'1(n) + 52$2(n) +...+ bpxp(n)

1 T1g, Tp)

1 Tl Tpea)

= by 1 + by | Tl + ...+ bp Lp sy

1 T1(n) Tp(n

bOin + 01X +boXo + ...+ bpfp
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3.2.3 A matriz do modelo e o seu subespaco de colunas

Recordemos alguns conceitos basicos de Algebra Linear (leccionados nos primeiros ciclos do ISA).

e O conjunto de todas as combinagoes lineares de um dado conjunto de vectores de R™ chama-se o
subespacgo gerado por esses vectores.

e Se o conjunto de vectores forem as colunas duma matriz X chamamos ao subespago gerado por
esses vectores o subespago das colunas da matriz X, que é representado por C(X) C R™.

No contexto duma regressao linear multipla, define-se:

e A matriz do modelo X, de dimensao n x (p+ 1), como a matriz cujas p + 1 colunas sdo os
vectores 1, X1, ..., Xp.

e O subespaco das colunas C(X) é o conjunto de todas as combinacoes lineares dos vectores
1»,“ X1y -eny Xp-

O subespaco das colunas da matriz do modelo, C(X), & de dimensdo p+1 se os vectores forem linearmente
independentes, isto é, se nenhum dos vectores se puder escrever como combinacao linear dos restantes.

O vector § dos valores ajustados é, por defini¢io, um vector do subespago C(X).

Um produto matricial Xa. Qualquer combinagao linear dos vectores coluna da matriz X é dada por
um produto da forma Xa, onde & = (ag, a1, as, ...,ap) € o vector dos coeficientes que define a combinagco
linear. De facto,

L@y w2y, 0 Tpg, ao

Loz @2, o Tpg, a1

Xa = 1 Tl L2y 0 Tpg a2
| b Ty T, ot Tpey | G

ap + a1%1,, + a2T2;) + ... + Appy,
ag + a171 + 22, —+ ...+ ApTp,)
= ag + 171 4 + a2%2 + ...+ ApTp s,

| Go +a1%1,,, + a2, + ...+ apTp,

aoly, + a1X1 + aeXo + ... + apX,
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e Assim, cada escolha possivel de coeficientes & = (ag, a1, az, ..., ap) corresponde a uma combinacdo
linear X3& no subespago C(X).

e Essa escolha de coeficientes é unica caso as colunas de X sejam linearmente independentes, isto
é, se ndo houver dependéncia linear (multicolinearidade) entre as varidveis X, ..., Xp, 1,. Dito de
outra forma, se nenhuma coluna de X se puder escrever como combinacao linear das restantes,
entdo Xa=Xb implica que &=b.

e Um dos pontos/vectores do subespago C(X) é a combinagéo linear dada pelo vector de coeficientes

—

b = (bg, b1, ..., bp) que minimiza a Soma dos Quadrados dos Residuos:

n

SQRE = Z el = Z (yi — 9:)?
onde os y; sdo os valores observados da varidvel resposta e §; = bo + b1 Z1¢;) + b2 Ta(i) + ... + bp Tps)

os valores ajustados. F a combinagao linear que desejamos determinar.

Mas como identificar esse ponto/vector? Vamos usar argumentos geométricos, aproveitando a represen-
tagdo dos dados no espaco das variaveis (R™).
e Temos um vector de n observagies de y que estd em R™ mas, em geral, ndo estd no subespago C(X).

e Queremos aproximar esse vector por outro vector, }:; =boIl, + X1 + ... + bpX, que, por definicdo,
pertence ao subespago C(X).

e Consideracoes meramente geométricas sugerem aproximar o vector de observacoes ¥ pelo vector §
do subespago C(X) que esteja mais prozimo de §.

Solugao: Tomar a projecgio ortogonal de ¥ sobre C(X): o vector de C(X) C R™ mais proximo dum
vector ¥ € R™ é o vector ¥ que resulta de projectar ortogonalmente y sobre C(X) (ver FiguraB3).

R™ v

Figura 3.5: A projeccdo ortogonal de ¥ sobre C(X). O vector de C(X) C R™ mais proximo dum vector

¥ € R™ é o vector y que resulta de projectar ortogonalmente ¥ sobre C(X), criando um tridngulo
rectangulo como ilustrado.
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Esse critério minimiza a Soma dos Quadrados dos Residuos, SQRE. De facto, o vector y que minimiza a
distancia ao vector de observacoes y minimiza também o quadrado dessa distdncia, que é dado por:

dist®(3.5) = 1§~ $I° = S~ 4:)* = SQRE. (3.4)
=1

Recorde-se que:

. Y X - iz
1. dado um qualquer vector X € R™, a sua norma define-se como a raiz quadrada da soma de

3
quadrados dos seus elementos: [|X|| =,/ #?. A norma dum vector é o seu comprimento.
\/ i=1

2. dados dois quaisquer vectores, X,y € R™, a distancia entre eles é dada por:

dist(%,¥) = [[X = ¥||

Assim, o critério geométrico de minimizar a distancia em R™ entre ¥ e y corresponde a minimizar a soma
de quadrados dos residuos e;=1y; — ;, como ilustrado na FiguraB.6l Trata-se do mesmo critério que foi
usado na Regressio Linear Simples.

n -
R V.

VSQRE = ||y - ||

A o

Figura 3.6: O quadrado da distancia de ¥ & sua projeccdo ortogonal sobre C(X), }:; =Hy, ¢ SQRFE, a
soma dos quadrados dos residuos.

Vejamos agora como proceder a projeccao ortogonal dum vector de R™ sobre um subespacgo gerado pelas
colunas duma dada matriz X.
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3.2.4 Projeccoes ortogonais e os paradmetros ajustados

A projecgao ortogonal de um vector ¥ € R™ sobre o subespago C(X) gerado pelas colunas (line-
armente independentes) de X faz-se pré-multiplicando ¥ pela matriz de projecgao ortogonal
sobre C(X):

H = X(X'X)'X". (3.5)

Logo, o vector dos valores ajustados, §, é gerado da seguinte forma:
X (X'X)"IXty

—_—
=b

<L <L

Acabamos assim de mostrar o resultado enunciado na Proposicao Bl

Proposigao 3.1: Os parametros ajustados na RL Miltipla

O vector b dos parametros que minimizam a Soma de Quadrados dos Residuos é dado por:

b= (X'X) X'y . (3.6)

Notas:

1. A equacdo (B.6) gera o vector B, de dimensao p+1, cujos elementos sao os parametros by, by, b2, ..., by
resultantes do critério de minimizar a Soma dos Quadrados Residual.

2. No caso de haver apenas um preditor (p =1), ou seja, de estarmos perante uma regressdo linear
simples, a formula ([3.6]) produz as formulas ja estudadas no Capitulo 2] ou seja o vector b= (b, b1),

com b= Co;j;y e bp=7 — b1T (ver o Exercicio RLM 3).

3. Ao contrario do que acontece na Regressdo Linear Simples ndo é, em geral, possivel desdobrar
a formula matricial /vectorial (B.6) em formulas individuais para cada b;. Apenas esta féormula
matricial /vectorial nos permite obter os valores de cada pardmetro através do vector b.

4. Os parametros b; obtidos definem, na representagao tradicional dos dados em RPT! o hiperplano
que melhor se ajusta & nuvem de n pontos (no sentido de minimizar SQRFE).

Vejamos agora propriedades que sao verificadas por qualquer matriz de projeccdo ortogonal.

Proposigao 3.2: Propriedades de matrizes de projecgao ortogonal

Qualquer matriz de projeccao ortogonal, como é a matriz H, verifica as seguintes propriedades:
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1. H é simétrica, ou seja: H? = H;
2. H é idempotente, ou seja: HH = H;

3. H deixa invariantes os vectores que ja pertencem ao subespacgo sobre o qual projecta, ou seja:
se z pertence a C(X), entdo Hz=z.

Demonstragao 3.1: da Proposicao

Consideremos a matriz de projecgio ortogonal sobre C(X), dada por H = X(X*!X)~!X*, onde X &
a matriz do modelo, de dimensdo n x (p + 1). Ora,

1. Tendo em conta que (X'X)™! ¢ a matriz inversa de X*X, o produto (X!X)"'X'X =1,,4, a
matriz identidade de dimensdo (p 4+ 1) x (p + 1). Logo:

HH = X(X'X)"'X! X(X'X)'X! = X(X'X) "X (X% X! = X(X'X) !X =H .

2. A simetria resulta de trés propriedade conhecidas de matrizes: a transposta duma matriz
transposta é a matriz original ((A!)! = A); a transposta dum produto de matrizes é o produto
das correspondentes transpostas, pela ordem inversa ((AB)? = B'A?); e a transposta duma
matriz inversa ¢ a inversa da transposta ((A~1)! = (A?")~!). Tem-se:

H = [X(X'X)" !X = [X1[(XIX) X! = X[(X!X)"]1X! = X(X!X)"!X! = H .

3. Como foi visto na pagina B8 qualquer vector do subespagco das colunas da matriz X, C(X) C
R™, se pode escrever como Xa, onde a € RP! ¢ o vector dos p+1 coeficientes na combinacio
linear das colunas de X. Ora, a projecgio ortogonal deste vector sobre o subespago C(X) (que
ja o contém) é dada por

HXad = X(X'X)"'X!(Xa) = XXX (X!XJa = X&.

Assim, o vector Xa fica igual apds a projecgio.

3.2.5 As trés Somas de Quadrados

Na Regressao Linear Multipla definem-se trés Somas de Quadrados, de forma idéntica ao que se fez na

Regressao Linear Simples.

Considere uma, regressao linear miltipla, ajustada com n observagoes {(1(iy, T2(i)s > Tp(i)> Yi ie1>
e sejam §J; = bg + by T1(;) + ... + by xp(;) 08 correspondentes valores ajustados. Definem-as as trés
Somas de Quadrados de forma analoga ao que foi visto na RLS:
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n

SQRE - Soma de Quadrados dos Residuos: SQRE = > (y; — 9;)°

i=1

n

SQT - Soma de Quadrados Total: SQT = > (y; —7)?

i=1

SQR - Soma de Quadrados associada & Regressao: SQR = > (7; — %)

i=1

Como se verd na Proposicao B4 (pglT), também na Regressao Linear Multipla se verifica que os y
observados (y;) e os y ajustados (§;) tém a mesma média, logo que a média dos n residuos é nula.
Isso permite re-escrever SQT e SQR duma forma que sera util adiante. Tem-se:
n n n n n
SQT = > (wi—9)7 = > W+ —2u7) = Y v +nT -2TY v = »_yi —ny” (3.7)
i=1 i=1 o=1 i=1 i=1
T
—n7y
e ainda:
n n n n n
SQR = > (5 =9 = Y@+ —26:0) = D 07 +n¥ -2y G = »_i; —ny" (3.8)
i=1 i=1 i=1 i=1 i=1
~T
—ny

3.2.6 Propriedades duma Regressao Linear Miltipla descritiva
3.2.6.1 O Teorema de Pitagoras e a Féormula Fundamental da Regressao Linear

O Teorema de Pitdagoras é valido em qualquer espaco euclideano, como é o espago das variaveis R™.
Como sabemos, esse Teorema afirma que, num tridngulo rectangulo, o quadrado do comprimento da
hipotenusa (o lado oposto ao dngulo recto) é igual & soma dos quadrados dos comprimentos dos catetos
(os lado adjacentes ao angulo recto). Aplicado ao tridngulo rectangulo da Figura (pgl0), cuja
hipotenusa ¢ dada por ¥, e que tem o cateto § em C(X) e outro cateto dado por ¥ — §, produz a
relacio ||¥]2 = [|§]|12 + |¥ — ¥/|2. Como veremos na Proposicio B3, esta igualdade equivale a afirmar que

SQT=SQR+SQRE.

Proposicao 3.3: Formula Fundamental da Regressao

No contexto duma Regressao Linear Miultipla, tem-se:

SQT = SQR + SQRE .
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Demonstragao 3.2: da Proposigao [3.3]

Aplicando o Teorema de Pitagoras ao triangulo rectangulo da Figura [3.6] e tendo em conta as
expressoes para SQT e SQR obtidas nas equagdes (3.7) e (3.8), tem-se:

1512 = Isl* + ¥ -5
n n n
e D>y = Y i+ D i w)?
=1 1=1 =1
| —
= SQRE
n n
& Zy?—n@Q = Zg}f—nﬁ + SQRE
=1 =1

& SQT = SQR + SQRE

Assim, a relacdo fundamental da Regressao Linear, SQT = SQR + SQRE, resulta duma aplicacdo do
Teorema de Pitdgoras. Mas foi necessario introduzir a subtraccio de ng? dos dois lados da equacdo,
duma forma algo artificial. Um outro tridngulo rectangulo é estatisticamente mais interessante.

3.2.6.2 Um triangulo rectangulo alternativo e o Coeficiente de Determinacgao R?

Vamos contruir um novo tridngulo rectangulo, a partir do vector centrado das observagoes de y e a sua
projec¢ao ortogonal sobre C(X).

Considere-se o vector centrado das observagoes da variavel resposta, isto €, o vector cujo elemento genérico
é y; —y. Este vector, que sera representado por y¢, obtém-se subtraindo a ¥ o vector que repete n vezes
a média y:

Y1—9 (1 Y

e Y2 =y Y2 Y L=

¥ = . =| . [-|.|=y-7 (3.9)
yn_y Yn y

A norma deste vector é

¥l = ' (yi —9)*= VSQT (3.10)

Ora, a projec¢io ortogonal do vector ¥¢ sobre o subespago C(X) gera o vector Hy*:

Hy — H (y—yin)
o Hy® = Hy-7yHI,
< H)—;c = § - @ Tn

ja que HI, = 1,, pois o vector 1,, jd pertence ao subespago C(X), logo fica invariante quando projectado
nesse mesmo subespaco (ver Proposicao [3.2)).
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Esta ultima expressao significa que o vector Hy® tem elemento genérico ; — -

]

e - - g?iy
Hy® = y-7yl, = : (3.11)

gn_y

Logo, a sua norma é:

n

> (5 —9)*=/SQR . (3.12)

i=1

IHy*|| =

Tendo em conta as expressoes para y¥¢ (eq. [3.9) e Hy® (eq. B.11)), a distancia entre o vector ¥¢ e a sua
projecgao ortogonal sobre C(X) continua a ser v/SQRE:

¥ —Hy* = (-pin) - F—pdn)

—

& Y -Hy" = y-y

pelo que

Assim, a formula fundamental da Regressao Linear, SQT = SQR + SQRE, é uma aplica¢ao directa do
Teorema de Pitdgoras ao tridngulo definido por ¥° e a sua projec¢ao ortogonal sobre C(X), como ilustrado
na Figura 3.1

Rn

NG

VSQT = ||yl
VSQRE = ||y* — Hy“|| = [|¥ — Hy]|

VSQR = [[Hy"||

Figura 3.7: O triangulo rectangulo definido a partir do vector y¢ das observagoes centradas de y, y; — 7, e
da sua projeccdo ortogonal sobre C(X). A formula fundamental da regressdo sai directamente da aplicagao
do Teorema de Pitagoras a este rectangulo.

Neste novo triangulo rectangulo, construido a partir da projec¢io ortogonal de y¢ sobre C(X), o Coefici-
ente de Determinacio R%2= gg—? também tem uma interpretacao geométrica evidente: é o quadrado do

cosseno do angulo entre ¥¢ e Hy°, como ilustrado na Figura B8 e afirmado na Defini¢do B4l
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Numa Regressao Linear, o Coeficiente de Determinacdo R? define-se como:

SQR
R* = —Q = cos’d
SQT
sendo 6 o angulo, no espaco das variaveis, entre o vector centrado das observacgoes da varidvel
resposta, ¥¢, e a sua projeccio ortogonal no subespaco das colunas de X, Hy* (ver Figura [3.8).

Rn

Nge

VSQT = |y
VSQRE = |y — Hy|

VSQR = |[Hy"||

Figura 3.8: O Coeficiente de Determinacdo na Regressdo Linear, R?= gg—?,
SQR

angulo entre ¥ e Hy°. Ou seja, R? = 6T = cos? f, sendo 6 o angulo entre ¥° e Hy®.

é o quadrado do cosseno do

3.2.6.3 Propriedades do Coeficiente de Determinacao

A abordagem geométrica confirma que, também na Regressdao Linear Multipla, sdo validas as seguintes
propriedades do Coeficiente de Determinacao, ja conhecidas da Regressao Linear Simples:

e Sendo o quadrado dum cosseno, R? toma valores entre 0 e 1.

o Quanto mais prozimo de 1 estiver R%, menor o angulo 6, e portanto melhor serd a correspondéncia
entre o vector (centrado) das observagies, ¥¢, e o seu ajustamento em C(X), ou seja, mais proximos
estarao, em geral os valores observados y; e os correspondentes valores ajustados, ¥;.

e Se R? =~ 0, o vector y° é quase perpendicular ao subespaco C(X) onde se pretende aproxima-lo, e
a projeccao val quase anular todas os elementos do vector projectado. De facto, se y° fosse exac-
tamente perpendicular a C(X), a sua projeccao Hy® seria o vector origem, com todos os elementos
iguais a zero. Isso significaria, pela equacdo B.I1Il que todos os valores ajustados seriam iguais
(9; = ¥, para qualquer 7). R? ~ 0 corresponde ao resultado ser de md qualidade, uma, vez que se
perde quase toda a variabilidade nos valores ajustados de y (SQR = 0).
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3.2.6.4 Propriedades do hiperplano de regressao

Numa regressao linear multipla verificam-se ainda as propriedades da Proposi¢ao B.4]

Proposigao 3.4: Propriedades do hiperplano de regressao

Sejam dados n conjuntos de observagdes {(z1.,, T2, - Tp., ¥i) }i=; € seja ajustada a Regressdo
Linear Multipla de y sobre as p variaveis preditoras X, Xa, ..., X, obtendo-se o hiperplano ajustado
em RPT! de equagio y = by + by x1 + ba w2 + ... + by xp. Verificam-se as seguintes propriedades.

1. a média dos valores observados deY , {y;}_,, é igual & média dos respectivos valores ajustados,
{9}y

2. O hiperplano ajustado contém o centro de gravidade da nuvem de pontos, i.e., o ponto de
coordenadas (%1, T2, ..., Tp, J)-

. » - L . . L

3. o0s coeficientes {bj}j:1 que multiplicam varidveis preditoras interpretam-se como a varia¢ao
(média) em Y, associada a aumentar a varidvel preditora correspondente em uma unidade,
mantendo os restantes preditores constantes.

4. o valor do coeficiente de determinacio R? numa regressao miiltipla nio pode ser inferior ao
valor de R? que se obteria excluindo do modelo um qualquer subconjunto de preditores. Em
particular, ndo pode ser inferior ao R? das regressdes lineares simples de Y sobre cada preditor
individual.

Demonstracao 3.3: da Proposicgao [3.4]

n

. >t .,
> y; dos valores observados de Y pode ser escrita como %ln Yy, jA que o
=1

1
n

1. A média y =

~.

!

—

. t - ..
produto interno 1,, ¥ calcula a soma dos elementos y; do vector ¥ (confirme). Por defini¢éo,
o vector dos valores ajustados ¢ dado por y = Hy. Ora, a média desses valores ajustados,

— n -
y = % > 4;, também pode ser calculada tomando o produto interno do vector 1, de n uns
i=1

com o vector y, que faz a soma dos elementos de y. Assim, a média dos valores ajustados
— - to -t N -t - -

oo~ 1 N 1 = 1 to 1 — _ .

¢y =1,y =1, Hy = ~(H1,)'y = -1, ¥, uma vez que H1,, = 1,, como se viu na

-t L 1. —
Proposicao B2l Mas a expressao final obtida, %171 Yy, é a média y dos valores observados.
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CAPITULO 3. REGRESSAO LINEAR MULTIPLA

2. Partindo da igualdade da média dos valores observados e ajustados, tem-se:

<
I
)
I
S|
NIE

1
Ui = E Z(bo + b1$1(i) + bQZCQ(i) + ngg(i) + ...+ bp:vp(i))
=1

=1
_ 1 1 1 1 1
== Yy = EZZ)0+ Ezblxl(i) +EZZ)2I2U) +EZb31'3(i) +...+EprIp(i)
1=1 1=1 =1 =1 =1
_ 1 1< 1 1 1<
© T = tbotbin Y @i tbe s ) by Y wa bt by D T
=1 =1 i=1 =1
—_————
=7 =7, =73 =7,
&S Yy = bo—l—blfl+b2fg+b353+...+bpfp

Esta tltima equagdo significa que o ponto de coordenadas (Z1, T2, T3, ..., Tp, §) satisfaz a equa-
¢ao do hiperplano, ou seja, o centro de gravidade da nuvem de pontos pertence ao hiperplano
de regressao.

3. O valor de Y no hiperplano, quando X7 =x1, Xo =29, Xs=ux3, ... , X, =z, (ou seja o valor
médio de y para esses valores dos preditores), ¢ dado por y = bo+b121+baxa +bsxs+...+bpxy.
O valor de Y no hiperplano, se aumentarmos um preditor, digamos X5, em uma unidade,
mantendo os restantes preditores constantes, & y* = by + biz1 + ba(x2 + 1) +bszs + ... + bpxp.
A diferencas destes dois valores é dada por:

=box5+bo

—
y* = b +bri+ ba(wa+1) +bsah + ...+ byay
— Y = MAbait  buas  Absag .+ by

Yy -y = ba

Logo, by representa o acréscimo em Y associado a aumentar X, em uma unidade, mantendo
iguais os valores dos restantes preditores. Esta interpretacdo aplica-se naturalmente a um
aumento de uma unidade no valor de outro preditor qualquer (mantendo os restantes iguais).

4. A combinagio linear § = Hy = Xb = bol, + b1%1 + boXo + ... + bpX, ¢ a que minimiza
a Soma de Quadrados dos Residuos, e por conseguinte maximiza R2, ao longo de todas as
possiveis combinagoes lineares. Entre essas possiveis combinacoes lineares encontram-se as
que correspondem a ignorar alguns dos preditores (basta associar a esse preditores ignorados
coeficientes b; =0). Assim, o valor de R? nunca pode ser inferior ao que se obteria ignorando
alguns dos preditores.

3.2.7 A Regressao Miiltipla no R

Uma Regressao Miiltipla no R estuda-se através do mesmo comando 1m usado para a regressao linear
simples, apenas adaptando a férmula. A formula através da qual se indica a varidvel resposta y e as
varidveis preditoras z1, ..., x, deve ser escrita separando, & direita do til, os nomes das varidveis preditoras
por um sinal de adicao. Por exemplo, se a variavel resposta se chama y e existirem trés preditores de
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nomes x1, x2 e x3, a formula que indica a relacao sera:

y ~ x1 4+ 22 4+ z3
O comando correspondente no R seré:
> Im (y ~ x1 + x2 + x3 , data=dados)

O resultado produzido por este comando é o vector das estimativas dos p + 1 parametros do modelo, by,
b1, ..., bp, resultante de usar a formula da Proposicao 3.1

Exemplifique-se de novo com os dados dos lirios. Pretende-se prever a variavel resposta largura da
pétala, ndo apenas a partir do comprimento da pétala, mas também das duas medigoes (largura e
comprimento) das sépalas.

> iris2.1lm <- 1m(Petal.Width ~ Petal.Length + Sepal.lLength + Sepal.Width , data=iris)
> iris2.1m

...
Coefficients:

(Intercept) Petal.Length Sepal.lLength Sepal.Width
-0.2403 0.5241 -0.2073 0.2228

O hiperplano ajustado, em RPT! tem assim a seguinte equacio:

y = —0.2403 4 0.5241 27 — 0.2073 x2 4+ 0.2228 3 ,

onde y indica a variavel resposta Petal.Width , 7 o primeiro preditor da féormula, Petal.Length,
22 0 segundo preditor da formula, Sepal.Length, e x3 o ultimo preitor, Sepal.Width.

O Coeficiente de Determinacio é R2 = 0.9379, s6 ligeiramente maior que o valor R? = 0.9271 do
modelo RLS (ver Subseccao 2.9.3).

3.3 Contexto inferencial: o0 Modelo RLM

Até aqui, apenas se considerou o problema descritivo: dados n conjuntos de observacoes da variavel res-
posta Y e de p preditores X1, X, ..., X, ou seja as n observagoes {(21(5), T2(i), -+ Tp(i)» Yi) Hie1, determinar

0s p+ 1 coeficientes b = (bg, b1, b2, ..., bp) que minimizam a soma de quadrados de residuos

SQRE = Z(yl — gl)Q = Z[yz - (bO + blxl(i) + bgilig(i) + ..o+ bp:z:p(i))]z.
i=1 i=1

Viu-se que a solucdo que minimiza SQRE ¢ dada pelo vector de coeficientes b = (X’SX)_1 Xty.
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Mas, tal como na Regressao Linear Simples, coloca-se o problema inferencial quando as n observacoes
representam uma amostra aleatoéria de uma populacio mais vasta. E a relacdo populacional entre Y e as
p variaveis preditoras que se pretende conhecer. Para esse fim, serd necessario admitir alguns pressupostos
adicionais.

3.3.1 O Modelo RLM para observacoes individuais

Vamos admitir que, na populacio, existe um hiperplano em RP*! que descreve a relacio de fundo entre a
variavel resposta Y e as p variaveis preditoras X, X», ... , X,. A equacdo desse hiperplano ¢ semelhante
a equagdo amostral (8.2), mas com um conjunto de paradmetros que designaremos por 3; (j=0,1,2,...,p):

Yy = 60 + 61371 + 62372 + ...+ ﬂpxp . (313)

Admite-se ainda que as n observacoes da variavel resposta, Y;, sdo aleatdérias e podem ser modeladas
pela equacao seguinte, que incorpora variabilidade aleatéria de cada observacao em torno do hiperplano
populacional:

Yi = Bo+ Bixiy + Baway + -+ BpTpiy + € i=1,..,n

Admitem-se validos os restantes pressupostos do modelo RLS, relativos aos erros aleatorios e;.

Considerem-se n observacoes {(21(:), T2(), --+» Tp(i), Yi) Fie1, €M que Y; representa uma observagao
da variavel aleatoria resposta e os restantes valores sdo fixados pelo experimentador. O Modelo
de Regressao Linear Multipla (RLM) verifica os seguintes pressupostos:

1. le = 50 + 51I1<i) + ﬁ2I2<i) + ...+ 5p$p<i) + €, Vi = 1, ceey T

2. ¢, ~ N(0,0%), Vi=1,..,n.

3. {€;}™, v.a. independentes.

Por um raciocinio analogo ao da Proposicao 3.4l a constante 5; (j = 1,2, ...,p) que multiplica a variavel
X; pode ser interpretada como a variagcdo esperada em Y, associada a aumentar X; em uma unidade,
mantendo as restantes varidveis constantes.

A notagao matricial /vectorial. As equagdes do modelo para as n observagdes podem ser escritas
como uma Unica equagdo utilizando notagdo vectorial /matricial:

Yi = Bo+Bima) + Bazeqy + -+ Bprpay + @
Yo = Bo+Bixye) + o)+ + BpTpe) + €
Ys = Bo+Biwyz) + Baxai) + o+ Bprpi3) + €
Yo = Bo+Bixim) + BeTom) + + BpTpm)y + €n
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As n equagdes correspondem a uma tunica equagdo matricial:

Y = X8 + €,
onde
Y 1 Tiay P20y "0 Tpg Bo €1
e 1 Tlay T2y " Tpy B1 €2
Y=|Y |, X=|1 215 22 T |, f=| 02| é=|
Ya L2y, @2, - T, By €n

Nesta equacao, tem-se:

—

Y é um vector aleatorio das n variaveis aleatérias resposta;

X é a matriz do modelo (nao aleatdria) de dimensdes n x (p+1) cujas colunas sdo dadas pelas observagoes
de cada variavel preditora (e por uma coluna inicial de uns, associada a constante aditiva do modelo);

—

B é um vector (ndo aleatério) dos p + 1 pardmetros do modelo;

€ é um vector aleatdrio dos n erros aleatdrios.

Representa-se um vector de n valores observados de Y com uma letra mindscula: ¥.

Com alguns conceitos adicionais podemos escrever também os pressupostos relativos aos erros aleatorios
em notagdo vectorial /matricial.

3.3.2 Ferramentas para vectores aleatdrios
3.3.2.1 Propriedades operatorias de vectores esperados e matrizes de (co)variancias

O vector de n componentes Y, tal como o vector dos n erros aleatérios, €, constituem vectores aleatdrios.

Para qualquer vector aleatério W = (W1, Wa, ..., Wi)t, define-se:

e O vector esperado de V_V, constituido pelos valores esperados de cada componente:

E[W] =

E [Wk]

e a matriz de variancias-covariancias de W ¢ constituida pelas (co)variancias de cada par
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de componentes:
i V[Wl] CO’U[Wl, Wg] CO’U[Wl, W3] e CO’U[Wl, Wk] T
CO’U[WQ, Wl] V[WQ] CO’U[WQ, Wg] N CO’U[WQ, Wk]
V[V_V] — CO’U[Wg, Wl] CO’U[Wg, Wg] V[Wg] . CO’U[W3, Wk]
L Cov[Wy, W] Cov[Wy,Wa] Cov[Wy, W3] ... VW] i

A matriz de (co)varidncias dum vector aleatorio é necessariamente uma matriz simétrica, ji que para
qualquer i e j se verifica Cov[W;, W;] = Cov[W;, W;].

Tal como para o caso de variaveis aleatérias, também o vector esperado de um vector aleatério Wiy«
tem propriedades operatorias simples. A Proposigdo seguinte enuncia essas propriedades.

Proposicao 3.5: Propriedades de vectores esperados

Para qualquer vector aleatorio W = (W1, Wa, ..., W) verificam-se as seguintes propriedades.

=

e Se o é um escalar ndo aleatorio, E[aW] = o E[W].
e Se &1 é um vector ndo aleatério, E]|W + a] = E[W] + &.
e Se &y é um vector ndo aleatério, E[a' W] = &t E[W].

e Se B,,xx ¢ uma matriz nao aleatdria, E[BV_V] = BE[V_V]

Se Wyx1, Ukx1 sdo vectores aleatdrios, E[V_V + [_j] = E[V_V] + E[[_j]

Demonstragao 3.4: Proposigao

Tendo em conta a definicdo de vector esperado e de matriz de varidncias, bem como as propriedades
de valores esperados, variancias e covariancias de varidveis aleatérias unidimensionais, tem-se:

1. Por definicio, aW = (aWy,aWs, ...,aW;)t. Logo,

E[O& Wl] OéE[Wl] E[Wl]
N E[Oé WQ] « E[Wg] E[WQ] N
E[aW] = : = : =« : =a E[W].
E[a Wk] o E[Wk] E[Wk]
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. Por definicio, W + & = (Wi + a1, Wa + ag, ..., Wy, + ax)t. Logo,

E[Wl + al] E[Wl] —+ a1 E[Wl] al
o E[W3 + as] E[W3] + a9 E[Ws] as L
E[W +a] = : = = . +| [ | =EW]+&
E[Wy + ax] E[Wg] + ax E[W,] ak

O produto interno a'W &, por defini¢io, &W = a1 Wi + asWa + ... + axWi. Logo,

E[&"W] = E[ay W1 + asWa + ... + axWi] = a1 E[W1] + a2 E[Wa] + ... + ax E[Wy] = &' E[W] .

. O produto matricial B,, x kV_kal é possivel e resulta num vector de dimensao m x 1. Cada

elemento desse vector resulta do produto interno da linha ¢ da matriz B (que designaremos
bfi]) com o vector W, ou seja, b’fi]W. Pela alinea anterior, o vector esperado de BW tera na

posi¢do ¢ o produto interno sz]E[W] Logo, o vector E[BW] = BE[W].

. Por definicdo, a soma dos vectores W + U é um vector (de dimensao igual a de We I_j), que

resulta de somar os elementos correspondentes de cada vector. Logo, na posicao i de W+ U
tem-se o elemento W; + U;. Assim,

E[W, +Ui] E[Wh] + E[U] E[W] E[UL]
L E[Wy + Us] E[Ws] + E[Us] E[Ws] E[U,] -
EW+U]= : = : = . || . |=EWIHE]
E[Wy + U] E[Wi] + E[Ug] E[Wy] E[Uy]

Na Proposicao[B.6lenunciam-se algumas propriedades operatoérias das matrizes de varidncias-covaridncias

de vectores aleatorios.

Proposicao 3.6: Propriedades das matrizes de (co)variancias

Se o é um escalar ndo aleatdrio, V[aW] = o2 V[W].

Se ax1 ¢ um vector ndo aleatério, V[W + &] = V[W].

Se &y ¢ um vector nio aleatdrio, V[a' W] = & V[W] 4.

Se B, xx é uma matriz ndo aleatéria, V[BW)] = BV[W] B,

Se Wix1 € Upyy forem vectores aleatérios independentes, VW + U] = V[W] + V[U].

Demonstracao 3.5: Proposicao

1.
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riancias elevadas ao quadrado (V[aX] = o?V[X]). Em covariancias entre varidveis ale-
atorias, constantes multiplicativas em cada argumento saltam para fora (Cov[aX, Y] =
af Cov[X,Y]). Logo,

i Ve W] CovlaWy,aWs] -+ Covla Wy, a Wy]

- Cov[a Wy, a W] Ve Wa) oo Covla Wa, a W]

ViaW] = : : : :
| Covla Wi, aWq] Covla Wi, aWs] --- Ve Wy]
a2 VW) a? Cov[Wi,Wa] -+ a2 Cov[Wy, W]
a? Cov[Wa, Wi a? V[Ws] <o a? Cov[Wa, Wy .
- . _ _ : = o’ V[W]

| o Cov[Wy, W] o2 Cov[Wy, Wa] - a? V[Wy]

2. Por definigao, W+a-= (Wi + a1, Wa + ag, ..., Wi + ag)t. Sabemos ainda que, para a e b
constantes, V(X + a] = V[X] e Cov[X + a,Y + b] = Cov[X,Y]. Logo,

[ VWi +aq] Cov[Wi+ay, Watas] -+ Cov[Wi+ay, Wi+ag]

- Cov[Wa+az, Wi+ay] V[Wa+asz) <o Cov[Wa+ag, Wi +ay]
VIW+a] = ) . ) .
L Cov[Wi+ak, Wi+a1] Cov[Wi+ag, Watas] --- VWi +ag]
i V[Wl] OO’U[Wl,WQ] e OO’U[Wl,Wk]
CO’U[WQ,Wl] V[WQ] e OOU[WQ,Wk;] 5
— _ _ ' . =VI[W]
L Cov[Wy,W1] Cov[Wy,Wa] --- VW]

|

3. Apenas se considera o caso mais simples (k = 2), ou seja, dum vector aleatério W= [ W
2

e um vector constante a = [ “ ] . Tem-se atW = a1 W1 + aaWs. Logo (e como VX +Y] =
ag

V[X] + VY] +2Cou[X,Y]),

V[gtW] = V[a1W1 + CLQWQ] = V[alWl] + V[GQWQ] + 2 CO’U[G1W1, GQWQ]
= a% V[Wl] + a% V[WQ] + 2aja9 CO’U[Wl,Wg] .
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Mas o produto do lado direito do resultado produz a mesma expressao:

AVIWE = [a aQ][ VW] Cov[Wl,Wg]Hal}

COU[WQ, Wl] V[WQ]

_ [ a a ] [ a1 V[W1]+a2 CO’U[Wl,WQ] :|
! 2 a1 CO'U[WQ,WI] + as V[Wg]

= a% V[Wl] + aras2 CO’U[Wl, Wg] + asaq CO’U[WQ, Wl] + ag V[Wg]
= a% V[Wl] + a% V[Wg] + 2aja9 CO’U[Wl, Wg]

ag

A demonstragio para o caso de vectores de dimensdo k > 2 é analoga.
4. Omite-se a demonstracao.

5. Por definicio, W + U = (W1 + Uy, Wo + Us, ..., Wy, + Ug)t. Sabemos ainda que, para X e Y
variaveis aleatorias independentes, V[X + Y| = V[X] + V[Y], uma vez que Cov(X,Y) = 0.

Logo,
V[W1+U1] CO’U[W1+U1,WQ+U2] OOU[W1+U1,Wk+Uk]
- o Cov[Wa+Us, W1+ Ui] V[Wa+Us] co Cov[Wa+Usz, Wi+ Uy
V[W+U] = . . . -
COU[Wk+Uk,W1+U1] COU[Wk+Uk,W2+U2] V[Wk-i-Uk]

A independéncia dos vectores WeU significa que, para qualquer componente i, W; e U; sdo
independentes, logo os elementos diagonais da matriz simplificam: V[W;+U;|=V[W;]+V[U;].

Por outro lado, as expressoes fora da diagonal (envolvendo as covarincias) também se podem
simplificar. Aplicando repetidamente a quinta propriedade da covariincia (Subsecgao 2.4.2.4]),
que afirma que Cov(X +Y,Z) = Cov(X, Z) + Cov(Y, Z), tem-se:

CO’U(WZ' + U;, Wj + UJ) = OO’U(WZ', Wj + Uj) + CO’U(UZ', Wj + UJ)
= OO’U(WZ', WJ) + CO’U(WZ', Uj) + CO’U(UZ', WJ) + OO’U(UZ', Uj)
= Cov(W;,W;) + Cov(U;,U;) ,

pois, pela independéncia de W e U, Cov(W;,U;)=Cov(U;, W;)=0. Assim, V[V_V—f—ﬁ] fica:

V[W1]+V[U1] COU[Wl,W2]+COU[U1,U2] s COU[Wl,Wk]—f—COU[Ul,Uk]
COU[WQ,WI]+COU[UQ,U1] V[WQ]+V[U2] cee COU[WQ,Wk]+COU[UQ,Uk]
Cov[Wy, W1|+CovlUy,Uy] Cov[Wy, Wal+CovlUy,Us] -+ VW] + VU]
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Donde:
V[Wl] CO’U[Wl,WQ] s CO’U[Wl,Wk]
o N COU[WQ,Wl] V[WQ] cee OO’U[WQ,Wk]
VIW+U] = : : . : +
CO’U[Wk,Wl] CO’U[Wk,Wz] ce V[Wk]
V[Ul] CO’U[Ul,UQ] CO’U[Ul,Uk]
COU[UQ,Ul] V[UQ] COU[UQ,Uk]
+ . . . .
CO’U[Uk,Ul] CO’U[Uk,Uz] V[Uk]
= V[W]+V[U]

3.3.2.2 A distribuicao Multinormal e suas propriedades

Vectores aleatorios tém também distribuicoes (multivariadas) de probabilidades. Para vectores aleatorios
continuos V_kal, a distribuicao é caracterizada por uma funcdo densidade conjunta, uma funcao real de
k variaveis: f:RF — R. A distribuicdo multivariada de vectores aleatorios mais usada é a Multinormal
ou Normal multivariada, que generaliza a distribuicao Normal para vectores aleatérios.

O vector aleatério k-dimensional W tem distribuicao Multinormal, com pardmetros dados pelo
vector fi € RF e a matriz Xy, se a sua funcio densidade conjunta for:

1 1/ _ it -1, .,
S —iw-@)' X (Ww—i) > o Rk
f(w) = EENCES) e , w € R". (3.14)

Se W tem essa distribuigdo Normal multivariada, escreve-se: W —~ Ny (i, X).

Para um vector aleatério com k£ componentes, W = (W1, Wa, ..., W)t, o gréafico da densidade Normal
multivariada é uma hipersuperficie em R**1 (sendo necessarios k eixos para indicar os k valores das
componentes de W e mais um eixo para indicar o valor da funcdo densidade conjunta nesse ponto).
Assim, apenas é possivel visualizar graficamente a densidade duma Normal bivariada, ou seja, um vector
Multinormal com k=2 componentes, dado por uma superficie em R?, que é representada na Figura [3.9l
E caracteristica desta superficie que, sendo cortada por planos verticais, obtém-se curvas Normais.

Enunciemos agora as propriedades fundamentais das distribuicées Normais Multivariadas.

Proposigao 3.7: Propriedades da Multinormal

-

Se W —~ Ny (i, X), verificam-se as seguintes propriedades:

ISA/ULisboa — Estatistica e Delineamento — 2020-21 106



3.3. CONTEXTO INFERENCIAL: O MODELO RLM

Figura 3.9: A densidade Binormal (Multinormal com k = 2).

1. O vector esperado de W é E[W] = [i.
2. A matriz de (co)varidncias de W é V[W] = .

3. Se duas componentes de W tém covariéncia nula, sdo independentes: Cov[W;, W;] =0 = W},
W; independentes.

4. Todas as distribuicdes marginais de W sdo (multi)normais. Em particular, cada componente
Wi € normal com média y; e varidncia X ;: Wi —~ N(,ui,E(i’i)).

5. Se & um vector (nfo-aleatorio) k x 1, entio W +a —~ N (fi+ &,%).

6. Combinacoes lineares das componentes dum vector multinormal sdGo Normais: AW = a1 Wi+
asWo + ... +ap Wi, —~ N(Qtﬁ, étZzi)

7. Se B é matriz m x k (néo aleatoria, de caracteristica m < k), entio BW —~ N,,(Bji, BEB?).

Notas:

1. Omite-se a demonstracao.

2. Nas disciplinas introdutoérias de Estatistica mostra-se que se X,Y sao varidveis aleatorias inde-
pendentes, entdo cov[X,Y] = 0. Agora sabemos que, quando a distribuicio conjunta de X eY ¢é
Multinormal, tem-se também a implica¢do contrdria.

3. Qualquer elemento nulo numa matriz de (co)varidncias duma Multinormal indica que as compo-
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nentes correspondentes sao independentes.

3.3.3 Modelo Regressao Linear Multipla - versao matricial

Sejam dados os vectores aleatorios de observagoes da variavel resposta, Y, e dos erros aleatorios, €,
bem como a matriz do modelo X e o vector dos parametros, 8, como definidos na Subseccao B.3.11
Entao o Modelo RLM consiste em admitir que:

.Y = XB+¢

€.
2. € ~ Nn(ﬁ, 0%1,), sendo I, a matriz identidade n X n.

Na segunda destas hipdteses sdo feitas quatro afirmacgoes (tendo em conta as propriedades da Multinormal,
referidas atras):

e (Cada erro aleatorio individual €; tem distribuicdo Normal.
e Cada erro aleatorio individual tem média zero: Ele;] = 0.
e Cada erro aleatério individual tem variancia igual: Ve;] = o2

e Erros aleatorios diferentes sdo independentes, porque Covle;, €;] = 0 se i # j e, numa Multinormal,
isso implica a independéncia.

3.3.3.1 A distribuigao das observagoes Y da variavel resposta

O seguinte Teorema é consequéncia directa de aplicar as propriedades da Proposicao [3.7 ao Modelo de
Regressao Linear Multipla.

Proposicao 3.8: Primeiras Consequéncias do Modelo

Dado o Modelo de Regressao Linear Multipla, tem-se:

Y_: — Nn(XBv 02 In)

Demonstragao 3.6: Proposigao

Segundo o Modelo RLM (Defini¢ao [3.8)), o vector aleatorio Y das observacoes da variavel resposta
é a soma dum vector ndo aleatorio (X8) e um vector aleatério dos erros (€), sendo este ultimo um
vector Multinormal. Assim, tem a natureza das somas &+ W que foram estudados nas Proposi¢oes
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B3 e 3.7 da Subseccao B.3.2.11

Tendo em conta as propriedades da distribui¢ao Multinormal (Proposi¢ao [3.7), ao somar um vector
aleatorio Multinormal (W =€) e um vector nio aleatério (& = XE), mantém-se a Multinormali-
dade. Falta determinar os seus dois parametros: o vector esperado e a matriz de (co-)variancias.
As propriedades operatorias de vectores esperados (Proposicao [B.5) e matrizes de (co-)variancias

(Proposigao [3.6)) indicam que se tem:

E[Y] = E[XB+é =XB+ El[d = X8, (3.15)

X

V[Y] = V[XB +¢é = Ve = oL (3.16)
Logo, fica provada a distribui¢do do vector Y quando ¢ valido o Modelo RLM.

Tendo em conta as propriedades da Multinormal, a Proposicao implica as seguintes conclusoes:

e Cada observacdo individual Y; tem distribuicdo Normal.

e Cada observacao individual Y; tem média dada pelo elemento ¢ de Xﬁ, ou seja,
E[Y;] = Bo + Biw1) + BaZaiy + - + BpTpgsy -

e Cada observagao individual tem variancia igual (homogeneidade de variancias): V[Y;] = o2.

e Observagoes diferentes de Y sdo independentes, porque Cov[Y;, Y;]=0 se i# j e numa Multinormal
isso implica a independéncia.

3.4 O estimador B dos parametros do modelo e a sua distribuicao

Tal como na regressdo linear simples, os estimadores dos parametros §; (j = 0,1,2,...,p) obtém-se
adaptando a expressio matricial resultante de minimizar SQRE no contexto descritivo (equacio B.6).

O vector B que estima, o vector E dos parametros populacionais é dado por:

)

.|

B =8| = xXx)'XY,
L By ]

onde Y e X sdo o vector e a matriz definidos nas Subseccoes [3.2.2] e 3.2.3)

O vector B é de dimensdo p+ 1. O seu primeiro elemento é o estimador de 3y, o seu segundo elemento é
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o estimador de (31, e por ai fora. Assinale-se o desfasamento dos indices, resultante da presenca de 3y na
primeira posicao: o estimador de 3; estd na posicdo j + 1 do vector ,3
3.4.0.1 A distribuicao do vector de estimadores ,3

Qualquer inferéncia sobre os parametros 3; exige o conhecimento da distribui¢do de probabilidades do
vector dos respectivos estimadores. A Proposicio 3.9 fornece o resultado necessario.

Proposigao 3.9: Distribuicao do estimador ,B

Dado o Modelo de Regressao Linear Multipla, tem-se:

E ~ Npt1 (B, o? (XtX)fl) )

Demonstragao 3.7: Proposigao

O vector de estimadores ,B resulta do produto duma matriz nao aleatoéria, (X'EX)71 Xt e um vector
aleatorio, Y. Assim, tem a natureza dos produtos BW que foram estudados nas Proposicoes [3.3]
B6leB.1 aquando do estudo das propriedades de vectores esperados, matrizes de (co-)variancias e de
vectores Multirlormais, respectivamente. Pela alinea [ da Proposicao B, tem-se que a distribuicao
do estimador ,3 = (X’EX)_1 XY ¢ Multinormal, com parametros que, aplicando as propriedades
das Proposicoes B.5], B.6, e as propriedades de produtos matriciais, sdo:

-

5 t -1 ot~ o t -1 Gt 1 t -1 t 3 3_n
B~ EEX) X Y- (X)X B - (XX (XX) B = L -
—«Br =W T« B
5 — XIX)P Xt Y 1= (XtX) TP X VY] [(xXtx) X!
VIB V[(X'X) \V,V,] (X'X) V[I] [(X'X) ]
—«Br =“W" =021,

o (XIX) 7N XX [(XIX) T = 0 (XPX) T (XX [(XEX)1]

Lo [(XH(XHY] T = o?(XIX) L

3.4.0.2 Propriedades de estimadores individuais, Bj

Tendo ainda em conta as propriedades da Multinormal (Proposi¢io [B.7), os resultados da Proposigao B9l
implicam as seguintes conclusdes, relativas aos estimadores 3; (j =0,1,2,...,p):

e Cada estimador individual 3; tem distribuicdo Normal.
e Cada estimador tem média E[BJ] = f3j, logo é um estimador centrado.
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e Cada estimador tem variancia V[BJ—] =02 (XtX)(_j}|r1 j+1) (note-se o desfasamento nos indices).

e Estimadores de diferentes parametros 3; ndo sao (em geral) independentes, porque a matriz (X'X) ™!

nio é, em geral, uma matriz diagonal. As covariancias entre diferentes estimadores sdo dadas pelos
s i ; 2 (wtyx)—1 3. A1 — ~2(xtx) !
elementos nao diagonais de o* (X'X)™", e concretamente, Cov[f;, 5;] = 0* (X'X) ;44 j1q)-

Assim, tem-se, para qualquer j = 0,1, ..., p:
3 2 xetxey—1
B ~ N(B, o (XX)Ghy )

& Bizhi N(0,1) , (3.17)

O'Bj

onde o5 = \/ o? (XtX)(_jil,j 11)- Este resultado generaliza os relativos & Regressao Linear Simples.

3.4.0.3 O problema de ¢ desconhecido

O resultado distribucional agora obtido (equacdo [BI7) permitiria construir intervalos de confianga ou
fazer testes a hipoteses sobre os parametros B, nio fosse a existéncia de um problema ja familiar: o
desconhecimento da variancia o2 dos erros aleatérios.

Procedemos de forma anéloga ao que se fez na Regressdo Linear Simples:

e obtem-se um estimador para o2; e

o vé-se o efeito de substituir o2 pelo seu estimador, na distribuicio acima indicada.

Proposicao 3.10: Resultados distribucionais de SQRE

Dado o Modelo RLM, de Regressao Linear Multipla, tem-se:

SQRE 2

R (aa

e SQRE é independente de ,B

NOTA: Omite-se a demonstragao.

NOTA: Os graus de liberdade associados a SQRE sao o nimero de observagdes (n) menos o nimero de
pardmetros do modelo (p+1).

Corolario 3.1

Dado o Modelo de RLM, E { SQRE } _ 2
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Demonstracao 3.8: Corolario [3.1]

Como o valor esperado duma variavel aleatoria com distribui¢ao Qui-quadrado é igual ao parametro
(graus de liberdade) dessa distribuicdo, e tendo em conta que 02 e n— (p+ 1) sdo ambas constantes,
tem-se:

E[scg#]:n_(pﬂ) & = BISQRE]=n—(p+1)
1 _ _SQRE ] _
© sy P PeREl= E[n—%p+1J B

O Quadrado Médio Residual na Regressao Miltipla.

Define-se o0 Quadrado Médio Residual (QM RE) numa Regressdo Linear Multipla como

SQRE

e O QMRE é usado na Regressao Linear como estimador da variancia dos erros aleatorios, isto &,
toma-se 62 = QM RE. A expressao agora definida é a expressio geral: na regressio linear simples
h& um tunico preditor, pelo que p=1 e tem-se a particularizacao da definicao dada naquele contexto.

e Como se viu no acetato anterior, QMRE ¢é um estimador centrado de o2.

Vejamos agora o efeito de substituir o2 pelo estimador QM RE, na distribuicdo indicada no inicio desta
Subsecgio.

Proposicao 3.11: Distribuicoes para a inferéncia sobre 5;, j=0,1,...,p

Dado o Modelo de Regressao Linear Multipla, tem-se

-6
~ ™ ln—(p+1) »
G
Bj

S -1
com 55 = \JQMRE - (X'X) 4, 1.

Demonstracao 3.9: Proposicao B.117]
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Vimos na Subseccao B.4.0.2] que cada estimador Bj verifica:

Z = Bj_ﬁjl ~ N(0,1).
\/02 (XX G,
Temos ainda: SORE
W = 22 —~ xi_(pﬂ) e Z,W v.a. independentes .

Logo (ver também a Subseccio Z.5.2.1)):

Z Bi — B;

VW/a=wr) JQMRE - (XX) (L, o)

~ tn(pt1) -

Esta Proposicao da-nos os resultados que servem de base a construcao de intervalos de confianca e testes
de hipoteses para os parametros 3; do modelo populacional.

NOTA: A quantidade fulcral da Proposicao BI1] tem uma estrutura totalmente aniloga aos resultados
correspondentes na RLS. Assim, os intervalos de confianca e testes de hipdteses a pardmetros B; individu-
ais sao, na Regressao Linear Multipla, andlogos aos da regressao linear simples, dispensando a repeticao
de justificagoes que sdo idénticas as ja descritas na regressao linear simples.

3.5 Intervalos de confianca para um f; individual

Proposigao 3.12: Intervalo de Confianga a (1 — «) x 100% para (3;

Dado o Modelo de Regressdo Linear Multipla, um intervalo a (1 — «) x 100% de confianca para o
parametro 3; do modelo é:

} bj = tgm—crn 04, » bj + lgm_y g, [ ;
com 65 = \/QMRE- (XtX)(_jirl,jJrl)7 e sendo tg(,_(,41y O valor que na distribuigdo ¢, ., deixa

—

a direita uma regiao de probabilidade §. O valor b; é o elemento j+1 do vector das estimativas b
(Proposigao [3.1)).

I)

NOTA: A amplitude do intervalo de confian¢a aumenta com o valor de QM RE e o valor diagonal da
matriz (X?X)~! associado ao parametro 3; em questéo.

3.5.1 Intervalos de confianca para 3; no R

A informagao necessaria para a construcao de intervalos de confianca para cada parametro ; obtém-se,
no R, a partir das tabelas produzidas pela fun¢do summary. No exemplo de regressdo linear multipla com
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os dados dos lirios (a data frame iris), ja considerado na Subsecgao B2.7, tem-se:

> summary (iris2.1m)
Coefficients:

Estimate Std. Error t value Pr(>|t])
(Intercept) -0.24031 0.17837 -1.347 0.18
Petal.Length 0.52408 0.02449 21.399 < 2e-16 *x*
Sepal.Length -0.20727 0.04751 -4.363 2.41e-05 **x*
Sepal.Width 0.22283 0.04894 4.553 1.10e-05 ***

As estimativas b; encontram-se na coluna de nome Estimate, enquanto que os erros padroes &Bj encontram-
se na coluna de nome Std. Error. Assim, estima-se que em média a largura da pétala diminui 0.20727¢m
por cada aumento de 1¢m no comprimento da sépala (mantendo-se as outras medigdes constantes). O
erro padrao associado a esta estimativa é 0.04751.

Como o quantil de ordem 0.975 numa distribuigao ¢-Student com n — (p + 1) =150 — 4 = 146 graus de
liberdade é dado por ty.025(146) = 1.976346, o intervalo a 95% de confianga para 33 é:

] (—0.20727) — (1.976346)(0.04751) , (—0.20727) + (1.976346)(0.04751) [ = ] —0.3012 , —0.1134 [

Alternativamente, é possivel usar a fun¢do confint no objecto iris2.1lm, resultante de ajustar a regres-
sdo, para obter os intervalos de confianca para cada j3; individual:

> confint(iris2.1m)

2.5 % 97.5 %
(Intercept) -0.5928277 0.1122129
Petal.Length 0.4756798 0.5724865
Sepal.Length -0.3011547 -0.1133775
Sepal.Width 0.1261101 0.3195470

Como na regressao linear simples, é possivel controlar o grau de confianca associado ao intervalo através
do argumento level (cujos valores devem corresponder a uma, proporgao, entre 0 e 1). Eis os intervalos
a 99% de confianca para os varios 3;:

> confint(iris2.1m,level=0.99)

0.5 % 99.5 %
(Intercept) -0.70583864 0.22522386
Petal.Length 0.46016260 0.58800363
Sepal.Length -0.33125352 -0.08327863
Sepal.Width 0.09510404 0.35055304

3.6 Testes de Hip6teses sobre os parametros individuais f;

O mesmo resultado usado para construir intervalos de confianga serve para construir testes a hipoteses
para cada $; individual, dado o Modelo de Regressao Linear Miltipla.
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3.6.1 Testes bilaterais para 3,

Tal como no caso das regressoes lineares simples, a natureza das hipdteses determina o tipo de Re-
giao Critica associado. Comecemos por ver como lidar com testes a que correspondem regides criticas
bilaterais.

Hipoteses: Hy: 3; = ¢ vs. Hi: f; # ¢

.~
Estatistica do Teste: T = 2ifil#a b (p+1)

O’éj
Nivel de significancia do teste: «

Regido Critica (Regido de Rejeicdo): Rejeitar Hy se |Teare| > ta (o)

3.6.2 Testes unilaterais esquerdos para [3;

No caso da Hipotese Alternativa ser do tipo §8; < ¢, a regido critica devera ser unilateral esquerda.

Hipodteses: Hy: f; > ¢ vs. Hi: B < ¢

=c

.~
Estatistica do Teste: T = ﬁj;ﬁﬁ ~ e (pt1)
Bj

Nivel de significancia do teste: «

Regiao Critica (Regiao de Rejei¢ao): Rejeitar Hy se Teate < —tapn_(pi1)-

3.6.3 Testes unilaterais direitos para f3;

Finalmente, no caso da Hipotese Alternativa ser do tipo 8; > ¢, a regido critica sera unilateral direita.

Hipodteses: Hy : f5; < ¢ vs. Hi: fB; > ¢

=c

.~
Estatistica do Teste: T = ﬁj;ﬁﬁ ~ e (pt1)
j

Nivel de significancia do teste: «

Regiao Critica (Regiao de Rejei¢ao): Rejeitar Hy se Teaic > tapmmr1y)-

Note-se que, ao estimar 02 com base no Quadrado Médio Residual, a matriz de (co-)variancias do vector
o

-

de estimadores B, V[B] = 02 (X!X)~! passa a ser estimada pela matriz indicada na Nota
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No estudo do modelo de regressao linear multipla, a matriz de (co-)varidncias do vector de estima-

dores 8 & estimada pela matriz:

—
-
~

VIB] = QMRE - (X'X)~'. (3.18)

3.7 Inferéncia sobre combinacoes lineares dos parametros

Seja & = (ag, a1, ..., ap)" um vector de constantes (nio aleatério) em RP1. O produto interno a'B define
uma, combinagao linear dos pardmetros do modelo:

Bo
f1

é’t,B = [ ap a1 a2 e Qp ] 62 = aoﬂo + alﬂl + 0,252 + ...+ apﬂp . (319)
By
Eis alguns casos particulares importantes de combinagdes lineares dos parametros 5, (que ndo esgotam
todas as possibilidades de combinagoes lineares):

um J; individual: sea=(00... (1 .. 0)"éum vector com um tnico elemento nao-nulo, de valor 1,
~—~—

=a;
na posicdo j + 1 (correspondente a a;), a combinacdo linear (8.19) reduz-se a um Gnico parametro,
mais concretamente (3;: a'f = ;. Este caso particular ja foi considerado antes e ndo introduz
novidades.

a soma ou diferenga de dois parametros: sejaa=(00..0 1 0 .. +1 .. 0)! um vector com
~ ~

=a; =a;
apenas dois elementos nao-nulos, 1 na posicao i+ 1 e £1 na posicao j+ 1. Nesse caso, a combinagao
linear serd a soma ou a diferenca de dois parametros: &'8 = ; + ;.

o valor esperado de Y, para valores dados das variaveis preditoras: caso a = (1,21, 22, ..., Zp),
sendo z; um possivel valor da variavel preditora X;, entdo a‘'B representa o valor esperado de Y
associado aos valores indicados das varidveis preditoras:

E_it,é = ﬂo + ﬂlxl + ﬂQIQ + ...+ ﬂpxp
= E[Y|X1:JE1,X2:I2,...,Xp:JCp] = ,Ll,y|,-g.

Na notagao mais sintética py |z, X= (21,2, ...,2,) & o vector dos valores das varidveis preditoras.

Obtendo-se resultados inferenciais para qualquer combinacao linear a’8 dos parametros obtém-se auto-
maticamente resultados inferenciais para estes (e outros) casos particulares.
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Para estimar é’tﬁ = apfo + a1B1 + azf2 + ... + a,p, usa-se o estimador:
a'B = aofo+ a1 +asfo+ ..+ apBp - (3.20)

Resultados inferenciais sobre as combinacoes lineares a‘ dos parametros exigem o conhecimento duma
o

distribuicao de probabilidades associada a este estimador é’tﬁ .

3.7.1 Quantidade fulcral para a inferéncia sobre e_{tﬁ

Na Proposicao B.13] tem-se o resultado que serve de base a construcao de intervalos de confianca e testes
de hipdteses para quaisquer combinagdes lineares dos parametros 3; do modelo.

Proposigao 3.13: Distribuicoes para combinacgoes lineares dos s

Dado o Modelo de Regressao Linear Multipla, tem-se

a'p—a'p
5 . -y
atg

5oL — L at(XtX )15
com &_, 3 VQMRE - a(X!X)1a.

Demonstragao 3.10: Proposigao [3.13

A multinormalidade de B (Proposigao [3.9) implica a normalidade de qualquer vector que seja uma
combinagao linear das suas componentes (lembrar as propriedades de vectores Multinormais, vistas
na Proposicio B.7). Assim, e tendo em conta as restantes propriedades dessa mesma Proposigéo,
tem-se:

-
~

« B~ Npir (B, 2 (xIX)71);
e Combinagoes lineares de vectores Multinormais tém distribuicdo Normal:
aB ~ N(aB, o?a (X'X)&);
e Subtraindo a média e dividindo pelo desvio padrao de é’t,é obtém-se uma Normal reduzida:

__ @f-aB :
Z = 02 &t(XtX)~1a N(0,1);

e Por um raciocinio andlogo ao usado aquando dos Bs individuais, tem-se entao

= -
a'g—a'p

VQMRE - & (X!X)~1a

~ tn(pt1) -
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NOTA: Repare-se na analogia da estrutura desta quantidade fulcral com os resultados anteriores, re-
lativos a ;s individuais (Proposicdo B.IT): a quantidade fulcral é sempre a razdo entre a diferenga do
estimador e a quantidade que se pretende estimar, a dividir pelo erro padrao associado & estimacao.
Esta analogia significa que a forma de construcao de intervalos de confianca ou testes de hipoteses as
combinacgoes lineares é’tﬁ dos parametros do modelo é anéloga & que foi usada na construcao do mesmo
tipo de ferramentas inferenciais, aquando do estudo dos parametros /; individuais.

3.7.2 Intervalos de confianca para é’tﬁ

Comecemos por ver intervalos de confianca para uma combinacio linear genérica, a8 = a3y + a151 +
0,252 + + apﬂp.

Proposicao 3.14: Intervalo de Confianca a (1 — «) x 100% para é’tﬁ

Dado o Modelo de Regressao Linear Multipla, um intervalo a (1 — «) x 100% de confianca para a
combinagao linear dos parametros, a'8 = aofo + a181 + ... + a, By, é:

St ~ St 5
ab — t% [n—(p+1)] .O—é’t,g , ab+ t% [n—(p+1)] * O—gtg |: ’

com &'b = aghy + arby + ... +ayb, e 6_: = /QMRE-a(X'X)1a.

Demonstracao 3.11: Proposicao [3.14]

Vamos construir o intervalo de confianga a (1—a) x 100% para é’tﬁ , a partir da distribuicao indicada
no enunciado. Sendo ts o valor que, numa distribuigao ¢,,_(, 1), deixa a direita uma regiao de pro-
babilidade , temos a seguinte afirmacao probabilistica, na qual trabalhamos a dupla desigualdade
até deixar a combinagdo linear (para a qual se quer o intervalo de confianga) isolada no meio:

P |—te < ta = 1l—-«
o = 2
atp

P|:ta o 5 < itﬁ at,B < ta -0 - = 1l—-«

2 a tﬁ_

P [tczx 'ETatE. > é’tﬁfé’t,g > —ta .6at§ = 1l—« (multiplicando por — 1)

P[étﬁ—ta 6 - < @B < @B4ta-6 4 = 1—a

t atp |

Assim, calculando o valor atb = agbg + a1bi + ... + a,b, do estimador a’B e o erro padrdo 6 -, para
) pYp atﬁ’
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a nossa amostra, temos o intervalo a (1 —«) x 100% de confianga para é’tﬁ = apfo+a1f1+...+apfp:

&b~ g 0,5 » EDtigm-pin-d

3.7.3 Testes de Hipo6teses sobre os parametros

Dado o Modelo de Regressao Linear Multipla, tem-se:

—

3.7.3.1 Testes de Hipéteses bilateral para 3’8

Hipéoteses: Hy : a'f = ¢ vs. Hy : a'B # c.
at";_itﬁmo

ath

Estatistica do Teste: T = ~ th—(p+1) e Hp verdade.

Nivel de significancia do teste: «

Regido Critica (Regido de Rejeicdo): Rejeitar Hy se |Teare| > ta (o)

3.7.3.2 Testes de Hipoteses unilateral esquerdo para é'tB

Hipéteses: Hy : a'f > ¢ vs. Hy: a'f < c.
afﬁfatE‘Ho

o=
&g

Estatistica do Teste: T = ~ tp_(pt1) ,se Hg verdade.

Nivel de significancia do teste: «

Regiao Critica (Regiao de Rejeicao): Rejeitar Hy se Teaic < —tapm—(pr1)-

3.7.3.3 Testes de Hipdteses unilateral direito para é’tﬁ

Hipéteses: Hy : a'f < ¢ vs. Hy : a'B > c

—_

af,é—afﬁ‘Ho

G,z
atg

Estatistica do Teste: T = ~ tp_(pt1) ,se Hg verdade.

Nivel de significancia do teste: «
Regiao Critica (Regiao de Rejei¢ao): Rejeitar Hy se Teaie > tapm-(pr1)-
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3.7.4 Comentarios sobre casos particulares

Viram-se trés casos particulares importantes de combinagoes lineares dos parametros. Eis algumas con-
sideracoes sobre a aplicacao nesses casos particulares dos resultados inferenciais gerais para combinacoes
lineares dos parametros:

e No caso de §; individuais (a8 = f3;), os intervalos e testes acabados de enunciar sio idénticos aos
dados nas Subsecgoes e

e No caso de somas ou diferencas de s individuais (étﬁ = f; = B;), o erro padrdo pode calcular-se
através duma féormula alternativa, que tem a sua origem nas expressoes para a variancia da soma ou
diferenca de duas variaveis aleatorias: V[ X+Y]=V[X]|+V[Y]x£2Cov[X,Y]. De facto, considerando

o erro padrao 6_ z
atp

6500, = VI 28] = VIV £2- Coolp)

-1 —1 —1
N \/QMRE’[(xtx)<i+1,i+1)“xtx)<j+1,j+1)iz(xtx)(wl,nl)]

Os valores necessarios para calcular as trés parcelas debaixo da raiz quadrada encontram-se na
>

matriz de (co-)varilncias estimada de ,3, explicitada na Nota 3.3

e No caso de a conter os valores das variaveis preditoras usados na i-ésima observa¢do com que o
modelo foi ajustado, o vector &% serd a linha 7 da matrix X e o vector & é a coluna i da matriz X?.
Nesse caso, a'(X'X)~!a serd o elemento da linha i, coluna i, da matriz de projecgdes ortogonal
H = X(X'X)"'X? que designaremos h;;. Uma inferéncia sobre &8 envolvendo um tal vector &
terd assim erro padrao associado dado por:

0uf = VQMRE -at(XtX)~1d = \/QMRE - h;; .

3.7.5 Exemplo de intervalo de confianca para a soma de dois parametros

Considere-se de novo o exemplo dos lirios, ja analisado nas Subsec¢oes B.21 e B3Il Vamos exemplificar
a construgdo dum intervalo de confianca para a soma (35 + 3. Particularizando o resultado geral obtido
na Proposicao [3.14] para qualquer combinagdo linear dos parametros ;, um intervalo de confianga para
B2 + B3 é da forma:

(bg + bg) — t% In—(p+1)] 632_“;,3 s (bz + bg) + t% In—(p+1)] &Bz-i-Bs (3.21)

Na listagem da Subseccdo B5T] viu-se que by = —0.20727 e by = 0.22283. Logo by +bs = —0.20727 +
0.22283 = 0.01556. Este serd o ponto central do intervalo de confianca. Na mesma Subseccio viu-se
ainda que tgg25(146) = 1.976346. Falta determinar o erro padrao estimado de 32 + 33, ou seja, &B2+Bs'

Para tal, e como se viu acima, serd necessaria a matriz das (co)variancias estimadas dos estimadores 8,

—
—
x

VIB|=QMRE - (X!X)~! (equagaoB.IR). No R, esta matriz é calculada pela func¢ao vcov, aplicada a uma
regressao ja ajustada. Assim,
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> vcov(iris2.1lm)

(Intercept) Petal.Length Sepal.Length Sepal.Width
(Intercept) 0.031815766 0.0015144174 -0.005075942 -0.002486105
Petal.Length 0.001514417 0.0005998259 -0.001065046 0.000802941
Sepal.Length -0.005075942 -0.0010650465 0.002256837 -0.001344002
Sepal.Width -0.002486105 0.0008029410 -0.001344002 0.002394932

O erro padrao estimado de Bg + Bg pode ser calculado da forma discutida na Subseccao anterior:

Oporis = V[Bs] + V(B3] + 2 Cov|Ba, B3]
= \/0.002256837 + 0.002394932 + 2(—0.001344002) = 0.04431439 .

Substituindo na expressdo [3.21]), tem-se o seguinte intervalo a 95% de confianga para 33 + S3:
] —0.07202057, 0.1031406 | .

Entre os valores admissiveis para (2 + 53 encontra-se o valor zero, pelo que é admissivel que [So=—p3.

Na préoxima Secgdo serd considerada a inferéncia relativa a valores da variavel resposta.

3.8 Inferéncia sobre valores de Y

3.8.1 Intervalos de confianga para pyx

J4 se viu na Seccdo B.7 que se & é um vector cujo primeiro elemento seja 1 e os restantes sejam valores
das p varidveis preditoras, a combinacio linear atB sera a o valor esperado de Y, dado esse conjunto de
valores das varidveis preditoras: py |z = E[Y | X1 =21, Xo =13,..., X; =1,]. Nesse caso, o intervalo de
confianc¢a da Subseccao B.7.2] particulariza-se da seguinte forma:

] ,LALY‘,Z - t% [n—(p+1)] '6—ﬂy\§ ) [LY\)? + t% [n—(p+1)] .a—ﬂy‘i [ (322)

sendo X = (1,2, ..., xp) 0 vector dos valores dos preditores, e

L4 ﬂY\:? =bo+ b1x1 +boxs + ... + bp:cp; e

® 6iyx = V@MRE -a(X!X)"1d , com &= (1,21, 22, ...,Tp).

3.8.2 Intervalos de predicao para observacoes individuais de Y

Pode também obter-se, de forma analoga ao que foi visto na regressdo linear simples, um intervalo de
predicao para uma observacao individual de Y, associada aos valores X| =z, Xo =2, ..., X}, =z, das
variaveis preditoras.

Tal como se fez na regressido linear simples, a medida de variabilidade associada a estes intervalos é
aumentada em QMRE unidades. Concretamente, toma-se como estimativa da varidncia associada a uma
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observacao individual de Y a soma:
62410 = 02y x + 6% = QMRE - & (X'X)7'd + QMRE = QMRE - [8(X'X)'a +1] . (3.23)
Assim, o intervalo de predigdo ((1—«) x 100%) para uma observagdo individual de Y é:
| fvig = tg iy Gindiv  » fiylg + tg o) * Oindiv | (3.24)

onde X = (z1, 2, ...,7p)" indica o vector dos valores dos preditores e

L4 ﬂYWQ ::b04*b1$1AFb2z2‘+...%fbpxp;e

® Gindiv = VQMRE [1+a(X!X)~1a] com &= (1,21, 22, ..., 7p).

3.8.3 Inferéncia sobre valores de Y no R

E possivel obter o intervalo de confianca referido na Subseccio B8] através do comando predict, tal
como na regressao linear simples. No exemplo dos lirios, um intervalo a 95% de confianca para a largura
esperada de pétalas de flores com Petal.Length=2, Sepal.Length=5e Sepal.Width=3.1 corresponde a
usar o vector & = (1, 2, 5, 3.1)%. No R, esse intervalo de confianga é obtido da seguinte forma:

> predict(iris2.1lm, new=data.frame(Petal.Length=2, Sepal.Length=5, Sepal.Width=3.1),
+ int="conf")

fit lwr upr
[1,] 0.462297 0.4169203 0.5076736

O intervalo a 95% de confianca para E[Y|X;=2, Xo=5, X3=3.1] é assim ] 0.4169 , 0.5077 |.

E possivel obter um intervalo de predicio no R, através do comando predict usando o argumento
int=*‘pred”’, tal como na regressao linear simples. Eis, na regressao linear multipla que tem estado
a ser considerada com os dados dos lirios, o intervalo de predicao para a largura da pétala, num lirio cujo
comprimento de pétala seja 2 e com sépala de comprimento 5 e largura 3.1:

> predict(iris2.1lm, new=data.frame(Petal.Length=2, Sepal.Length=5, Sepal.Width=3.1),
+ int="pred")

fit lwr upr
[1,] 0.462297 0.08019972 0.8443942

O intervalo de predi¢do pedido é ] 0.0802 , 0.8444 [. Trata-se dum intervalo de enorme amplitude,
provavelmente de reduzido interesse practico.

3.9 Avaliando a qualidade do ajustamento: o teste F' global

Numa Regressao Linear Simples, se 81 =0, a equacao do modelo reduz-se a Y =y + ¢, o chamado Modelo
Nulo. Neste caso, o conhecimento do preditor X em nada contribui para o conhecimento de Y (o Modelo
Nulo néo tira partido da informacdo do preditor).
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Numa Regressao Linear Multipla o Modelo Nulo, de equagao Y; = By + €;, corresponde a admitir que
todas as variaveis preditoras tém coeficiente 5; nulo. As hip6teses que queremos testar sdo entao:

Hyo: pr=02=..=53,=0
(Inexisténcia de relagéo linear)
vS.

Hy: dj=1,...,p talque B; #0
(Existéncia de relagao linear)

1. Repare-se que 5y nao intervém nas hipoteses.

2. A Hipotese Nula exige que em simultdneo os parametros 3; (j > 0) que multiplicam variaveis
preditores sejam todos nulos. Esta hipétese nao pode ser estudada através de p testes t-
Student a que cada (3, seja nulo, uma vez que em cada um desses testes admite-se que os
restantes parametros sao livres de tomar qualquer valor.

3.9.1 O Teste I' de ajustamento global do Modelo

Vamos obter uma estatistica de teste para optar entre as hipoteses acima referidas. Tal como na discussao
no contexto da regressio linear simples, é natural supor que a Soma de Quadrados associada a Regressao,

_ SQR

SQR, seja tutil, uma vez que se trata do numerador do Coeficiente de Determinacio R2? = SoT, um

indicador que, sendo vélido o Modelo Nulo, deveria tomar valores préximos de zero.

3.9.1.1 Distribuigao associada a SQR

A Soma de Quadrados associada a Regressao define-se como SQR = 5 (V; — Y)2. Tem-se o seguinte
=1

1=
resultado (cuja demonstracio se omite por exceder o ambito da disciplina):

Proposicao 3.15: Distribui¢ao associada a SQR

Dado o Modelo de Regressao Linear Multipla,

SQR

° o2 /\XZ, 8851152:...:ﬂp:0.

o SQR e SQRFE sao variaveis aleatorias independentes.

Este resultado vai permitir obter a estatistica do teste para optar entre as Hipoteses formuladas no inicio
da Secgao
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3.9.1.2 A estatistica do teste F

Comecemos por definir o Quadrado Médio associado & Regressao, no contexto duma regressao linear
miiltipla.

Define-se o Quadrado Médio associado & Regressao como sendo:

Qur =291
D

Podemos agora definir a estatistica do teste F' de ajustamento global.

Proposigao 3.16: A estatistica do teste I’ de ajustamento global

Seja dado o Modelo de Regressao Linear Multipla com p varidveis preditoras e ajustada com n
observagoes. Se 1 =0F2=...=3,=0, tem-se:

QMR n—(p+l) R
F=ure = 5 1w~ ferem

Demonstragao 3.12: Proposigao [3.16!

Temos (veja também a Subseccdo [Z9.1)), que se Hy for verdade, ou seja, se 8; = 0,Vi =1 : p,

entao: son )
W= 298 2

o2

V = SQRE _ 2 W/p QMR

= = ~F ,._
Xn—(p+1) V/n—(p—i—l) QMRE p,n—(p+1) »

W,V independentes

_ SQR _ _SQRE
sendo QMR = = e QMRE = (D)

A segunda expressdo para a estatistica F' obtém-se a partir das defini¢oes de cada Quadrado Médio,
seguindo passos anélogos aos usados na demonstracdo da proposicao 2.19

Sendo valido o Modelo RLM, pode efectuar-se o seguinte Teste F' de ajustamento global do modelo RLM.

3.9.1.3 Os passos do teste F' de ajustamento global

A segunda expressio da estatistica F (Proposi¢dao BI6) torna evidente que, também numa Regressio
Linear Multipla, a estatistica F' ¢ uma funcio crescente do Coeficiente de Determinacio amostral, R?.
Assim, quanto maior o valor de R?, maior o valor de F.q., e menos plausivel se torna a Hipotese Nula
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(ou seja, menos plausivel é a inexisténcia duma relagao linear entre a variavel resposta e os preditores).
Desta forma, também aqui é adequada uma Regido Critica unilateral direita. Eis os passos do teste:

Hipéteses: Hy : Bi=pa=..=0, =0
vs.
Hy : dj=1,.,p talque B; # 0.

Estatistica do Teste: F = 2ME __ p

QMRE pm—(pt+1)  S€ Ho.

Nivel de significancia do teste: «

Regiao Critica (Regiao de Rejeicao): (Unilateral direita) Rejeitar Ho se Feaie > falpn—(p+1)]-

di(x, 4, 16)
O S R N R

00 01 02 03 04 05 06 07

3.9.1.4 Formulagao alternativa do Teste F' de ajustamento global

As hipoteses do teste podem escrever-se usando o Coeficiente de Determinacio populacional, R?:
Hy:R*=0 vs. Hi:R*>0.

A hipétese Hy : R? = 0 indica auséncia de relacdo linear entre Y e o conjunto dos preditores. Corresponde
ao Modelo Nulo, sem qualquer papel para os preditores. A sua rejeicdo ndo garante um bom ajustamento
do modelo. Apenas permite dizer que o nosso modelo difere significativamente desse Modelo Nulo.

O teste de ajustamento global pode também ser escrito usando estas formulacoes alternativas das hip6-
teses e/ou da estatistica do teste:

Hipéteses: Hy : R?> =0 vs. Hy : R? > 0.

Estatistica do Teste: ' = "7(;’“) . % ~ Flpn_(pt1)) se Ho.
Nivel de significancia do teste: «

Regiao Critica (Regiao de Rejeigao): (Unilateral direita) Rejeitar Ho se Feaie > fa(p,n—(ph))

e A hipétese nula Hy : R? = 0 afirma que, na populacio, o coeficiente de determinacio é nulo.

e Com esta formulacdo, torna-se evidente a op¢do por uma regido critica unilateral direita: quanto
maior o valor amostral de R2, mais improvével se torna a hipotese nula R?=0.
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3.9.1.5 A tabela de sintese do ajustamento global

Pode sintetizar-se a informacgao usada num teste de ajustamento global num quadro-resumo da regressao:

Fonte graus de liberdade Somas de Quadrados Quadrados Médios | Frqie
Regressao D SQR=73"" (9 —y)* QMR = % Q%w%
Residuos n—(p+1) SQRE =7 (yi —§:)° | QMRE = 221E

Total n—1 SQT =37 (yi — y)? - -

3.10 Modelo e Submodelos: o teste F' parcial

Um problema que surge em modelos de regressao linear miltipla (e que néo fazia sentido nas regressoes
lineares simples) é o de saber se um dado modelo que se considera ter um ajustamento adequado, pode
eventualmente ser simplificado. Recordemos o principio da parcimdnia na modelagio: entre dois modelos
que descrevam adequadamente uma dada variavel resposta, preferimos o que seja mais simples (mais
parcimonioso).

A aplicacao deste principio no nosso contexto traduz-se em saber se, caso se disponha de um modelo de
Regressao Linear Multipla com um ajustamento considerado adequado, serd possivel obter um modelo
com menos varidveis preditoras, sem perder significativamente em termos de qualidade de ajustamento.

Exemplifiquemos a ideia partindo de um modelo de Regressao Linear Multipla com cinco varidveis pre-
ditoras. A equacao de base é assim:

Y = Bo+ Biz1 + Baza + B3xs 4 Baws + P55 .

Chamamos submodelo a um modelo de regressao linear miltipla contendo apenas algumas das varia-
veis preditoras, como seria por exemplo o seguinte modelo de regressao linear multipla, apenas com os
preditores x5 e x5:

Y = fo + Bawo + B5xs

Note-se que se opta por manter a indexacdo que as variaveis preditoras tinham no modelo completo
original, a fim de evitar confusdes. Podemos identificar o submodelo através do conjunto dos indices, S,
das variaveis preditoras que pertencem ao submodelo. No exemplo acima, ter-se-ia S = {2,5}.

O modelo completo e um seu submodelo sao idénticos caso §; =0 para todas as varidveis preditoras X
cujo indice ndo pertenca a S. Aqui, apenas se consideram indices j maiores ou iguais a 1, que sdo os
indices correspondentes a variaveis preditoras. A constante aditiva 8y nao intervem nesta discussio.

3.10.1 O teste F parcial, para comparar um modelo e submodelo

Para avaliar se um dado modelo difere significativamente dum seu submodelo (identificado pelo conjunto
S dos indices das suas varidveis), precisamos de optar entre as hipoteses:
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Hy: 8;=0, Vj¢S vs. Hy: 3j¢S talque B; #0.
(SUBMODELO = MODELO) (SUBMODELO PIOR)
Admite-se que By faz sempre parte dos submodelos considerados. Por isso, a constante aditiva 8y nao
faz parte das hipoteses em confronto. Note-se que [y nao é relevante do ponto de vista da parcimoénia:

a sua presenca nao implica trabalho adicional de recolha de dados, nem de interpretagido do modelo (ao
mesmo tempo que permite um melhor ajustamento do modelo).

3.10.1.1 Estatistica de teste para comparar modelo e submodelo

A estatistica de teste envolve a comparacao das Somas de Quadrados Residuais do:

e modelo completo (referenciado pelo indice C' e com p preditores); e do

e submodelo (referenciado pelo indice S e com k preditores).

Proposigao 3.17: A estatistica do teste F' parcial

Seja dado um Modelo de Regressdao Linear Miltipla com p preditores, e um seu submodelo com
apenas k < p preditores. Caso 3; = 0, para todas as varidveis preditoras X; ndo pertencentes ao
submodelo, tem-se o seguinte resultado:

SQREs—SQRE¢
— p—k
Fo= SQREC ~ Fpkn—p41)
n—(p+1)
onde SQRFE¢c e SQREgs indicam as Somas de Quadrados Residuais, respectivamente, do modelo
completo e do submodelo.

Notas:

e Omite-se a demonstracao deste resultado.

e A condicdo na qual a distribui¢do da quantidade F' é F},_; ;,_(p4+1) corresponde a Hipotese Nula
acima referida.

e O denominador de F' é o Quadrado Médio Residual do modelo completo.

e Verifica-se necessariamente que SQREg > SQRFE¢c, uma vez que a variabilidade explicada pelo
modelo completo nunca pode aumentar se se deixarem alguns preditores fora do modelo. Mas
enquanto as duas Somas de Quadrados Residuais forem proximas em valor (ou seja, enquanto o
valor de F for proximo de zero), ndo ha razoes para duvidar de que o modelo e o submodelo difiram.
Quanto maior for SQREg em relacdo a SQRE¢, mais duvidosa sera a Hipotese Nula. Assim, sdo
os valores grandes da estatistica que levantam duvidas sobre a Hipétese Nula, Hy, o que aponta
para uma regido critica unilateral direita do teste.
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Tem-se entao o seguinte teste de hipéteses para comparar um modelo completo de regressao linear miiltipla
com um seu submodelo, teste este que é conhecido por teste F' parcial ou teste F' a modelos encairados
(nested models, em inglés).

3.10.1.2 Os passos do teste F' parcial

Hipéteses:

Hy: 8;=0, Vj¢S vs. Hy: 3j¢S talque B; #0.

Estatistica do Teste:
F = (SQREs—SQREc)/(p—k)
- SQREc /[n—(p+1)]

Fp—k,n—(p—i—l)a sob Ho.
Nivel de significancia do teste: «

Regiao Critica (Regiao de Rejeigao): (Unilateral direita) Rejeitar Ho se Feaic > faip—k.no(pi1)-

00 01 02 03 04 05 06 07

3.10.1.3 Expressoes alternativas para as Hipdteses e a estatistica do teste

A estatistica do teste F' de comparacao de um modelo completo com p preditores, e um seu submodelo com
apenas k preditores pode ser escrita numa forma alternativa, envolvendo os Coeficientes de Determinacao
amostrais do modelo completo (RZ) e do submodelo (R%).

Assinale-se que a Soma de Quadrados Total SQT = 3 (V; — Y)? = (n—1) S2 nao depende do modelo
i=1

ajustado, sendo assim igual para o modelo e submodelo (desde que eles sejam ajustados com as mesmas

observagoes da variavel resposta). Esta mesma quantidade SQT é decomposta de formas diferentes no

modelo e submodelo, gerando assim também diferentes valores dos coeficientes de determinagao:

n

Decomposicao Coeficiente de Determinacgao
Modelo Completo | SQT = SQR¢ + SQREC RZ = 2K
Submodelo SQT = SQRs + SQREs R = 537s

Usando estas decomposicoes alternativas, tem-se o seguinte resultado.
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Proposicao 3.18: Expressao alternativa da estatistica do teste F' parcial

Uma expressao alternativa da estatistica do teste F' parcial é dada por:

n—(p+1) R%—R%
p—k 1—RZ

F = (3.25)

Demonstracao 3.13: Proposicao [3.18!

A estatistica do teste F' parcial pode ser re-escrita da seguinte forma:

n—(p+1) SQREs —SQREc _ n—(p+1) (SQT — SQRs) — (SQT — SQRc)
p—k SQREC R SQT — SQRc

SQR. SQR
n—(p+1) SQRc —SQRs sgr _ n—(p+1) “Sor —Sor

F =

Tk ST SeRe r Tk S
~—~—

ne 1) RL-R
p—k 1— RZ

As hipoteses do teste também se podem escrever como
Hy:R: =R%  vs. Hy:REL>TRE,

A hipotese Hy indica que o grau de relacionamento linear entre Y e o conjunto dos preditores é idéntico
no modelo e no submodelo. Juntando as hipdteses assim expressas & expressao alternativa da estatistica
(equagao [3.23), tem-se a seguinte formulagao alternativa do teste F' parcial.

Hipoteses: Hy : R2 = R% vs. Hi : ’R% > R%

Estatistica do Teste: F' = % . Rf%}écié ~  Fy_k, n—(p+1), s0b Ho.

Nivel de significancia do teste: «

Regiao Critica (Regiao de Rejeigao): (Unilateral direita) Rejeitar Ho se Feaic > faip—k.nopi1)]

df(x, 4, 16)
I TR R R

00 01 02 03 04 05 06 07
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Caso néo se rejeite a hipotese nula Hy, os modelo e submodelo ndo podem ser considerados signifi-
cativamente diferentes. Nesse caso, o principio da parcimonia sugere a opgao pelo submodelo (mais
parcimonioso). Caso se rejeite Hg, o modelo deve ser considerado significativamente melhor do que o
submodelo pelo que, do ponto de vista estatistico, é aconselhada a escolha do modelo completo. Como
sempre, estas conclusoes podem ser condicionadas por consideracoes de outro tipo, mas nao devem ignorar
a discussao de base estatistica agora descrita.

3.10.2 O teste F' parcial a submodelos no R

A informacdo necessaria para um teste F' parcial obtém-se no R através da funcdo anova, com dois
argumentos: os objectos 1m resultantes de ajustar o modelo completo e o submodelo sob comparacgao.
No conjunto de dados dos lirios, a comparacao entre o modelo completo de regressao linear miiltipla
ajustado na Subseccdo B2.7 e o submodelo de regressdo linear simples ajustado na Subseccdo
produz os seguintes resultados:

> anova(iris.lm, iris2.1m)
Analysis of Variance Table

Model 1: Petal.Width ™ Petal.Length

Model 2: Petal.Width ™ Petal.Length + Sepal.Length + Sepal.Width
Res.Df RSS Df Sum of Sq F Pr(>F)

1 148 6.3101

2 146 5.3803 2 0.9298 12.616 8.836e-06 *x*x*

Os valores indicados na coluna RSS correspondem as Somas de Quadrados Residuais (Residual Sums of
Squares, em inglés) de cada modelo. A esquerda, na coluna de nome Res.Df, encontram-se os respectivos
graus de liberdade: n—(p+1) no caso do modelo completo e n—(k+1) no caso do submodelo. Na coluna de
nome Df encontra-se a diferenga entre estes graus de liberdade (ou seja, p—k) e na coluna de nome Sum of
Sq encontra-se a diferenca das Somas de Quadrados Residuais (ou seja, a diferenca SQRFEs — SQRE().
Finalmente, na coluna de nome F' estd o valor da estatistica do teste F' parcial descrito na Subseccao
BI0TTe, ao lado, o respectivo valor de prova (p-value).

O valor calculado da estatistica é Flq. = 12.616 e o respectivo p-value é p=8.836 x 1075, pelo que se
rejeita a hipotese nula de igualdade de modelo e submodelo: o ajustamento do modelo completo deve ser
considerado significativamente melhor do que o ajustamento do submodelo.

Deve sublinhar-se que este teste F' parcial ndo equivale a efectuar testes t-Student separados as hipoteses
de que cada preditor que distingue o modelo e o submodelo esteja individualmente associado a um
coeficiente $; nulo. Exemplifiquemos considerando os dados relativos ao Exercicio RLM 2, com os dados
brix (relativos a framboesas). A tabela associada & regressio da variavel Briz sobre as restantes é:

Estimate Std. Error t value Pr(>|tl)
(Intercept) 6.08878 1.00252 6.073 0.000298 *xx

Diametro 1.27093 0.51219 2.481 0.038030 =*
Altura -0.70967 0.41098 -1.727 0.122478
Peso -0.20453 0.14096 -1.451 0.184841
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pH 0.515657 0.33733 1.528 0.164942
Acucar 0.08971 0.03611  2.484 0.037866 *

Nas duas colunas finais (de nomes t value e Pr(>|t|)) esta a informacao relativa aos testes ¢ a hipoteses
do tipo B; =0 (valor calculado da estatistica T e respectivo p-value). Essa informacdo pode ser usada
para identificar eventuais preditores que nao desempenhem um papel significativo na previsao da varidvel
resposta Y. De facto, se 3; =0 (com j > 1), a parcela 3;x; na equacdo do modelo serd sempre nula,
independentemente dos valores de x;. Nesse caso, a varidvel x; ndo participa na definicdo dos valores
da variavel resposta Y. Ora, pela tabela acima, conclui-se que qualquer das variaveis preditoras Altura,
Peso ou pH pode ser individualmente excluida do modelo sem afectar de forma significativa a qualidade
do modelo (os respectivos p-values sdo todos maiores do que os niveis usuais de «, pelo que ndo se
rejeita a hipotese nula 5; =0). Mas ndo é legitimo concluir que Altura, Peso e pH sao simultaneamente
dispenséaveis, como se pode verificar procedendo a um teste F' parcial comparando as regressoes lineares
miiltiplas com, e sem, esses preditores:

> anova(brix2.1lm,brix.1lm)

Analysis of Variance Table

Model 1: Brix ~ Diametro + Acucar

Model 2: Brix ~ Diametro + Altura + Peso + pH + Acucar

Res.Df RSS Df Sum of Sq F Pr(>F)
1 11 0.42743
2 8 0.14925 3  0.27818 4.97 0.03104 *

3.10.3 Relacao entre os testes-t a parametros individuais e o teste F' parcial

Caso o modelo e submodelo difiram num inico preditor, X;, o teste F' parcial descrito nesta Secgdo é
equivalente ao teste t-Student as hipodteses Hy : 8; =0 vs. Hp: B; # 0. Nesse caso, ndo apenas as
hipéteses dos dois testes sao iguais, como a estatistica do teste F' parcial é o quadrado da estatistica do
teste t referido. Tem-se p — k = 1, e como é sabido (ver os apontamentos da disciplina de Estatistica dos
primeiros ciclos do ISA), se uma variavel aleatéria T’ tem distribuicdo t,, entdo o seu quadrado, T2 tem
distribui¢do Fi ..

Assim, o teste F' parcial para comparar o modelo de regressao linear multipla da variavel Brix sobre todos
os restantes preditores, com o modelo de regressao linear multipla de Brix sobre os quatro preditores
que resultam de excluir o preditor Altura serd (a menos de erros de arredondamento) Foqe = T2, =
(—1.727)% = 2.9825. O respectivo valor de prova tem de ser igual ao do teste a que B2 = 0, ou seja,

p=0.122478. Tlustremos, ajustando esse modelo de quatro preditores e efectuando o teste F' parcial.

> brix4.1lm <- 1Im(Brix ~ Diametro + Peso + pH + Acucar, data=brix)
> anova(brix4.lm, brix.lm)
Analysis of Variance Table
Model 1: Brix ~ Diametro + Peso + pH + Acucar
Model 2: Brix ~ Diametro + Altura + Peso + pH + Acucar
Res.Df RSS Df Sum of Sq F Pr(>F)
1 9 0.20489
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2 8 0.14925 1 0.055631 2.9818 0.1225

3.10.4 Uma nota a proposito do teste F parcial *

(*) A matéria desta Subsecgao nao é avaliada

No contexto do estudo do modelo de regressdo linear miultipla, o teste F' parcial foi apresentado como
ferramenta para comparar um modelo completo, com p varidveis preditoras, e um seu submodelo, em que
apenas se retém k dos p preditores originais, ambos ajustados com o0 mesmo conjunto de n observagoes.

Na realidade, o teste F' parcial é de aplicagdo mais geral. O teste é aplicavel na comparacio de dois
modelos para os quais os subespacos de R™ gerados pelas colunas das respectivas matrizes do modelo,
X, estejam contidos um no outro. Em concreto, considere-se um modelo de RLM com p preditores, cuja
matriz associada é X, e outro modelo, com k preditores, cuja matriz associada é X,. Se o espago das
colunas de X estiver contido no espaco das colunas de X, ou seja, se C(X;) C C(X.), entdo pode aplicar-
se o teste F' parcial para testar a hipotese nula de que os dois modelos coincidem (contra a alternativa
de que ndo coincidem). A estatistica do teste sera dada pela mesmas expressoes vistas atras:

ro_ w _n—(p+1) RZ-RZ .

SQRE. — — R2
n—(p+1) p—k - fe

Caso os dois modelos sejam equivalentes, esta estatistica tem uma distribuicao F(p,kyn,(pﬂ)).

No caso das colunas da matriz do modelo X serem um subconjunto das colunas da matriz do modelo
X. (o caso discutido nas aulas, correspondente a ter-se um submodelo constituido apenas por algumas
das variaveis preditoras do modelo completo), a condi¢do C(Xs) C C(X,) verifica-se sempre, uma vez que
qualquer combinagéo linear das colunas de X, (X&) também se pode escrever como combinacao linear
das colunas de X, bastando associar &s colunas da matriz X. que nao sejam colunas de X o coeficiente
zero, e s colunas comuns as duas matrizes os mesmos coeficientes (dados pelos elementos do vector a).
Mas a condicao C(X;) C C(X.) é de aplicacdo mais geral, como se vera de seguida.

Vamos exemplificar esta generalizacdo ilustrando uma forma alternativa de resolver a alinea f) do Exercicio
RLM 9, onde se pede para testar a igualdade de dois pardmetros 8; num modelo de regressao linear
multipla. Seguidamente, veremos como se pode usar a mesma ideia para estudar a hipotese de igualdade
entre trés ou mais parametros f3;.

1. No Exercicio 9 de regressao linear multipla estudam-se os dados relativos a n =600 folhas de videira,
nas quais se observam a area foliar (varidvel resposta, Area, em cm?) e os comprimentos de trés
nervuras (as variaveis preditoras): a nervura principal (NP), a nervura lateral esquerda (NLesq) e a
nervura lateral direita (NLdir), todas em ¢m. A equacdo do modelo é:

Area = g+ B1 NP + B2 NLesq + 33 NLdir + €. (3.26)

Assim, a matriz do modelo X, é composta por quatro colunas: uma coluna de n uns, uma coluna
com os n valores observados da variavel NP, uma terceira coluna com os n valores observados de

INa realidade, p—k indica a diferenca nas dimensdes dos subespagos encaixados, C(X.) e C(Xs).
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NLesq, e uma coluna final com os n valores observados de NLdir. O modelo ajustado tinha um
coeficiente de determinagio RZ=0.8649.

Na alinea f) do Exercicio 9 pede-se para estudar a hipotese Hy : B2 = B3. Esse estudo foi feito

considerando a hipotese equivalente Hy : S2 — 83 =0, e utilizando os testes ¢ relativos a combinagoes
(ﬂ?*ﬂi’»)*o —~ t 1
T30 B3 (n—(p—i— ))’

obteve-se o valor calculado T,,;. = —0.3636027. O valor de prova respectivo pode ser calculado
(dado tratar-se dum teste com Regido Critica bilateral, e dum valor de T, na parte esquerda da
distribui¢do) como p=2 x P[T596 < Tcaic]. Com o auxilio do R, obtém-se:

lineares é’tﬁ dos paradmetros do modelo. Usando a estatistica de teste T'=

> 2*pt (-0.3636027, 596)
[1] 0.7162836

2. No entanto, poder-se-ia proceder da seguinte forma alternativa. A hipdtese nula Hy : B3 = f3
corresponde ao modelo de regressao linear multipla de equagao:

Area = o+ B1 NP + 53 (NLesq + NLdir) + e. (3.27)

Trata-se dum modelo com k=2 varidveis preditoras, as variaveis NP e a soma das varidveis NLesq
e NLdir. A matriz deste modelo, X, tem trés colunas: uma coluna de n uns, uma coluna com
os n valores observados da varidvel NP, e uma coluna final com as n somas de valores das duas
nervuras laterais, NLesq+NLdir. Ora, qualquer combinacdo linear destas trés colunas se pode
escrever também como combinacao linear das quatro colunas da matriz X., bastando igualar, nesta
ultima, os coeficientes individuais de NLesq e NLdir. Assim, o subespago das colunas da matriz X
esta contido no subespaco das colunas da matriz X, ou seja, C(X) C C(X.). Sera entdo possivel
efectuar um teste F' parcial para comparar os modelos (8:26) e (827). Com o auxilio do R, tem-se:

> videiras.lm <- lm(Area ~ NP + NLesq + NLdir, data=videiras)

> vid2Betas.lm <- lm(Area ~ NP + I(NLesq+NLdir), data=videiras)
> anova(vid2Betas.lm, videiras.lm)

Analysis of Variance Table

Model 1: Area ~ NP + I(NLesq + NLdir)
Model 2: Area ™ NP + NLesq + NLdir

Res.Df RSS Df Sum of Sq F Pr(>F)
1 597 365391
2 596 365310 1 81.001 0.1322 0.7163

Ou seja, a estatistica tem valor calculado F,q. = 0.1322, com valor de prova p =0.7163. Nao é
uma coincidéncia que o valor de prova seja o mesmo que foi obtido na resolucao alternativa baseada
no teste t-Student. Tal como nao é uma coincidéncia que o quadrado do valor entao calculado da
estatistica T seja o valor agora calculado da estatistica F: T2,,.=(—0.3636027)%>=0.1322069. Esta
relacao ilustra que também se generaliza a relacao que sabiamos existir na aplicacdo dum teste F'
parcial para comparar um modelo com p preditores e um seu submodelo com apenas p—1 preditores,

ou seja, resultante da exclusdo dum tunico preditor.

3. Consideremos agora o exemplo de se querer testar a igualdade de trés ou mais coeficientes 5; num
modelo RLM. Este problema ja ndo poderia ser estudado considerando a teoria de combinacgoes
lineares dos §; dada nas aulas. Mas pode ser abordado através dum teste F' parcial, de forma
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anéloga & acima ilustrada. Continuemos com o exemplo dos dados do Exercicio 7, e consideremos a
unica hipotese deste tipo possivel, a hipotese de que, no modelo B.26] os coeficientes populacionais
dos comprimentos das trés nervuras sejam iguais, ou seja, Hg : 81 = B2 = 3. A essa hipotese
corresponde um novo modelo, de equagao:

Area = Po+ 81 (NP + NLesq + NLdir) + . (3.28)

Neste novo modelo ha apenas k = 1 preditor: a soma dos comprimentos das trés nervuras. A
matriz do modelo X, correspondente tem agora apenas duas colunas: a coluna de n uns, e a coluna
destas n somas das trés nervuras. Qualquer combinacado linear destas duas colunas pode também
escrever-se como combinacao linear das quatro colunas da matriz X, do modelo original, bastando
usar o coeficiente de NP+NLesq+NLdir nas trés colunas de X, correspondentes a estas trés variaveis
individuais. Logo, de novo, C(X,) C C(X.). Podemos efectuar um teste F' parcial para testar a
igualdade dos modelos (3.20) e (B:28). Com o auxilio do R:

> vid3Betas.lm <- lm(Area ~ I(NP+NLesq+NLdir), data=videiras)
> anova(vid3Betas.lm, videiras.lm)
Analysis of Variance Table

Model 1: Area ~ I(NP + NLesq + NLdir)
Model 2: Area ™ NP + NLesq + NLdir

Res.Df RSS Df Sum of Sq F Pr(>F)
1 598 365766
2 596 365310 2 456.13 0.3721 0.6895

Também neste caso, nao se rejeita Hy para nenhum dos niveis de significancia habituais, pelo que
se considera admissivel a hipotese 51 =P =fs.

Nota: Em todos os exemplos considerados, nao se discute o problema da curvatura que parece existir
na relagdo de fundo, e que ¢ visivel nos gréficos de residuos estudados na alinea h) do Exercicio RLM
9. Esse problema pode ser ultrapassado de varias formas. Uma envolve uma regressao linear sobre as
transformacoes logaritmicas das variaveis, como considerado nas alineas i) e j) do Exercicio RLM 9. Outra
envolve uma regressido polinomial, como serd exemplificado mais adiante. Esta discussdo ilustra a ideia
de que podem existir diferentes modelos concorrentes para modelar um mesmo conjunto de dados.

3.11 A escolha dum submodelo

O teste F' parcial (teste aos modelos encaixados) permite-nos optar entre um modelo e um seu submodelo.
Por vezes, um submodelo pode ser sugerido por:

e razoes de indole tedrica, sugerindo que determinadas varidveis preditoras nao sejam, na realidade,
importantes para influenciar os valores de Y.

e razoes de indole pritica, como a dificuldade, custo ou volume de trabalho associado & recolha de
observacoes para determinadas varidveis preditoras.
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Nestes casos, pode ser claro que submodelo(s) se deseja testar. Veja-sa o Exercicio RLM 11 g) (dados
relativos a producao de milho) para um exemplo.

Mas em muitas situacoes nao é evidente qual o subconjunto de variaveis preditoras que se deseja considerar
no submodelo. Pretende-se apenas verificar se o0 modelo é simplificavel, e em caso afirmativo, escolher
um submodelo mais simples cuja qualidade ndo difira de forma significativa da qualidade do modelo
completo original. Nestes casos, a identificacdo de um tal submodelo ndo é um problema facil. De facto,
dadas p varidveis preditoras, o numero de subconjuntos de preditores, de qualquer cardinalidade excepto
0 (conjunto vazio) e p (o modelo completo), que & possivel escolher é dado por 2P — 2. A tabela seguinte
indica o numero desses subconjuntos para p = 5,10, 15, 20, 30.

p 2 2

5 30
10 1022
15 32 766
20 1048 574
30 | 1073 741 822

Para pequenos valores de p, é vidvel analisar todos os possiveis submodelos (ou seja, os modelos de
regressao linear com todos os possiveis subconjuntos de preditores). Com algoritmos e rotinas informaticas
adequadas, essa avaliacao completa de todos os subconjuntos ainda é possivel para valores de p até p =~ 35.
Mas para p muito grande, uma pesquisa exaustiva é computacionalmente inviavel.

Registe-se que nao é legitimo usar os testes ¢ & significancia individual de cada coeficiente (3;, no modelo
completo, para decidir sobre a exclusao de varios preditores em simultdneo, como ja se viu na Subseccao
Os testes ¢ aos coeficientes individuais §; partem do principio que todas as restantes variaveis
pertencem ao modelo. A exclusdo de um qualquer preditor altera os valores estimados b; e os respectivos
erros padrao associados as varidveis que permanecem no submodelo. Pode acontecer que um preditor
seja dispensivel num modelo completo, mas deixe de o ser num submodelo, ou viceversa.

3.11.1 Algoritmos de pesquisas exaustivas

Para um numero p de preditores pequeno ou médio, e dispondo de algoritmos e rotinas informéticas
adequadas, é possivel efectuar uma pesquisa exaustiva, que assegure a identificacdo do subconjunto de
k preditores com o maior valor de R? (ou outro critério de qualidade do submodelo). O algoritmo leaps
and bounds, de Furnival e Wilson é um algoritmo computacionalmente eficiente que permite identificar
o melhor subconjunto de preditores, de uma dada cardinalidade k.

Uma rotina implementando o algoritmo encontra-se disponivel no R, num moédulo (package) de nome
leaps (comando com o mesmo nome). Outra rotina analoga encontra-se na func¢do eleaps do modulo
subselect.

2Furnival, G.W and Wilson, R.W.,Jr. (1974) Regressions by leaps and bounds, Technometrics, 16, 499-511.
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3.11.1.1 Um exemplo de pesquisa exaustiva

Aploque-se a rotina leaps, acima referida, aos dados do Exercicio RLM 2 (dados brix). O moédulo do R
que contém esta rotina (igualmente de nome leaps) tera de ter sido previamente instalado. Admitindo
que esse modulo ja tenha sido instalado, eis os passos a seguir:

> library(leaps) <--- carregar o mddulo (tem de estar previamente instalado)
> colnames (brix)
[1] "Diametro" "Altura" "Peso" "Brix" "pH" "Acucar"

> leaps(y=brix$Brix, x=brix[,-4], method="r2", nbest=1) <--- y resposta, x preditores

$which <--- matriz de valores ldégicos, indicando resultados (cada coluna um preditor,
1 2 3 4 5 cada linha uma cardinalidade de subconjunto)

1 FALSE FALSE FALSE FALSE TRUE <--- k=1 ; melhor preditor individual: Acucar

2 TRUE TRUE FALSE FALSE FALSE <--- k=2 ; melhor par de preditores: Diametro e Altura

3 TRUE TRUE FALSE FALSE TRUE <--- k=3 ; melhor trio: Diametro, Altura, Acucar

4 TRUE TRUE FALSE TRUE TRUE

5 TRUE TRUE TRUE TRUE TRUE

[...]

$r2 <--- Coef. Determinagdo da melhor solugdo com o no. k=1,2,3,4,5 de preditores
[1] 0.5091325 0.6639105 0.7863475 0.8083178 0.8482525

2

Repare-se como o melhor submodelo (R? mais elevado) com dois preditores nio é o submodelo com
os preditores Diametro e Acucar, como sugerido pelos p-values do ajustamento do modelo completo.
Repare-se ainda como nao é verdade que o melhor subconjunto de k preditores tenha de estar contido no
melhor subconjunto de k + 1 preditores (veja-se para k=1).

3.11.2 Algoritmos de pesquisa sequencial

Caso nao esteja disponivel software apropriado, ou se o nimero p de preditores for demasiado grande,
pode recorrer-se a algoritmos de pesquisa heuristicos, que simplificam uma regressao linear multipla sem
a garantia de obter os melhores subconjuntos, trocando a garantia duma pesquisa exaustiva por tempos
computacionais vidveis.

Considere-se um algoritmo que, em cada passo, exclui uma variavel preditora, até alcancar uma condigao
de paragem considerada adequada, ou seja, um algoritmo de exclusio sequencial (backward elimination,
em inglés).

Eis os passos dum algoritmo de exclusao sequencial, baseado nos testes ¢ as hipéteses de que 3; =0:

1. definir um nivel de significAncia « para os testes de hipoteses;

2. considerar inicialmente o modelo completo, com os p preditores;
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3. ajustar o modelo;
4. para todas as varidveis rejeita-se a hipotese 5; = 07

e Se sim, ndo é possivel simplificar o modelo: passar ao ponto [Gl
e Se nao, qualquer das variaveis em que ndo se rejeita Hy : 8; =0 é candidata a sair do modelo.

— se apenas existe uma varidvel candidata a sair, excluir essa variavel;

— se existir mais do que uma varidvel candidata a sair, excluir a variavel associada ao maior
p-value (isto é, ao valor da estatistica ¢ mais proxima de zero);

Regressar ao ponto [3

5. Quando nao existirem variaveis candidatas a sair, ou quando sobrar um unico preditor, o algoritmo
para. Tem-se entao o submodelo final.

Existem variantes deste algoritmo, que nao serao estudadas nesta disciplina, nomeadamente:

e 0 algoritmo de inclusdo sequencial (forward selection, em inglés), cuja ideia geral é de proceder de
baixo para cima, comecando por considerar a melhor regressao linear simples e depois, em passos
sucessivos, avaliar se se justifica a inclusdo de algum outro preditor e, em caso afirmativo, qual.

e algoritmos de exclusdo/inclusio alternada (stepwise selection), que combinam, alternadamente,
passos de inclusao e de exclusao de variaveis preditoras.

3.11.2.1 Um exemplo de aplicacao do algoritmo de exclusao sequencial

Consideremos os dados brix, relativos a medigoes de 6 variaveis em 14 framboesas e descritos no enunciado
do Exercicio RLM 2. Eis o ajustamento da regressao linear multipla da varidvel resposta Brix sobre os
restantes p=>5 preditores.

> summary (lm(Brix ~ Diametro + Altura + Peso + pH + Acucar, data=brix))
Estimate Std. Error t value Pr(>|t])

(Intercept) 6.08878 1.002562 6.073 0.000298 *xx
Diametro 1.27093 0.51219 2.481 0.038030 *
Altura -0.70967 0.41098 -1.727 0.122478
Peso -0.20453 0.14096 -1.451 0.184841

pH 0.51557 0.33733 1.528 0.164942
Acucar 0.08971 0.03611 2.484 0.037866 *

Fixando o nivel de significancia o = 0.05, verifica-se que hé trés variadveis preditoras para as quais o
teste t-Student ndo rejeita a hipotese Hy : 8; = 0, nomeadamente no caso dos preditores Altura (p-
value 0.122478 > 0.05 = a), Peso (p=0.184841) e pH (p=0.164942). Assim, qualquer destas varidveis
preditoras poderia (individualmente!) ser excluida do modelo sem afectar significativamente a qualidade
do ajustamento. No entanto, ndo ha justificacdo estatistica para proceder a exclusdo simultdnea destes
trés preditores, como ja se viu. Podendo excluir-se apenas um preditor, procede-se a escolher aquele para
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a qual a estatistica calculada (no teste a §; =0) esta mais longe da regido critica, ou seja, tem o maior
p-value associado. Neste caso, trata-se da variavel preditora Peso.

Procede-se entao a ajustar o modelo de regressao linear miiltipla resultante da exclusao do preditor Peso.

> summary(Ilm(Brix ~ Diametro + Altura + pH + Acucar, data=brix))
Estimate Std. Error t value Pr(>|t])

(Intercept) 6.25964 1.05494 5.934 0.000220 ***

Diametro 1.40573 0.53373 2.634 0.027189 *

Altura -1.06413 0.35021 -3.039 0.014050 * <-- Passou a ser significativo
pH 0.33844 0.33322 1.016 0.336316

Acucar 0.08481 0.03810 2.226 0.053031 . <-- Deixou de ser significativo

O ajustamento deste submodelo tem mudancas importantes em relagdo ao ajustamento do modelo com-
pleto original. Todas as estimativas, quer da constante aditiva, quer dos coeficientes dos preditores, sao
diferentes dos obtidos no modelo completo, tal como os respectivos erros padrao. Em dois casos, essas
diferencas alteram qualitativamente a conclusdo dos testes a §; =0 (para o nivel a=0.05 considerado):
o preditor Altura, que era considerado dispensavel no modelo completo, passou a ser considerado indis-
pensavel apos a exclusao do preditor Peso, tendo agora um p-value p=0.014050 < 0.05=c«. Em sentido
contrario foi o preditor Acucar, cujo p-value (0.053031) ¢ agora (embora muito ligeiramente) superior a
a=0.05 e que portanto, ao nao se rejeitar a hipdtese do seu coeficiente §; ser nulo, passa a ser considerado
dispensavel no modelo.

Nota: Em parte, estes resultados reflectem o facto de haver relativamente poucas observagoes (n=14)
para o namero de parametros a estimar. Mas o exemplo ilustra que este tipo de comportamento é possivel,
sublinhando a complexidade do problema de escolher submodelos duma regressao linear miiltipla.

Com o submodelo de k=4 preditores agora ajustado, ha duas varidveis preditoras cuja exclusao (indivi-
dualmente) do modelo pode ser considerada, por terem p>a: pH e Acucar. Sendo apenas possivel excluir
um preditor em cada passo, procede-se & exclusao do preditor pH, cujo p-value é o mais elevado.

Ajusta-se agora o modelo com os trés preditores Diametro, Altura e Acucar.

> summary (lm(Brix ~ Diametro + Altura + Acucar, data=brix))
Estimate Std. Error t value Pr(>|t])
(Intercept) 6.97183 0.78941 8.832 4.9e-06 *xx*

Diametro 1.57932 0.50642 3.119 0.01090 *
Altura -1.11589 0.34702 -3.216 0.00924 *x
Acucar 0.09039 0.03776 2.394 0.03771 * <-- Voltou a ser significativo

Nao havendo agora preditores para os quais a hipdtese 3; =0 nao é rejeitada, todas as varidveis preditoras
sdo consideradas indispenséveis para ndo piorar significativamente a qualidade de ajustamento do modelo.
O algoritmo pdra aqui, escolhendo este submodelo final com 3 preditores.

Refira-se que, do ponto de vista do coeficiente de determinacio R?, a simplificacio do modelo registou
uma baixa do valor inicial R? =0.8483 no modelo com cinco preditores, para um valor final de R? =0.7863
no modelo com trés preditores. Sempre que o algoritmo envolva mais do que uma exclusio, deixa de haver
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a garantia de que o submodelo final e o modelo completo original ndo possam diferir significativamente,
para o mesmo valor de « fixado. Caso se considere necessério, pode comparar-se o submodelo final com o
modelo completo, através dum teste F' parcial. No caso do exemplo agora considerado, os modelos inicial
e final nao sao considerados significativamente diferentes para qualquer dos niveis de significAncia usuais:

> anova(brix3.1m, brix.1lm)

Analysis of Variance Table

Model 1: Brix ~ Diametro + Altura + Acucar

Model 2: Brix ~ Diametro + Altura + Peso + pH + Acucar

Res.Df RSS Df Sum of Sq F Pr(>F)
1 10 0.21014
2 8 0.14925 2 0.060888 1.6318 0.2545

3.11.3 O Critério de Informacao de Akaike e algoritmos com base no AIC

O R disponibiliza fungbes para automatizar pesquisas sequenciais de submodelos, semelhantes & que aqui
foi enunciada, mas em que o critério de exclusdo duma variavel em cada passo se baseia no Critério de

Informagao de Akaike (AIC).

O AIC é uma medida geral da qualidade de ajustamento de modelos, baseada no conceito de verosimi-
lhan¢a (em inglés likelihood), que extravasa o &mbito da disciplina. Mas no contexto duma Regressdo
Linear Multipla com k variaveis preditoras, a defini¢ao geral do AIC traduz-se na seguinte formula.

Seja dado um modelo de Regressao Linear Multipla com & varidveis preditoras e ajustado com base
em n observagdes. Entdo, o respectivo Critério de Informagao de Akaike (AIC) define-se como:

SQRE)
)

AIC = n-In ( +2(k+1), (3.29)

onde SQRFE) é a Soma de Quadrados Residual do modelo.

Nota: O AIC pode tomar valores negativos, uma vez que SRQFE}) pode ser inferior ao niimero de obser-
vagoes n, em cujo caso a primeira parcela é negativa.

Interpretando o AIC

e a primeira parcela na definicio do AIC é uma funcdo crescente de SQRE). Logo, ¢ uma medida
da qualidade do ajustamento e quanto melhor o ajustamento, mais pequena a primeira parcela;

e a segunda parcela na definicio do AIC é uma medida da complexidade do modelo, uma vez que
k41 é o nimero de pardmetros do modelo. Tendo em conta o principio da parciménia, quanto mais
pequena a sequnda parcela, melhor.
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Assim, o AIC mede simultaneamente a qualidade do ajustamento e a complexidade do modelo, e quanto
menor for o valor do AIC, melhor. Valores do AIC para diferentes modelos de regressao linear sao
compardveis, desde que nesses modelos a varidvel resposta Y seja a mesma e desde que os modelos sejam
ajustados com os mesmos dados. Assinale-se que esta comparacdo é possivel mesmo que ndo se trate de
modelos encaizados, ou seja, mesmo que ambos os modelos contenham preditores que nao fazem parte do
outro modelo. Também nesse caso, um modelo é considerado melhor que outro se tiver um AIC menor.

3.11.3.1 Algoritmos sequenciais com base no AIC

Pode definir-se uma variante do algoritmo de exclusdo sequencial, de espirito analogo ao que ja foi
considerado, mas com base no critério AIC. Eis os passos deste algoritmo.

1. comecar com o modelo completo.
2. ajustar o modelo e calcular o respectivo AIC.

3. ajustar cada submodelo com menos uma variavel e calcular os respectivos AICs em cada um desses
submodelos.

e Se nenhum dos AICs dos submodelos considerados for inferior ao AIC do modelo anterior, o
algoritmo termina, sendo o modelo anterior o0 modelo final.

e Caso alguma das exclusoes reduza o AIC, efectua-se a exclusdo da variavel preditora que mais
reduz o AIC e regressa-se ao ponto

Deve assinalar-se que, ao considerar-se diferentes submodelos com igual nimero & de preditores, o submo-
delo com menor AIC serd sempre aquele que tiver menor SQRE. Assim, num dado passo do algoritmo,
a comparagao sera sempre entre o modelo inicialmente ajustado e o submodelo (com menos um preditor)
a que corresponda o melhor ajustamento, ou seja, que tiver excluido a varidvel cujo teste a 5; = 0 tem
maior p-value.

Assim, o algoritmo de excluséo sequencial baseado nos testes t e o algoritmo baseado no AIC coincidem
na ordenacgdo das varidveis a excluir. Apenas podem diferir na decisao de efectuar ou nao a exclusdo de
um preditor, ou seja, apenas podem diferir no critério de paragem do algoritmo.

Em geral, um algoritmo de exclusio sequencial baseado no AIC é mais ’cauteloso’ na decisdo de excluir
um preditor do que um algoritmo baseado nos testes ¢, sobretudo se o valor de a usado nesses testes
t for baixo. A fim de contrariar um excesso de propensao para excluir preditores, é aconselhavel usar
nos algoritmos de exclusao baseados nos testes ¢, valores relativamente elevados de «,, como por exemplo
a = 0.10.

3.11.3.2 Algoritmos de pesquisa sequencial no R

A funcdo step do R corre algoritmos de seleccdo de submodelos baseados no Critério de Informacao
de Akaike (AIC). A fungdo step permite, através do argumento dir (ou, por extenso, direction),
indicar se se deseja um argumento de exclusdo sequencial (dir="backward"), de inclusdo sequencial
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(dir="forward") ou de exclusido/inclusdo alternadas (a opc¢do por omissdo, ou explicitando-se o argu-
mento dir, com a op¢do dir="both"). Exemplifique-se o algoritmo de exclusdo sequencial, de novo
usando os dados brix do Exercicio RLM 2.

> brix.lm <- 1lm(Brix ~ Diametro + Altura + Peso + pH + Acucar, data=brix)
> step(brix.lm, dir="backward")

Start: AIC=-51.58

Brix ~ Diametro + Altura + Peso + pH + Acucar

Df Sum of Sq RSS AIC
<none> 0.14925 -51.576
- Peso 1 0.039279 0.18853 -50.306
- pH 1 0.043581 0.19284 -49.990
- Altura 1 0.055631 0.20489 -49.141
- Diametro 1 0.114874 0.26413 -45.585
- Acucar 1 0.115132 0.26439 -45.572

Os varios modelos ensaiados sdo ordenados por ordem crescente de AIC, pelo que os melhores modelos
considerados em cada passo do algoritmo surgirao sempre & cabeca da lista de modelos ensaiados. Neste
caso, o melhor modelo &€ o modelo identificado por <none> que corresponde ao modelo em que ndo se
exclui qualquer varidvel, ou seja ao modelo inicial. De facto, e como se pode observar na coluna de nome
AIC, o AIC do modelo inicial é inferior ao de qualquer submodelo resultante de excluir uma variavel.
Registe-se que os submodelos sdo identificados no inicio de cada linha através da indicacdo do nome da
variavel preditora cuja exclusao (sinal -) é experimentada. Assim, por exemplo, a exclusdo da variavel
Peso provocaria um aumento do AIC, que passaria de —51.576 para —50.306. Se, em vez do preditor
Peso fossem excluido algum outro preditor, os respectivos valores de AIC seriam sempre maiores. Assim,
com esta variante do algoritmo de exclusdo sequencial baseado no Critério de Informacao de Akaike, o
submodelo final € o modelo completo inicial.

Este exemplo ilustra o comentario feito acima: embora o melhor submodelo de quatro preditores corres-
ponda & exclusao do preditor Peso, que foi o preditor excluido no primeiro passo do algortimo baseado
nos testes ¢t a que ; =0, no caso do critério AIC essa exclusdo ndo chega a ser feita, obtendo-se um
submodelo final com mais preditores do que no caso da variante baseada nos testes t.

Uma adverténcia sobre algoritmos de pesquisa heuristicos (ou seja, que ndo garantem uma pesquisa
exaustiva entre todos os possiveis submodelos), como é o caso do algoritmo de exclusdo sequencial (nas
duas variantes agora consideradas). Estas heuristicas ndo garantem a identificagdo do melhor submodelo

com um dado numero k£ de preditores. Apenas identificam, de forma que nido é computacionalmente
muito pesada, submodelos bons.

Outra adverténcia final, relativa a processos de seleccao de submodelos duma regressao linear multipla:
0s processos agora descritos devem ser usados com bom senso e eventuais submodelos obtidos devem
ser cruzados com outras consideragoes (como por exemplo, o custo ou dificuldade de obtengdo de cada
variavel, ou o papel que a teoria relativa ao problema em questao reserva a cada preditor).
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3.12 A Regressao Polinomial

Um caso particular de relagdo nao-linear, mesmo que envolvendo apenas uma varidvel preditora e a
varidvel resposta, pode ser facilmente tratada no ambito duma regressao linear multipla: o caso de
relacoes polinomiais entre Y e um ou mais preditores.

Consideremos os dados do Exercicio RLM 9, relativos a medi¢des sobre n = 600 folhas de videira, e
a relagdo entre a variavel resposta area foliar (Area) e um tunico preditor, o comprimento da nervura
principal (NP). A nuvem de pontos respectiva ¢ indicada na Figura [3.10, e sobre ela foi tragada a recta
de regressao. Ha curvilinearidade na nuvem de pontos, um fenémeno presente também no modelo de
regressao linear miltipla de Area sobre o comprimento das trés nervuras, estudado no Exercicio RLM 9.
Poderéa essa forma encurvada da nuvem de pontos ser bem descrita por uma parabola? Esta hipotese é
sugerida pela constatac¢do que o preditor NP é uma medida de comprimento (dimensdo um), enquanto a
variavel resposta é uma area (dimensao dois).

videiras$Area
300 400
| |

200
1

100
1

videiras$NP

Figura 3.10: A nuvem de pontos correspondente as medigdes, sobre n =600 folhas de videira, de duas
variaveis: area foliar (varivel Area, em c¢m?), no eixo vertical e comprimento da nervura principal (variavel
NP, em ¢m) no eixo horizontal. Sobre a nuvem foi tracada a recta de regressio linear. A curvilinearidade
da nuvem de pontos indica que a recta estd a subestimar as areas foliares das folhas com menores, e com
maiores, comprimentos de nervura, ou seja, das folhas mais pequenas e das folhas maiores.

Qualquer parabola, com equacao
Y = o+ Pz + far? (3.30)

pode ser ajustada e estudada como se se tratasse duma regressao linear entre a varidvel resposta Y e duas
varidveis preditoras: a varidvel X original, que passamos a designar como variavel X; = X, e a variavel
preditora definida pelos quadrados de X, que passamos a designar o preditor X = X2. Ajustemos um
modelo assim definido aos dados do Exercicio RLM 9 (videiras). Assinale-se a utilizacdo da fun¢io I na
formula associada ao comando 1m, para inibir a interpretacdo do simbolo = como um operador especial
na notacao das formulas e obrigando a sua utilizagdo como de facto se pretende, ou seja, como operador
aritmético de calculo duma poténcia.
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> summary(lm(Area ~ NP + I(NP~2), data=videiras))
Coefficients:

Estimate Std. Error t value Pr(>|t])
(Intercept) 7.5961 22.0431 0.345 0.731
NP -0.2172 4.0125 -0.054 0.957
I(NP~2) 1.2941 0.1801  7.187 1.98e-12 x*x*x
Residual standard error: 28.86 on 597 degrees of freedom
Multiple R-squared: 0.8162, Adjusted R-squared: 0.8155
F-statistic: 1325 on 2 and 597 DF, p-value: < 2.2e-16

A equacdo da pardbola ajustada resulta de utilizar os trés coeficientes ajustados pelo método de minimos
quadrados na equac¢ao B30 ou seja, é dada por

y = bg+biwy +boxy = 7.5961 — 0.2172x + 1.2941 2% .

A parédbola ajustada pode ser vista na Figura B3I}

2=0.8162 N
y =7.5951 —-0.2172x +1.2941x%

videiras$Area
300 400
I

200

100

videiras$NP

Figura 3.11: A nuvem de n =600 pontos relacionando Area e NP, com sobreposta a pardbola de minimos
quadrados, ajustada como indicado no texto.

Repare-se que o modelo de regressao linear simples, cuja equacao de base é Y =3y + 1 x, € um submodelo
do modelo parabdlico agora ajustado, correspondente a ter-se 52 =0 na equagao No teste ¢ a essa
hipétese, obtém-se um valor de prova p=1.98 x 10712, logo inferior a qualquer dos valores usuais de «,
levando assim & rejei¢do clara da hipotese Hy : 2 =0. Pode assim afirmar-se que esta paribola tem um
ajustamento significativamente melhor que a recta de regressdo linear simples de Area sobre NP, ou seja,
que o submodelo da equacao resultante de admitir que [ =0.

E legitimo afirmar que o modelo de regressio polinomial (quadratico) agora ajustado explica R? =81.62%
da variabilidade nas areas foliares observadas, uma vez que ndo houve transformagdio da varidvel resposta
Y. Trata-se duma pequena melhoria face ao valor (comparavel) R%=0.8004 da regressdo linear simples,
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mas uma diferenga que é, ndo apenas significativa (como o teste t-Student atrés realizado confirma), mas
sobretudo reflectindo um modelo que tende a aproximar melhor as areas foliares de folhas de qualquer
tamanho, nomeadamente as folhas mais pequenas e maiores.

O argumento acima ilustrado é extensivel a qualquer polinémio de qualquer grau, e em qualquer numero
de varidveis. Consdieremos dois exemplos:

e Um polinémio de grau p numa tdnica varidvel é da forma

= Bo+pBi1 _x +P2 x +53 It B 2P,

=T —wg —$3 =Tp

e pode assim ser ajustado como se fosse uma regressao linear miltipla com p ‘varidveis preditoras’
(as primeiras p poténcias da tnica variavel preditora z).

e Um polinémio de grau 2 em duas variaveis é da forma

= Po+ b1 Z +B2 & +Bs 2 +Ps 2 +PBs =z
—zl =T2 =x3 =x4 =I5

e corresponderia a ajustar uma regressao linear multipla nas cinco variaveis preditoras acima indi-
cadas.

3.13 O R? modificado

O R? modificado (adjusted R?, em inglés) é uma variante do Coeficiente de Determinacio que visa avaliar
a qualidade do ajustamento levando em conta a relagio entre o nimero de observagoes disponiveis (n) e
o nimero (p + 1) de parametros 8; que é necessario estimar.

Comecemos por relembrar a definicio do R? usual, e por reescrevé-la com base na Soma de Quadrados

Residual:
R _ SQR ] SQRE

SQT - SQT

O R? modificado resulta de substituir as Somas de Quadrados, nesta tiltima expressio, por Quadrados
Médios, como indicado na Defini¢ao seguinte.

Seja dada uma regressdo linear multipla, com p varidveis preditoras, ajustada com base em n
observacoes. Entdo define-se o R? modificado, R?

* od> como sendo:

MRE
Rmod — 1_Q7R7
QMT

_ SQRE
e QMRE= %15,

onde QMT= ‘ZQTT =5,

Esta definicdo merece varias consideracoes.
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1. Recordando que o Quadrado Médio Residual é o estimador (centrado) da variancia dos erros alea-

torios, 02, que é simultaneamente a variancia das observacoes Y; em torno da superficie linear que

2
mod

6’2

. . . . 2 _
relaciona Y e os seus p preditores, verifica-se que o R pode ser escrito como R; =1 — =

A segunda parcela é a razdo entre a varidncia de Y em torno da superficie linear que a relaciona

com o0s p preditores (62=QM RE) e a varidncia das n observagoes de Y, sem referéncia a qualquer

QMRE ede a reducio na variabilidade inexplicada de

QMT

Y, antes e depois de explicar parte dessa variabilidade através da relacao linear com os preditores.
22

modelo explicativo (s}). Assim, a fracgao

52 s2—6 . ~ . . .. . .
O valor R% ,=1— %> = ~5— mede assim a redugio relativa na variabilidade inexplicada de Y.
Yy Y

2. Pode ainda deduzir-se uma relagio directa entre o valor de R2, , e o valor do R? usual:

2 MRE SQRE 1 2 1
Rmod:l_QQMT :1_§QT'm:1_(1_R)'n_n(W' (3.31)

3. Tem-se sempre n—1 > n—(p+1), pelo que, a partir da relagdo no ponto anterior, se verifica sempre
a seguinte relagio: R? , < R%

4. Quando n > p + 1 (ou seja, quando ha muito mais observagdes que parametros no modelo),

o valor do factor é muito proximo de 1, pelo que as duas variantes de R? tém valores

n—1
n—(p+1)
aproximadamente iguais: R? ~ R% ..

n—1
n—(p+1)
bastante inferior a R?, excepto quando R? for muito préximo de 1. Assim, o R?,; penaliza ajus-
tamentos de modelos em que o nimero de observagoes nao seja muito maior que o nimero de

parametros do modelo (excepto se o valor de R? inicial for j& muito préximo de 1).

5. Se n é pouco maior que o numero de varidveis preditoras, entao é grande, e Rfmd vem

6. Algumas caracteristicas importantes a que estamos habituados no R? deixam de ser verdade no
2
Rmod’
mostra-se que a condicdo para que isso aconteca é que o R? usual seja inferior & razio entre o

namero de varidveis preditoras (p) e o numero de observag¢oes menos 1 (n — 1).

uma das quais é o facto de R2, , poder tomar valores negativos. No Exercicio RLM 22

Exemplifiquemos o uso do Coeficiente de Determinacao modificado com os dados brix, introduzidos no
Exercicio RLM 2 e ja considerados anteriormente. Trata-se dum conjunto de dados com n =14 observagoes
e em que a regressao linear multipla completa tem p=25 varidveis preditoras e p+1 =6 parametros. O valor
do Coeficiente de Determinacio usual & R?=0.8483. Mas o facto de o nimero de observacdes ndo chegar
ao dobro do numero de parametros do modelo significa que o factor de penalizacdo na expressao para
R? . dada na equacio (B31) é #;41_1) = % =1.625. Este factor vai aumentar em 62.5% a proporcao
de variabilidade ndo explicada pelo modelo (1 —R? =0.1517), elevando-o para 0.2465. O valor final de
R? . ¢é a diferenga deste valor para a unidade, ou seja, 1—0.2465=0.7535. Confirmemos (sem os erros
de arredondamento), com o auxilio do R que, na peniltima linha da listagem produzida pelo comando

summary aplicado a uma regressio linear, fornece os valores das duas variantes de R2.

> summary (brix.1lm)

[...]
Multiple R-squared: 0.8483, Adjusted R-squared: 0.7534

Outra chamada de atencdo importante é que, ao contrario do que sucede com o R? usual, um submodelo
pode ter R2, . maior do que um modelo completo. Ilustremos esta ideia recorrendo a outro conjunto
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de dados analisado nas aulas praticas, ou seja os dados milho do exercicio RLM 11. Aproveita-se este
exemplo para também chamar a atencdo de que a ja referidaja referidaja referida rotina leaps, que faz a
pesquisa exaustiva de submodelos com k < p preditores, também aceita (através do argumento method)
o R% ., como critério a optimizar. Em baixo invoca-se este comando no estudo dos dados do Exercicio
RLM 11.

> library(leaps)

> leaps(y=milho$y , x=milho[,-10], method="adjr2", nbest=1)

[...]

$adjr2 <--- o maior R2 modificado & no submodelo com k=4 preditores
[1] 0.5493014 0.6337329 0.6544835 0.6807418 0.6798986 0.6779395 0.6745412
[8] 0.6633467 0.6488148

3.14 Analise de Residuos e outros diagnoésticos

Tal como na Regressao Linear Simples, uma anélise de regressao linear multipla nao fica completa sem o
estudo dos residuos e de alguns outros diagnosticos. Este estudo adquire uma importancia ainda maior
na Regressao Linear Multipla onde, em geral, deixa de ser possivel visualizar a nuvem de pontos original
a procura de caracteristicas como curvaturas na relacio de fundo, heterogeneidade de varidncias dos erros
aleatorios, etc.

Grande parte do que se disse sobre residuos na Regressao Linear Simples mantém-se valido numa Re-
gressao Linear Multipla, havendo apenas que proceder a alguns ajustamentos de pormenor em certas
definicoes.

Comecemos por relembrar que o objectivo fundamental do estudo de residuos é o de validar os pressupostos
do Modelo Linear, nomeadamente a linearidade como relacao de fundo e os pressupostos relativos aos
erros aleatoérios €;: Normalidade, média zero, variancia constante o? e independéncia. Tal como na
regressao linear simples, nao é possivel estudar estes pressupostos directamente sobre os erros aleatérios,
uma, vez que eles nao sao conheciveis, mesmo apo6s a recolha de uma amostra. De facto, e a partir da
equacdo do modelo (primeiro ponto na Definigdo B, tem-se:

€ = Yi — (Bo + Biw1aiy + Bazay + -+ BpTyppiy) -

Substituindo os parametros 3; desconhecidos pelos seus estimadores 5; obtém-se os residuos (enquanto
varidveis aleatorias), como indicado na Defini¢io seguinte.

Seja dado o Modelo de Regressao Linear Multipla (Defini¢ido[B.5). Definem-se as variaveis aleatorias
residuos de cada observacao como sendo:

E =Y,-Y, =Y —(G+ me) + Bﬂzu) +..+ Bpﬂﬁp(i)) .
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Apo6s a seleccao dum amostra concreta, estas variaveis aleatorias tomam os valores numéricos:

ei = Yi—Ui = Yi — (bo+ 01213y + bazapy + ... + bppey) -

3.14.1 Propriedades dos Residuos sob o Modelo RLM

O modelo de Regressao Linear Multipla admite que
e —~ N0, %) Vi=1,..,n.
Sob 0 modelo RLM, as varidveis aleatorias residuos tém a seguinte distribuigio:
E; ~ N(0,0*(1—hy) Vi=1,..n, (3.32)

onde hj; é o i-ésimo elemento diagonal da matriz H = X(X!X)~!X* de projecgio ortogonal sobre o
subespaco C(X).

Este resultado sera demonstrado determinando a distribuicao, ao abrigo do Modelo RLM, do vector dos
n residuos, ou seja, do vector:

E=Y-Y =Y-HY = (I,-H)Y. (3.33)

Na Proposicao seguinte indica-se a distribui¢do de probabilidades deste vector aleatorio.

Proposigao 3.19: Distribuicao dos Residuos no modelo RLM

Dado o Modelo de Regressao Linear Miultipla, o vector dos residuos E= (I, fH)Y' tem distribuicao:

E ~ Nn(ﬁ,JQ(Ian)) .

Demonstragao 3.14: Proposigao [3.19

O vector dos residuos E = Y-Y = Y-HY = (I, —H)\? ¢ o produto duma matriz nao aleatéria
(I, —H) e um vector aleatorio (Y), sendo que este vector aleatorio Y tem distribuicao Multinormal.
Assim, E também tem distribuicao Multinormal, tendo em conta a tiltima propriedade da Proposicao
3.7 (pagina [106). Falta determinar os dois parametros dessa distribuigdo Multinormal, ou seja, o
vector esperado e a matriz de (co-)variancias de E.

O vector esperado de E resulta das propriedades da Proposicao e da distribuicao de Y (Propo-

sicdo B.8):

E[E] = B[I, - H)Y] = (In—H)E[}_?l = (I, -H)XB = XE—E{C_B/ = XB-XB =0,

—

:xﬁ =xf
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pois o vector XE € C(X) é uma combinagao linear das colunas de X, logo permanece invariante sob
a acgao da matriz de projeccio H: HXB = X (veja-se também o Exercicio RLM 4).

No que respeita a matriz de (co-)variancias do vector aleatorio dos residuos, ]:j, calcula-se a partir
das propriedades dessas matrizes (ProposicidoB.6)) e do facto de a matriz de projecgio ortogonal ser
(veja-se o Exercicio RLM 4) simétrica (H! = H) e idempotente (H? = HH = H):
VIE] = VL, -H)Y] = I, -H)V[Y|L, -H)" = ¢ (L, - H)L,(I, - H)
——

=021,

o? (L, —H)(I, -H) = ¢, -H-H+HH) = ¢*(I, - H).

Notas:

1. Como elementos individuais dum vector Multinormal tém distribuicdo Normal, esta garantida a
Normalidade de cada residuo E;. O respectivo valor esperado tem de ser nulo (como sdo todos

—

os elementos do vector esperado E[E]=0). A respectiva variancia é dada pelo i-ésimo elemento
diagonal da matriz de (co-)variancias de E, ou seja, por o2 (1 —h;;). Assim, e como indicado
inicialmente, tem-se E; ~ N (0, o? (].—hii))a para qualquer residuo E;.

2. A distribuigao dos residuos E; é analoga & ja considerada na regressao linear simples (embora néo
haja, ao contréario do que acontecia na regressao linear simples, uma formula alternativa para h;;).
Assim, grande parte da discussdo sobre residuos num Regressdo Linear Multipla sera analoga & que
j4 foi considerada na Regressao Linear Simples.

3. Embora no modelo RLM os erros aleatérios sejam independentes, os residuos ndo sdo varidveis
aleatdrias independentes, pois as covariancias entre residuos diferentes nao sdo (em geral), nulas:

covlE;, Ej] = —o®hij, sei#j,

onde h;; indica o elemento da linha 7 e coluna j da matriz H. Recorde-se que dois elementos dum
vector Multinormal (como sdo E; e E;) sdo independentes se e s6 se tiverem covariancia nula.

3.14.2 Analise dos residuos e outros diagndsticos
3.14.2.1 Varios tipos de residuos

Tal como na Regressao Linear Simples, definem-se diferentes tipos de residuos:

Residuos usuais : E; =Y; —Y;;

Residuos (internamente) estandardizados : R; = ——L£ .
VQMRE (1—hy,)
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Residuos Studentizados (ou externamente estandardizados): T; = By ,sendo QM RE|_;
VQMRE_; (1=h;)

o valor de QM RE resultante de um ajustamento da Regressio excluindo a i-ésima observagao (as-
sociada ao residuo F;).

3.14.2.2 Principais graficos de residuos

Tal como para a Regressdo Linear Simples, também em regressoes multiplas se avalia a validade dos pres-
supostos do modelo através de grdficos de residuos. Mas estes graficos sdo agora mais importantes do que
na RLS, dada a impossibilidade de visualizagdo de nuvens de pontos em espacos de alta dimensionalidade.

Os graficos mais usuais sao os ja considerados na RLS e a sua leitura faz-se de forma anéloga:

grafico de E;s vs. Y;s: os pontos devem-se dispor numa banda horizontal, centrada no valor zero, sem
outro padrao especial. Curvaturas questionam a hipétese de linearidade e efeitos de tipo funil
questionam o pressuposto de homogeneidade de variancias.

qq-plot dos residuos estandardizados: a linearidade neste grafico sustenta o pressuposto de Norma-
lidade dos erros aleatorios.

grafico de residuos vs. ordem de observagao: parainvestigar eventuais faltas de independéncia dos
erros aleatorios.

3.14.2.3 O efeito alavanca

Como na Regressao Linear Simples, outras ferramentas de diagnostico visam identificar observagoes
individuais que merecem ulterior analise. Mas importa adaptar as definicoes ao contexto de Regressao
Multipla.

Numa Regressao Linear Multipla, o valor de efeito alavanca (leverage, em inglés) é o valor h;; do
elemento diagonal da matriz de projeccao ortogonal H, correspondente & observacao .

Continua a ser verdade que tem de ter-se % < h;; < 1. O conceito tem uma interpretacao andloga ao que
tinha na regressdo linear simples: uma vez que a variancia dum residuo ¢ dada por V[E;] = o2(1—hy;)
(equagaoB.32), valores de h;; muito grandes (proximos de 1) indicam que os residuos tém, além de média
zero, também varidncia proxima de zero, ou seja, serdo necessariamente proximos de zero. Esse facto
indica que a observacao i ’obriga’ a superficie ajustada a passar proximo dela. Tal facto pode ainda ser
analisado de outra forma: uma vez que o vector dos valores ajustados de Y, é dado por § = Hy, o i-ésimo
valor ajustado é dado pelo produto interno da linha ¢ da matriz H com o vector das observacoes 3?, ou
seja,

i = hijy; , (3.34)
j=1
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onde h;; indica o elemento que estd na linha ¢, coluna j, da matriz H. Assim, cada valor ajustado de
Y é uma combinagéo linear das n observagoes de Y. Como a soma dos coeficientes tem de ser 1 (pois
HT, = fn), valores de h;; préoximos de 1 significam que o i-ésimo valor ajustado ¢; depende sobretudo
da propria observacao y;, e pouco das restantes observagoes. Assim, tem-se §; = y;, implicando que para
0 i-ésimo residuo se tem e; =7; — y; ~0.

No entanto, a expressao do valor médio das observagoes alavanca numa RLM é agora dado por

p+1

b

E:

n

ou seja, pela razao entre o numero de parametros e o nimero de observagoes.

3.14.2.4 Influéncia

A distancia de Cook para avaliar a influéncia da observagao ¢ define-se agora como:

oo . 2
> 95— i)
— J=1

" (p+1)QMRE '

onde §; o j-ésima valor ajustado, usando o hiperplano ajustado com as n observagoes, e g; _, 0
valor ajustado da j-ésima observacao, mas usando o hiperplano ajustado sem a observagao .

Expressao equivalente é (sendo R; o correspondente residuo estandardizado) dada por:
hii 1
D; = R? =) —.
! ¢ (1 — h” P + 1

Os restantes aspectos da discussao sao analogos aos duma RL Simples, podendo contruir-se graficos com
estes diagnosticos.

3.14.2.5 Um exemplo de graficos de diagnostico

Um exemplo de graficos de diagnoésticos no contexto duma Regressao Linear Multipla pode ser dado
com os dados brix, do Exercicio RLM 2, como mostrado na Figura 312 Estes graficos foram obtidos
aplicando o comando plot ao modelo de regressao linear ajustado, dando ao argumento which os valores
4 e 5, respectivamente:

> plot(brix.lm, which=c(4,5))

Os valores muito grandes de varias distancias de Cook e efeitos alavanca h;; deste exemplo reflectem o
reduzido ntimero de observagdes (n=14) usado para ajustar um modelo com muitos parametros (p+1=6).
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Cook’s distance Residuals vs Leverage

15
>
2
1
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Standardized residuals

<7130
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Figura 3.12: A esquerda, um diagrama de barras com as distancias de Cook de cada observacdo. A direita,
o grafico de residuos (internamente) estandardizados (eixo vertical) contra valores do efeito alavanca (h;)
e, nos cantos do lado direito, as isolinhas correspondentes as distancias de Cook 0.5 e 1. Repare-se nas
trés observagdes com influéncia muito grande (D; > 0.5) e efeito alavanca elevado, facto que ¢ também
reflexo do ntimero relativamente pequeno de observacoes disponiveis para ajustar este modelo.

3.15 Adverténcias finais

Para encerrar esta discussao de Regressoes Lineares Miiltiplas, deixemos algumas adverténcias:

1. Podem surgir problemas associados & multicolinearidade das variaveis preditoras, ou seja, ao facto
das colunas da matriz X serem linearmente dependentes (multicolinearidade exacta) ou quase (mul-
ticolinearidade aproximada).

No caso de multicolinearidade exacta nas colunas da matriz do modelo X, nao existe a inversa
(X!X)~!, que desempenha um papel fundamental na defini¢do, quer da matriz de projecgdes or-

togonais H (logo dos valores ajustados Y), quer do vector de estimadores ,3 Mesmo no caso de
apenas existir multicolinearidade aproximada, tém-se varios problemas:

e podem surgir problemas numéricos no célculo de (X*X)~!, logo no ajustamento do modelo e
na estimacao dos parametros.

e havera tendéncia para a existéncia de varidncias muito grandes de alguns estimadores B;s (ou
seja, de elementos diagonais grandes na matriz o2 (X*X)™!), o que significa muita incerteza
na inferéncia (por exemplo, intervalos de confianca de muito grande amplitude).

Um exemplo frequente de multicolinearidade exacta surge quando se utilizam variaveis preditoras
que correspondem a diferentes percentagens cuja soma seja necessariamente 100% (como por exem-
plo, na textura dos solos). Nesse caso, a soma das colunas da matriz X correspondentes a esses
preditores seré igual a 100 1,,, pelo que existira uma dependéncia linear exacta (ou aproximada, no
caso de erros de arredondamento) nas colunas de X.

E possivel eliminar multicolinearidades exactas ou aproximadas entre os preditores, através da
exclusdo de uma ou mais variaveis preditoras que sejam responséveis pela dependéncia linear (exacta
ou aproximada) dos preditores.
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2. Tal como na Regressdo Linear Simples, podem ser usadas transformagoes da variavel resposta e/ou
de (algumas ou todas) as variaveis preditoras. Em particular, podem ser uteis transformagoes que
linearizem a relacdo entre Y e os preditores X, X», ..., X,. Tal como na regressao linear simples,
tais transformacoes linearizantes podem permitir estudar relacoes de tipo nao-linear através de
relagoes lineares entre as variaveis transformadas.

Considerem-se por exemplo os dados do Exercicio RLM 15, que correspondem a uma relagao nao
linear, de tipo dupla poténcia, entre a variavel resposta Y e dois preditores x1 e xo:

_ b _c
Yy = axry Ty

Logaritmizando, obtém-se uma relacdo linear entre y* = In(y), = = In(x1) e 3 = In(z2) (com
bo =In(a), by = be by =c):

In(y) = In(a) + b In(z1) + ¢ In(z2) = y* = by + by x] + by 5.

3. Nao se deve confundir a existéncia de uma relagdo linear entre preditores X1, Xo, ..., X, e varidvel
resposta Y, com uma rela¢do de causa e efeito. Sendo possivel que exista uma relagdo de causa e
efeito, poderao também verificar-se outras situagoes, entre as quais:

e Uma relacao de associa¢ao, ou seja de variacdo conjunta dessas varidveis, mas nao de tipo
causal. Tome-se, por exemplo, varidveis morfométricas em que é frequente que animais ou
plantas com uma medi¢do maior numa caracteristica sejam igualmente maiores nas restantes
caracteristicas (correspondendo a individuos globalmente maiores), mas sem que se possa dizer
que um caule maior, por exemplo, provoca raizes maiores. Por vezes, quer os preditores, quer
a variavel resposta, sao influenciadas por causas comuns subjacentes.

e Uma relacao totalmente espiria, de coincidéncia numeérica.

A existéncia duma relagio causal (ou seja, de causa e efeito) s6 pode ser afirmada com base em teoria
propria do fenémeno sob estudo, e ndo com base na relacao linear estabelecida estatisticamente.
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Analise de Variancia

A Regressdo Linear visa modelar uma variavel resposta numérica (quantitativa), & custa de uma ou
mais varidveis preditoras, igualmente numéricas. Mas uma variavel resposta numérica pode depender
de variaveis qualitativas (categdricas), ou seja, de um ou mais factores. A Analise de Variancia
(ANOVA) ¢é uma metodologia estatistica para lidar com este tipo de situagtes. Foi desenvolvida nos
anos 30 do Século XX, na Estacio Experimental Agricola de Rothamstead (Inglaterra), por R.A. Fisher.

4.1 Dois exemplos: os lirios por espécie

Considere-se de novo o conjunto de dados iris. Até aqui ignorou-se o facto de os 150 lirios para os quais
existem informagoes pertencerem a trés diferentes espécies: Iris setosa, Iris versicolor e Iris virginica.

Figura 4.1: As trés espécies de lirios nos dados iris: & esquerda uma Iris setosa; a meio uma Iris
versicolor; & direita uma Iris virginica.

E natural perguntar se os valores médios de cada caracteristica morfométrica diferem consoante as espé-
cies. Uma inspecgao dos diagramas de extremos e quartis das variaveis morfométricas (numéricas) por
espécie, pode sugerir respostas.

A Figura[@2sugere que a largura média das pétalas difere entre as espécies de lirios consideradas. No que
respeita as larguras das sépalas, essas diferencas sdo menos pronunciadas. Mas, em qualquer caso, e uma
vez que os diagramas de extremos e quartis foram construidos com apenas 50 observacoes de cada espécie,
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Largura das pétalas de lirios, por espécie Largura das sépalas de lirios, por espécie

: : w0 |
: : ©
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Petal. Width
Sepal. Width

T T T T T T
setosa versicolor virginica setosa versicolor virginica

Species Species

Figura 4.2: Os diagramas de extremos e quartis, por espécie de lirios, nos dados iris. A esquerda,
relativos as larguras das pétalas. A direita, relativos as larguras das sépalas.

surge de forma natural um problema inferencial: pode afirmar-se que as diferencas observadas reflectem
verdadeiras diferencas nos valores médios populacionais de cada espécie? Ou estamos perante diferencas
apenas nos valores amostrais, e que resultam da variabilidade associada a qualquer amostragem?

4.2 A ANOVA como caso particular do Modelo Linear

Embora a Analise de Variancia tenha historicamente surgido como método autéonomo, quer a Analise de
Variancia, quer a Regressdo Linear, sdo particularizagoes do Modelo Linear. Introduzir a ANOVA como
um caso particular do Modelo Linear permite aproveitar a teoria estudada aquando da consideracao das
Regressoes Lineares. Procurar-se-a enquadrar o mais possivel o estudo da ANOVA no contexto geral
analisado anteriormente.

4.2.1 Terminologia e notagao

Fixemos terminologia e notacdao adequada ao contexto. Designa-se:

Variavel resposta Y: uma varidvel numérica (quantitativa), que se pretende estudar e modelar.
Factor: uma variavel preditora categdrica (qualitativa);

Niveis do factor: as diferentes categorias (“valores”) do factor.

Os niveis do factor podem ser encarados como as diferentes situagdes erperimentais onde se efectuam
observacoes de Y.
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Nos exemplos acima considerados, a variavel resposta podera ser a largura da pétala, ou a largura da
sépala. O factor preditor é dado pela espécie de lirios, que é um factor com k=3 niveis.

A expressio delineamento experimental designa a forma como foi organizada a experiéncia, indicando
aspectos como o numero de observacoes da varidvel resposta que correspondem a cada nivel de um dado
factor. Muitas das consideragbes que serdo feitas sobre delineamentos experimentais sdo genéricas para
qualquer experiéncia que envolva a recolha de dados a serem usados em modelos estatisticos. Mas algumas
consideragoes serao especificas das ANOVAs, razao pela qual se optou por apenas fazer a discussdo deste
tema nesta parte do programa.

4.3 A ANOVA a um Factor

No mais simples de todos os modelos ANOVA, a modelacdo da variavel resposta baseia-se numa tnica
variavel preditora (categorica). Esse modelo designa-se ANOVA a um Factor, ou ainda, ANOVA a 1
factor totalmente casualizado (one-way ANOVA em inglés). Designamos por k o nimero de niveis do
factor. No exemplo dos lirios, tem-se k=3 niveis do tnico factor preditor: as espécies.

Seré conveniente adequar a notagao ao contexto em apreco. Como de costume, admitimos que existem

ao todo n observagoes independentes de Y, mas designaremos por n; (com ¢ = 1,...,k) o numero de
k

observagoes correspondentes ao nivel ¢ do factor. Logo, > n;=n.
i=1

O caso de igual numero de observacoes em cada nivel é importante e merece uma designacao propria.

Um delineamento a um factor, onde existe o mesmo niimero de observacoes associadas a qualquer
nivel do factor chama-se um delineamento equilibrado, podendo designar-se por n. o niumero
comum de observagoes em todos os niveis do factor:

Ny = Ng = N3 = -+ = Ny (= ne) .

Os delineamentos equilibrados sdo aconselhdveis, por varias razoes que adiante se discutem. Nos deline-
amentos equilibrados, eziste igual quantidade de informacgao associada a cada uma das situacées experi-
mentais que, no caso de um delineamento com um tnico factor, correspondem aos k niveis do factor.

4.3.1 A dupla indexacao de Y

Na regressdo linear indexavam-se as n observagoes de Y com um unico indice (i), variando de 1 a n.
Neste novo contexto, é preferivel utilizar dois indices para indexar as observagoes de Y:

e um primeiro indice (7) indica o nivel do factor a que a observagao corresponde;

e um segundo indice (j) permite distinguir as observag¢des num mesmo nivel, também designadas por
repeti¢oes nesse nivel.
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Assim, a j-ésima observagao de Y, no i-ésimo nivel do factor, é representada por Y;; , (com i=1,... k
€ ]:1, ,TLZ)

4.3.2 A equagao do modelo ANOVA a um factor

A equacdo do modelo serd mais simples do que na regressdo, reflectindo a natureza mais pobre da
informagao disponivel para modelar a variavel resposta Y. De facto, numa ANOVA a um tnico factor,
a modelacdo Y;; assenta apenas no facto de essa observagao corresponder ao nivel ¢ do factor. Nao ha
informacao no modelo para explicar diferentes valores de Y em repeti¢des num mesmo nivel do factor.
Assim, toda a variacao de Y no seio dum dado nivel sera considerada variagao aleatoria, nao explicada pelo
factor. Esta variacao aleatéria serd associada, como nas regressoes lineares, a erros aleatorios aditivos,
que também serdo indicados pela dupla indexacdo (e;;) a fim de os associar a uma dada observagio Y;.

Uma primeira equacao do modelo pode ser a seguinte:
Yvij = l; + €; , com E[Gij] =0,

onde p; representa o valor esperado das observagoes Y;; efectuadas no nivel ¢ do factor. Esta interpretacao
de p; resulta da exigéncia de que Ele;;] =0, ja que: p; = E[Y;;], ou seja, o valor esperado de qualquer
observacao no nivel i do factor.

Para poder enquadrar a ANOVA na teoria do Modelo Linear ja estudada, é conveniente re-escrever as
médias de nivel numa forma diferente, fazendo surgir uma constante aditiva comum a todas as observagoes.

ElYij] = pi = p+o.

O parametro p é comum a todas as observacoes, enquanto os parametros «; sao especificos para cada
nivel (7) do factor. Cada «; é designado o efeito do nivel ¢ e admite-se que seja uma constante (o0 que
por vezes leva a que este modelo seja chamado de efeitos fizos).

Tal como nos modelos de regressdo linear, admite-se que as observagdes Y;; oscilam aleatoriamente em
torno do seu valor médio:
Yij = pt+aitey, (4.1)

com Ele;;] = 0. Nesta forma, ndo é imediatamente evidente que estas equagdes sejam um caso particular
da equacao do Modelo Linear, uma vez que nao se explicitam variaveis preditoras. Mas veremos em
seguida que é possivel re-escrever a equagao ([&I]) salientando a presenga implicita de varidveis preditoras
duma natureza especial.

4.3.2.1 As variaveis indicatrizes

A equacao geral ([4.J)) significa que as n; observagoes efectuadas no nivel ¢ = 1 ficam:
Yij = pt+oartey,

as ny observacoes efectuadas no nivel ¢ = 2 ficam:
Yoj = p+az+ey,
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e por ai adiante, até :=k. Este conjunto de k equacoes pode ser escrita como uma tnica equagao geral,
introduzindo as chamadas variaveis indicatrizes de pertenca duma dada observacdo a cada nivel do
factor. De facto, defina-se a variavel Z,, (onde m € {1, 2, ..., k}) que, para uma dada observagio Y;; toma
valor 1 se a observagao foi feita no nivel m do factor, e 0 caso contrario, ou seja:

1 se +1=m
I, {0 se i#m (4.2)

Com a ajuda destas variaveis indicatrizes, as equacoes (1)), para qualquer nivel ¢, podem escrever-se como
uma tnica equacao, do tipo das equagoes do Modelo Linear, com os vectores das variaveis indicatrizes a
desempenharem o papel de varidveis preditoras:

YVij = ptad, +ad +..+ok +ej,

Definindo os vectores Z,, com os n valores da variavel indicatriz de cada nivel m do factor, pode re-
escrever-se esta equacido do modelo em notacdo matricial/vectorial (& semelhanga do que foi feito na
Regressao Linear):

? = ,ufn—i—oqfl+a2fg+a3f3+...+ak.’zk+€ (43)

—

& Y = X8 + €,
sendo as colunas da matriz do modelo X dadas pelo vector 1,, e os vectores das indicatrizes Z,,. Sao
estas variaveis indicatrizes que desempenham agora o papel das variaveis preditoras X; numa regressdo

linear multipla. A matriz do modelo X permite identificar as observac¢oes de cada nivel do factor. O
vector dos parametros B8 tem elementos: u e os efeitos ;.

Exemplo Vejamos um pequeno exemplo em que se admite haver um factor com k=3 niveis e apenas
n=9 observacoes, assim distribuidas pelos niveis: n; = 3, ny = 4 e ng = 2. Admitamos que as observacoes
estao agrupadas e ordenadas pelos respectivos niveis. Tem-se a seguinte equacao do modelo:

M Y1 1 1 0 07 [ €11 ]
Yio 1 1.0 0 €12
Yi3 1 1 0 0 €13
Yor 1010 5 €21
Yoo | =1 01 0 a; + | e (4.5)
}/23 1 0 1 0 o €23
You 1 01 0 N , €24
YE&l 1 0 0 1 :E €31

L Y32 | L1 0 0 1] L €32 |

—_— —_——
% =X z

4.3.2.2 O problema do excesso de parametros

Existe um problema “técnico” com a equagao do modelo definida na equagao ([L3): as colunas da matriz do
modelo X assim construida sao linearmente dependentes, ja que a soma de todas as variaveis indicatrizes
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é uma coluna de uns, ou seja a primeira coluna de X pode ser escrita como uma soma das restantes. Esse
facto implica que a matriz X*X nao é invertivel, pelo que o vector de estimadores ndo esta bem definido.
Pode afirmar-se que o modelo tem um ezcesso de pardmetros ja que, em tltima analise o problema resulta
de haver k 4+ 1 parametros para estimar, mas apenas k situagoes experimentais onde se podem estimar.

roblema pode ser resolvido de varias formas, uma vez que é possivel impor varias restri¢oes alternativas
O probl d lvido d f , 1 t 1t t
que facam desaparecer a dependéncia linear das colunas de X. Entre as solugdes possiveis para este
problema encontram-se:

Solugao 1: retirar o parametro u do modelo. Esta solucgao:

e corresponde a retirar a coluna de uns da matriz X;

e cada «; passa a ser equivalente & média do nivel, ;.
Mas,

e esta solucdo nado se pode generalizar a situagoes mais complexas, com mais do que um factor;

e e esta solucdo é mais dificil de encaixar na teoria ja dada do Modelo Linear, uma vez que
desapareceria a constante aditiva comum a todas as observagoes (o pardmetro 5y dos modelos
de regressio linear).

~ A . . k =

Solugao 2: imp6r uma restricdo do tipo > ; a; = 0. Repare-se que esta equacdo corresponde a
reduzir o nimero de parametros «; livres, ja que conhecendo o valor de k—1 desses parametros, o
iltimo é obrigado a tomar o valor que assegure a soma nula.

e Fsta é a solugdo classica, ainda hoje frequente em livros de ANOVA; mas

e ¢ mais dificil de encaixar na teoria geral do Modelo Linear, pelo que nao sera utilizada.
Solugao 3: tomar oy = 0: serd a solugdo utilizada.
e corresponde a excluir do modelo (e de X) a variavel indicatriz do primeiro nivel;

e permite aproveitar a teoria do Modelo Linear e é generalizavel.

Cada solucdo tem implicagoes na forma de interpretar os parametros. Admitir a terceira op¢ao, ou seja,
exigir que a; =0, corresponde a excluir a primeira variavel indicatriz (Z;) na equacdo L3l No exemplo
acima, a condigdo a; =0 permite re-escrever a equagao (4.3) da seguinte forma:

Yi1 1 0 O €11
Yi2 1 0 O €12
Yis 1 0 O €13
Yo1 1 1 0 1% €21
Yoo | =] 1 1 0 a2 |+ | e
Yas 1 1 0 [e %} €23
Y31 1 0 1 €31
L Y32 J L 1 0 1 J L 632 J
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Agora, o parametro pu é o valor médio das observagoes do nivel i =1 (e serd doravante escrito como
p=pi1):

Yij = p+ey = p = EYi;] = p , Vi=1,...,m
Yo; = 1+ oo+ ey = pe = EY3] = p1+ oo , Vi=1,..,n9
}/3j = ,LL1+Oég+€3j = n3 = E[}/gj] = p1+ oz ,V]: y ey N3
Yij = m+arte; = = EYi] = mta  ,Vi=1.,n

4.3.2.3 Os efeitos de nivel o;

No modelo para uma ANOVA a um factor, cada «; (i > 1) representa o acréscimo que transforma a
média do primeiro nivel na média do nivel i:

a1 = 0

Qo = M2 — M1
a3z = M3 — M
o = M — M1

A igualdade de todas as médias populacionais de nivel p; equivale a que todos os efeitos de nivel sejam
nulos: a; =0, V i. Esta serd a Hipotese Nula que vamos querer testar contra a Hipotese Alternativa
de que exista pelo menos um nivel i para o qual «; # 0, o que equivale a dizer que existem pelo menos
dois niveis ¢ e ¢ tais que as respectivas médias populacionais diferem: p; # ;.

4.3.2.4 Estimadores dos parametros

Consideremos agora os estimadores dos parametros p e «; (=2, ..., k) acima referidos. Uma vez que se
escreveu a equacao do modelo na forma tipica de um Modelo Linear, é possivel afirmar que o vector com
os parametros ajustados pelo critério dos Minimos Quadrados é dado pela formula geral ja conhecida:

B = (X!X)7'X'Y .

o entanto, e como se viu, na a um factor o papel das variaveis preditoras ¢ desempenhado
N tanto, , ANOVA fact 1 d dit d had
pelas varidveis indicatrizes, variaveis que apenas podem tomar os valores 1 e 0. As k colunas da matriz
do modelo X sao os vectores 1,, Lo, I3, ... , Ly.

Dada esta natureza especial da matriz X, volta a ser possivel (tal como na Regressao Linear Simples,
mas ao contrario do que acontecia na Regressdo Linear Multipla) ter formulas para cada estimador indi-
vidual de um dos pardmetros. As formulas dos parametros ajustados, geram estimadores dos parametros
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populacionais que sdo as quantidades amostrais andlogas as que os parametros definem. Vejamos essas

— Uz
formulas. Sendo Y;. = nl >~ Y;; amédia das n; observacoes de Y no nivel i, tem-se:
(I
Jj=1

1751 — [141 = ?1.
Qa2 = M2 — 1 — Qo = Yo — Y.
as = M3 — 1 — Qs = Y3 — Y.
Qg = M — W1 — dk = ?k — ?1.

4.3.2.5 Os valores ajustados fﬁj

Do que foi visto, decorre que qualquer observagao tem valor ajustado:

Yij = i = in+é; =Y, . (4.6)

Ou seja, os valores ajustados Y;; sdo iguais para todas as observagdes num mesmo nivel ¢ do factor, e sao
dadas pela média amostral das observagoes nesse nivel.

Tal como na Regressao, estes valores ajustados de Y resultam de projectar ortogonalmente o vector Y
dos valores observados da varidvel resposta, sobre o subespaco de R™ gerado pelas colunas da matriz X:

Y =HY. Numa ANOVA a um factor, o subespago C(X) tem natureza especial: todos os vectores de
C(X) tém de ter o mesmo valor nas posi¢oes correspondentes a observagoes dum mesmo nivel do factor.

ai

ay
a1 + ag

ai + az
al 1n+a21'2+a3I3+...+aka: 0,1+0,3

a1 + as

)

a1+ ag

a1 + ag

O vector Y pertence a C(X), logo tem esta natureza. No caso do vector Y, o valor comum as observacoes
de cada nivel dado pela média amostral desse nivel.

4.3.3 O modelo ANOVA a um factor

Para se poder fazer inferéncia no modelo ANOVA a um factor, admite-se ainda que os erros aleatérios
€;; tém as mesmas propriedades que no modelo de regressao linear. O Modelo ANOVA a um Factor
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completo fica assim da seguinte forma.

Seja dada uma variavel resposta Y, que serd observada de forma independente em k niveis de um
factor. Existem n observagbes, Y;;, das quais n; estdo associadas ao nivel ¢ (i = 1,..., k) do factor.
Tem-se:

.Y = mm+ait+e;, Vi=1..,k, Vji=1..,n (com a restricio a; = 0).

2. €5 —~ N(0, 0% , Vi, j

3. {ei;}i; v.a.sindependentes.

O modelo ANOVA a um factor tem k pardmetros: a média de Y no primeiro nivel do factor, ui, e os
k — 1 acréscimos «; (i > 1) que geram as médias de cada um dos k — 1 restantes niveis do factor.
4.3.4 O modelo ANOVA a um factor - notagao vectorial

Alternativamente, o modelo ANOVA a um factor pode ser escrito, de forma equivalente, usando notagao
vectorial. O vector dos parametros do modelo é o vector:

B = (/,Ll,OéQ,Oég,"',Oék)t.

Seja dada uma variavel resposta Y, que serd observada de forma independente em k niveis de um
factor. O vector Y das n observagoes verifica:

.Y = H1 in+a2fg+a3f3+...+akfk +€ = XB'—{-E' , sendo
e 1, o vector de n uns; fg, fg, e fk as variaveis indicatrizes dos niveis indicados;
o X=|1,|Zy|Zs| - | Is a matriz do modelo;
b .B = (,u’la Qg, a3, " -+ 7ak)t'

2. O vector dos erros aleatoérios tem distribuicao € ~ N, (6, 0%1,), sendo I,, a matriz identidade
n xn.

Trata-se dum modelo andlogo a um modelo de Regressao Linear Miltipla, diferindo apenas na natureza
das variaveis preditoras, que sdo aqui varidveis indicatrizes dos niveis 2 a k do factor. Este facto permite
aproveitar os resultados inferenciais ja estudados. Mas permite igualmente concretizagoes especificas do
contexto ANOVA, para as quais viramos agora a atengao.
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4.3.5 O teste F' aos efeitos do factor

Ja se viu que a hipétese de que nenhum dos niveis do factor afecte a média da varidvel resposta. corresponde
a hipotese
ay = azg = ... = ap = 0

<:>/J‘1:/J‘2:M3:"':Mk

Dado o paralelismo com os modelos de Regressao Linear, esta hipdotese corresponde a dizer que todos os
coeficientes das “variaveis preditoras” (na ANOVA, as variaveis indicatrizes Z;) sdo nulos.

Logo, é possivel testar esta hipdtese, através dum teste F de ajustamento global do modelo (ver Secgio
B9). Trata-se dum caso particular do modelo linear, mas neste contexto ha notagio e formulas especificas
associadas a este teste.

4.3.5.1 Notacao e graus de liberdade

Numa ANOVA a um factor, utilizaremos SQF em vez de SQR, para indicar a Soma de Quadrados
associada & variabilidade explicada pelo Modelo, ou seja, aos efeitos do Factor. A defini¢do desta Soma
de Quadrados é idéntica ao visto no contexto da regressao.

Numa ANOVA a um factor, o nimero de preditores do modelo (as variaveis indicatrizes dos niveis
2,3,..,k) ¢ p =k—1 e o nimero de pardmetros do modelo é p+1 = k. Logo, os graus de liberdade
associados a cada Soma de Quadrados sdo:

SQ gL
SQF k-1
SQRE n—k

0s Quadrados Médios continuam a ser os quocientes das Somas de Quadrados a dividir pelos respectivos
graus de liberdade:

QMRE = SQRE. (4.7)
n—=k

SQF

MF = ;
Q 1

4.3.5.2 O Teste I

Sendo valido o Modelo de ANOVA a um factor, tem-se entdo o seguinte teste F' d existéncia de efeitos
do Factor:

Proposigao 4.1: Teste F' aos efeitos do factor

Hipoteses: Hp:a; =0, Vi=2,...,k vs. Hy :3i=2.,ktq « #0.
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[FACTOR NAO AFECTA| vs. [FACTOR AFECTA Y]

Estatistica do Teste: F' = QQAQJRFE ~ Fli—1,n—k) se Hg é verdade.

Nivel de significancia do teste: «
Regiao Critica (Regiao de Rejeicao): (Unilateral direita) Rejeitar Ho se Feate > fa(k—1,n—k)

A forma da regido critica é indicada na Figura .3

df(x, 4, 16)
Il Il Il Il Il Il

00 01 02 03 04 05 06 07

Figura 4.3: Uma regido critica unilateral direita para o teste F' & existéncia dos efeitos do Factor.

No contexto duma ANOVA a um Factor, as Somas de Quadrados e Quadrados Médios tém formulas
especificas, que permitem o seu célculo a partir dos indicadores simples (médias e varidncias amostrais)
das observacoes de cada nivel do factor. Estas formulas sdo analisadas na subsec¢do seguinte.

4.3.6 Os residuos, SQRE e QMRE

Viu-se na equacao (£6) que os valores esperados de Y, numa ANOVA a um factor, sdo dados pela média
amostral das observacoes de Y nesse factor: YU = f; =Y,.. Assim, o residuo da observacio Yi; € dado
pela sua diferenca em relacao a média amostral de nivel:

Eyj = Yi;—Yy = Y=Y, . (4.8)

A Soma de Quadrados dos Residuos é, como sempre, o somatorio do quadrado dos residuos ao longo de
todas as n observacoes. No entanto, a nossa op¢ao por usar uma dupla indexacao para referenciar cada
observacao individual implica que para calcular tais somas ao longo das n observagoes seja necessario
usar um duplo somatério:

k  n ko ng k
SQRE = > N E% = 3N (v - Z (n=1) 57, (4.9)
i=1 =1

i=1 j=1 j=

Uz —
= > (Yij —Yi.)? € a varidncia amostral das n; observages de'Y no i-ésimo nivel do factor.

2 _ _1
onde Sj = ——

Assim, SQRFE mede a variabilidade no seio dos k niveis, variabilidade que nio é explicada pelo modelo.
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O Quadrado Médio Residual é uma média ponderada das varidncias amostrais de nivel dos Y;;, ou seja,
dos SZ:

k
E 1
QMRE — S9RE y -7, (4.10)
—
=1

n—k

(tendo-se Ek: (ni—1)=n—k).

i=1

4.3.6.1 Formulas para SQRE e QMRE em delineamentos equilibrados

As expressoes para SQRE e QM RE simplificam ulteriormente no caso de um delineamento equilibrado,
ou seja, de um delineamento em que todos os niveis do factor tém o mesmo nimero n. de observagoes.

De facto, se ny = ng = ... = ni(=n.), tem-se n = n. - k, e:
k
SQRE = (n.—1))_S;
i=1
ne—1 < Dt & 1<
@ n—k;Z k(ﬂ(zr);l k;l

Assim, em delineamentos equilibrados, o Quadrado Médio Residual, QMRE, é a média simples das k
varidncias de nivel, nos valores da varidvel resposta Y.

4.3.7 A Soma de Quadrados e Quadrado Médio associados ao Factor
A Soma de Quadrados associada & Regressdo toma, neste contexto, a designacdo Soma de Quadrados
associada ao Factor e seré representada por SQF. De novo, para somar os quadrados das diferencgas entre

os valores ajustados de Y e a média global de todos esses valores, sera necessério usar duplos somatoérios.
A meédia da totalidade das n observacoes é dada por:

k  n;
Vo=

i=1 j=1

A Soma de Quadrados associada ao Factor é dada por:
) . .2 k - o,
SQF = >3- (V-7.) = X > (Vi -Y.)
k
s SQF = Y o (Vi-Y.)".

Assim, a Soma de Quadrados associada ao Factor, SQF', mede variabilidade entre as médias amostrais
de cada nivel.
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4.3.7.1 Formulas para SQF e QMF em delineamentos equilibrados

No caso de um delineamento equilibrado, com n; = ny = ... = ng(= n.), tem-se:
k
SQF = n. Y (Vi-Y.)" = ne(k—1)-5%
i=1 B
ko _ —
onde S%_ =5 > (Vi —Y..)? indica a variancia amostral das k médias de nivel amostrais. Dividindo

i=1
SQF pelos seus graus de liberdade (k — 1), obtém-se o Quadrado Médio associado ao Factor:

SQF

MF
@ k—1

2
= Ne- S?i“ .

2

Assim, em delineamentos equilibrados, o Quadrado Médio associado aos efeitos do Factor, QMF, é
proporcional & varidncia das k médias de nivel da variavel Y.

4.3.8 A relagao entre Somas de Quadrados

A relacdo fundamental entre as trés Somas de Quadrados, ja estudada no contexto geral de Modelos
Lineares, assume no caso da ANOVA a um Factor (mesmo com delineamentos néo equilibrados) um
significado particular:
SQT = SQF + SQRE
n _ k _ _ k

i
i=1j=1 i=1 i=1

onde:
SQT = (nfl)si mede a variabilidade total das n observacoes de Y

SQF mede a variabilidade entre diferentes niveis do factor (variabilidade inter-niveis);

SQRE mede a variabilidade no seio de cada nivel - a variabilidade intra-niveis que nao é explicada pelo
factor.

Esta é a origem histérica do nome Andlise da Varidncia: a varidncia de Y é decomposta (“analisada”, no
seu significado original) em parcelas associadas a diferentes causas. No caso duma ANOVA a um Factor,
as causas podem ser apenas o efeito do factor, ou outras nao explicadas pelo modelo (residuais).

4.3.9 A tabela de sintese da ANOVA a um Factor

E usual resumir toda esta informacio numa tabela-resumo da ANOVA a um Factor:
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Fonte gl SQ QM feale
Factor kE—1| SQF = ﬁ:l ni - (7. —7.)° QMF = iQTf Q%W%
Residuos | n —k | SQRE = ﬁ:l (n; —1)s? | QMRE = %

Total n—1 SQT = (n—1) 512/ _ _

Nota: Quer na coluna das Somas de Quadrados, quer na coluna dos graus de liberdade, o valor relativo &
linha Total é dado pela somas das correspondentes parcelas nas linhas do Factor e Residual. Esta relacao
nao é valida para a coluna dos Quadrados Médios.

4.3.10 A ANOVA a um Factor no R

No R define-se uma estrutura de dados especifica para varidveis qualitativas (categdricas), designada

factor. Um factor é criado pelo comando com o mesmo nome, factor, aplicado a um vector contendo

os nomes dos varios niveis.

Um vector com os nomes dos niveis é frequentemente criado usando o comando rep, que repete os
elementos de um vector de nomes, num niamero de vezes dado por um outro vector de valores numéricos.

Exemplifiquemos a criagdo dum factor correspondente ds 150 observagoes de lirios, e que indica que as
primeiras 50 observagoes da espécie setosa, seguidas de 50 observacoes da espécie versicolor, e finalmente
50 observacoes da espécie virginica.

> especie <- factor( rep( c("setosa","versicolor","virginica")

> especie
[1] setosa
[9] setosa

setosa
setosa

setosa
setosa

setosa setosa

setosa setosa

[17]
[25]
[33]
[41]
[49]
[57]1
[65]
[73]
[81]
[89]
[97]
[105]
[113]
[121]
[129]
[137]
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setosa
setosa
setosa
setosa
setosa
versicolor
versicolor
versicolor
versicolor
versicolor
versicolor
virginica
virginica
virginica
virginica

virginica

setosa
setosa
setosa
setosa
setosa
versicolor
versicolor
versicolor
versicolor
versicolor
versicolor
virginica
virginica
virginica
virginica

virginica

setosa
setosa
setosa
setosa
versicolor
versicolor
versicolor
versicolor
versicolor
versicolor
versicolor
virginica
virginica
virginica
virginica

virginica
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setosa
setosa
setosa
setosa
versicolor
versicolor
versicolor
versicolor
versicolor
versicolor
versicolor
virginica
virginica
virginica
virginica

virginica

setosa
setosa
setosa
setosa
versicolor
versicolor
versicolor
versicolor
versicolor
versicolor
virginica
virginica
virginica
virginica
virginica

virginica

- 2020-21

setosa
setosa
setosa
setosa
setosa
setosa
versicolor
versicolor
versicolor
versicolor
versicolor
versicolor
virginica
virginica
virginica
virginica
virginica

virginica

setosa
setosa

, ¢(50,50,50) ) )

setosa
setosa

setosa
setosa
setosa
setosa
versicolor
versicolor
versicolor
versicolor
versicolor
versicolor
virginica
virginica
virginica
virginica
virginica

virginica

setosa
setosa
setosa
setosa
versicolor
versicolor
versicolor
versicolor
versicolor
versicolor
virginica
virginica
virginica
virginica
virginica

virginica
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[145] virginica virginica virginica virginica virginica virginica
Levels: setosa versicolor virginica

A 1ltima linha mostrada acima, comecgada pela palavra Levels, é caracteristica dos objectos da classe
factor. Nessa linha, listam-se 0os nomes dos niveis do factor. O comando summary, aplicado a um factor,
indica o nimero de observagoes em cada nivel do factor. Por exemplo, no objecto iris, a coluna Species é
um factor (igual ao factor especie acima criado), enquanto as restantes sdo variaveis numéricas. Vejamos
como a fun¢ao summary lida com factores:

> summary (iris)

Sepal.Length Sepal.Width Petal.Length Petal.Width Species
Min. :4.300 Min. :2.000 Min. :1.000 Min. :0.100 setosa :50
1st Qu.:5.100 1st Qu.:2.800 1st Qu.:1.600 1st Qu.:0.300 versicolor:50
Median :5.800 Median :3.000 Median :4.350 Median :1.300 virginica :50
Mean :5.843 Mean :3.057 Mean :3.758 Mean :1.199
3rd Qu.:6.400 3rd Qu.:3.300 3rd Qu.:5.100 3rd Qu.:1.800
Max. :7.900 Max. :4.400 Max. :6.900 Max. 2.500

Para efectuar uma. ANOVA a um Factor no R, os dados devem ser dados numa data.frame com duas
colunas:

1. uma coluna para os valores (numéricos) da variavel resposta;
2. outra coluna para o factor (com a indicagao dos seus niveis); esta coluna deve ter a classe factor.
As formulas usadas no R para especificar uma ANOVA a um factor sdo semelhantes as usadas na regressao

linear, mas indicando um factor como variavel preditora. Por exemplo, para efectuar uma ANOVA de
larguras das pétalas sobre espécies, nos dados dos n = 150 lirios, a formula é:

Petal.Width ~ Species

Embora seja possivel usar o comando 1m para efectuar uma ANOVA (a ANOVA é caso particular do
Modelo Linear), existe outro comando que produz informagcao sob a forma mais tradicional numa ANOVA:
o comando aov.

O comando aov produz uma espécie de mini-tabela resumo da ANOVA (um resultado diferente do
resultado do comando 1m) contendo as Somas de Quadrados e graus de liberdade para os dois tipos de
variabilidade: a explicada pelo Factor e a Residual. A fun¢io summary, quando aplicada ao resultado do
comando aov, produz o quadro-resumo completo da ANOVA.

Para obter as estimativas dos parametros ui, as, as, ..., ag, pode aplicar-se a funcido coef 4 ANOVA
ajustada.

As médias da variavel resposta, global e por nivel do factor, podem ser directamente obtidas através da
fungdo model.tables, com o argumento type=*‘‘means’’.

Por omissao, o R ordena os niveis de um factor por ordem alfabética, independentemente da ordem pela
) b)
qual surja a primeira instancia de cada nivel no conjunto de dados.
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Tlustremos a aplicacao destes comandos com um exemplo.

Na Seccéo [4.1] (pg. I533) motivou-se a ANOVA com dois exemplos, no segundo dos quais se consi-
deravam os diagramas de extremos e quartis das larguras das sépalas, por espécie de lirio. Vamos
agora verificar se as diferencas entre valores médios de largura de sépalas por espécie se podem
considerar significativas.

A ANOVA da largura de sépalas sobre espécies para os lirios invoca-se da seguinte forma:

> aov(Sepal.Width ~ Species, data=iris)
Call:
aov(formula = Sepal.Width ~ Species, data = iris)
Terms:
Species Residuals
Sum of Squares 11.34493 16.96200
Deg. of Freedom 2 147

Residual standard error: 0.3396877
O quadro de sintese completo desta ANOVA obtém-se com o comando summary:

> iris.aov <- aov(Sepal.Width ~ Species , data=iris)
> summary(iris.aov)

Df Sum Sq Mean Sq F value Pr(>F)
Species 2 11.35 5.672 49.16 <2e-16 **x*
Residuals 147 16.96 0.115

Neste caso, rejeita-se claramente a hipétese de que os acréscimos de nivel, «;, sejam todos nulos,
pelo que se rejeita a hipdtese de larguras médias de sépalas iguais em todas as espécies. Conclusao:
o factor (espécie) afecta a variavel resposta (largura da sépala).

No exemplo dos lirios, tém-se os seguintes valores estimados dos parametros u, as e as:

> coef (iris.aov)
(Intercept) Speciesversicolor Speciesvirginica
3.428 -0.658 -0.454

Assim:

e [, = 3.428: é a média amostral de larguras de sépalas setosa;
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e (o = —0.658: & o acréscimo (como &s é negativo, trata-se dum decréscimo) que, somado a
média amostral das setosa, d& a média amostral das larguras de sépalas versicolor;

e (i3 = —0.454: é o acréscimo que, somado & média amostral das setosa, d4 a média amostral
das larguras de sépalas virginica.

Eis as médias da variavel resposta, global e por nivel do factor, obtidas com a funcao model.tables:

> model.tables(iris.aov , type="means")
Tables of means

Grand mean

3.057333

Species

Species
setosa versicolor virginica
3.428 2.770 2.974

Também é possivel estudar uma ANOVA através do comando geral para os modelos lineares, o comando
1m. Este comando nao produz a habitual tabela resumo das ANOVAs. Produz os resultados das listagens
jé vistas aquando do estudo do Modelo Linear, mas com a importante diferenca que, sendo o preditor um
factor, os parametros do modelo serdo os indicados no modelo ANOVA (Definigao [£2)). Estes resultados
podem ser uteis para a construcao de intervalos de confianca ou testes de hipoteses, relativos ao parametro
w1 e aos efeitos do factor, a; (i > 1). Eis um exemplo, relativo 8 ANOVA da largura das pétalas sobre
as espécies de lirios:

> summary(lm(Petal.Width ~ Species , data=iris))
Call: Im(formula = Petal.Width ~ Species, data = iris)
...
Coefficients:

Estimate Std. Error t value Pr(>|t|)
(Intercept) 0.24600 0.02894 8.50 1.96e-14
Speciesversicolor 1.08000 0.04093 26.39 < 2e-16
Speciesvirginica 1.78000 0.04093 43.49 < 2e-16
Residual standard error: 0.2047 on 147 degrees of freedom
Multiple R-squared: 0.9289, Adjusted R-squared: 0.9279
F-statistic: 960 on 2 and 147 DF, p-value: < 2.2e-16

Os valores estimados dos parametros (fi = 0.246, &2 = 1.08 e &3 = 1.78) e respectivos erros padrao
podem servir para construir intervalos de confianca ou efectuar testes de hipoteses relativos aos valores
populacionais dos parametros, ou de suas combinacoes lineares, usando a teoria geral dos modelos lineares
estudada na Secc¢ao B3
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4.3.11 A exploracao ulterior de H,: as comparagoes miiltiplas de Tukey

A Hipoétese Nula, no teste F' numa ANOVA a 1 Factor, afirma que todos os niveis do factor tém efeito
nulo, isto é, que a média da variavel resposta Y é igual nos k niveis do Factor:

ay = azg = ... = ap = 0

<:>/J‘1:/J‘2:M3:"':Mk

A Hipotese Alternativa diz que pelo menos um dos niveis do factor tem uma média p; diferente da média
w1 do primeiro nivel, ou seja, que:

di talque «; #0
& di tal que w1 # w4

Um eventual opgao por H; indica que nem todas as médias de nivel de Y sdo iguais, mas (a nao ser
no caso simples de haver apenas dois niveis, ou seja, k = 2), ndo explicita quais pares de médias de
nivel devem ser considerados diferentes. Assim, a opc¢do por H; comporta a necessidade de aprofundar
ulteriormente a anéalise de precisamente quais sao os pares de niveis do factor em que as médias de Y se
devem considerar diferentes. Mesmo com apenas k=3 niveis do factor, a rejeicdo de Hy pode dever-se a
situacgoes diferentes, nomeadamente:
p1 = po # pz ie, az = 05 a3 # 0
M1 = p3
p1 # g2 = p3 e, az = az # 0;
wi todos diferentes ie., a2 # asz e ag,as # 0.

4
# p2 ie, a3 = 0; a2 # 0

Como optar entre estas diferentes alternativas? Uma possibilidade consiste em efectuar testes aos valores
dos efeitos «;, com base na teoria ji estudada anteriormente (recorde-se que um modelo ANOVA é um
modelo linear). Assim, por exemplo, um teste & Hipotese Hy : o =0 dir-nos-a se p3 = po & admissivel.
Por outro lado, um teste a hipétese Hy : as =g dir-nos-4 se é admissivel considerar que o = 3.

No entanto, esta abordagem comporta um problema. Exige k—1 testes a cada «; individual, mais
(kgl) testes a comparar pares de diferentes «;s. Assim, o numero total de testes a efectuar é @, e
se o numero de niveis k£ nao for muito pequeno, o nimero de testes t-Student a efectuar serd grande.
Um grande nimero de testes ¢, cada um dos quais realizados ao nivel de significAncia a, ndo permite
controlar do nivel de significancia global para o conjunto de todos os testes. Por exemplo, num factor
com k = 10 niveis, havera 45 testes de hipdteses a realizar, e a probabilidade de no conjunto de todos
estes testes de hipdteses se ter alguma vez incorrectamente rejeitado a hipotese da igualdade de médias

1; sob comparagido deixa de ser apenas o valor de a com que cada teste individual foi realizado.

Procurando ultrapassar este problema, foram desenvolvidas abordagens alternativas, cuja preocupacao
¢ avaliar a igualdade de todos os @ pares de médias (u; = 11, para todos os pares (i,j) de niveis),
mas podendo no final afirmar que a probabilidade de se ter rejeitado uma tal hipétese num qualquer

par, quando em todos ela era verdadeira, ¢ um valor de significAncia « controlavel pelo experimentador.
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Alternativamente, pode optar-se por construir um conjunto de intervalos de confianca para todas as
diferencas de médias populacionais, u; —u;, com um grau global de confianca 1—a em como qualquer
todas as diferencas de médias populacionais pertencem aos respectivos intervalos. Esse tipo de abordagens
designam-se de compara¢oes miltiplas. A mais utilizada de entre elas sera estudada na proxima Subsecgao.

4.3.11.1 Intervalos de confianca e testes de Tukey

As comparagoes miiltiplas de Tukey baseiam-se num resultado inferencial geral, mas cuja aplicacao é de
particular utilidade neste contexto.

Proposigao 4.2: Distribuicao de Tukey

Sejam {I/Vi}i-“:1 varidveis aleatorias independentes, com distribuicao Normal, e com os mesmos
parametros: W; ~ N (uw,03,), Vi=1,..., k.

e Seja Ry = maxW; — min W; a amplitude total amostral.
3 3

. . A s S
e Seja S3, um estimador da variancia comum o3, tal que "U_Zm ~ X2
w

e Sejam S, e R, variaveis aleatorias independentes.

Entdo, a amplitude Studentizada, Ig—xv‘/, tem uma distribuicio de Tukey, que depende de dois pard-
metros: k (dimensdo da amostra) e v (graus de liberdade da x? associada & estimagao de o%,).

Notas:

1. Omite-se a demonstracao.

2. Repare-se que este é um resultado relativamente geral, que permite conhecer a distribuicao de pro-
babilidades na amostragem duma amplitude Studentizada associada a qualquer amostra aleatoria
(W1, Wa, ..., W) duma (mesma) populagdo Normal. Assim, é um resultado que pode ser aplicado
em contextos diferentes do contexto da ANOVA, em que agora estamos interessados.

A utilidade da distribuicdo de Tukey para o problema da comparac¢io multipla de médias resulta do facto
de poder ser utilizado tomando as variaveis aleatérias Normais W; como sendo a diferenca entre as médias
amostral e populacional para cada nivel do factor. De facto, numa ANOVA a um factor, tem-se:

2 2
— o — g
Y, r\/\/'(ui,—> & Yi— /“N<0,—>
;g n;
Se o delineamento for equilibrado, isto é, ny = ny = ... = ng (= n.), as k diferencas Y;. — p1; terdo a mesma

. . . o~ 2 . ., . . o~ .
distribuicdo N (0, Z—), e podem ser consideradas as variaveis W; da Proposic¢ao Para construir a
amplitude Studentizada destas variaveis, é necessario um estimador da variancia comum o2 /n.. Uma vez
que n. é conhecido, apenas sera preciso um estimador da variancia dos erros aleatérios o2, estimador esse

., . , . . . . 2 2
de que ja dispomos: o Quadrado Médio Residual. Assim, o estimador de 2- ¢ dado por SE, = QMRE
c

Ne
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04

0.3
I

Densidade de Tukey

Figura 4.4: Densidade duma distribui¢cao Tukey com parametros k=3 e v =147.

2
Este estimador S%, verifica a exigéncia da Proposigio de que ”52‘"’ tenha distribuicdo x2, uma vez

que sabemos (Proposi¢ao [B.10) que S%%E r\xif(pﬂ), logo (e tendo em conta que p + 1=F no contexto

(n—k) QMRE

da ANOVA a um factor) tem-se s

led

_ (n—k)S}
=)

~x2_,. A restante condigao da Proposicio

verifica-se, pelo que a seguinte quantidécude tem a distribuicdo de Tukey, com parametros k e n — k (sendo
estes tltimos os graus de liberdade de QMRE)

Rw mz.aX(Yi‘ — i) — min(Y ;. — ;)
= J ~ Tukey,n—) (4.11)

Sw [QMEE
e

O quociente I;—:VV ndo pode ser negativo, por defini¢do das quantidades envolvidas na fraccao.

Intervalos de Confianga para f; — ;. Seja qq (k,n—k) 0 valor que numa distribui¢ao de Tukey com
parametros k e n — k, deixa & direita uma regidao de probabilidade . Entao, por defini¢ao:

Rw
P|l— < q4(kn— =1—-«.
S Ao (k, k):| Q

Logo, um intervalo de confian¢a (unilateral) a (1 — «) x 100% para a amplitude total Ry, é dado por:

[OMRE
Rw < qakn—k) SW = qakn—rk) " IS

Rw = max (Y, — ;) —min (Y. — ;)
i j

Mas a amplitude

é a maior de todas as diferencas, para qualquer i,j =1, ..., k, do tipo:

(Vi =) = Vi =) = |V = Yj) — (i — 1),
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Logo, para todos os pares de niveis i e j, tem-se, com grau de confian¢a global (1 — o) x 100%,

‘(?z - gj) - (:LL’L - MJ)‘ < RW < da (k,n—k) "/ %CRE

S Qo) VEEE < (pi—p5) — (U =Tj) < Qi) [/ PEE

Assim, tem-se (1—a) x 100% de confianca em como todas as diferencas de médias de nivel u; — p; estdo
em intervalos da forma:

| 0-7) ~ ot VEEE L (@ = Tp) + dagen EEE | (4.12)

Se para qualquer par (i,7) de niveis, o intervalo correspondente ndo contém o valor zero, entdo y; = p;
nao é admissivel.

Testes de Hipoteses para p; —p; = 0 ,V4,j. Alternativamente, a partir do resultado da equacdo
({IT) é possivel testar a Hipotese Nula de que todas as diferencas de pares de médias de nivel, p; —p1;,
sejam nulas, em cujo caso

‘71" - ?]| < o (kyn—k) "~/ %fE ’ v Za] (413)
com probabilidade (1 — «). Assim, qualquer diferenca de médias amostrais de nivel, Y, — ?j., cujo

Ao (kn—k) "/ Qj\n/[fE (414)

indica que, para esse par de niveis i, j, se deve considerar p; # u;. O nivel (global) de significancia de
todas estas comparagoes é a, ou seja, ha probabilidade o de se concluir que p; # p1; para algum par i, j,
se em todos 0s casos p; = [;.

modulo exceda o limiar

Sintetizando o que foi dito acima, temos o Teste de Tukey as diferencas de médias de nivel, numa ANOVA
a um Factor:

Proposigao 4.3: Testes de Tukey as diferengas de pares de médias

Hipoteses: Ho : py = pj, Vi,j  vs. Hy o 3i,j tq. s # py.
[FACTOR NAO AFECTA] vs. [FACTOR AFECTA Y]

Estatistica do Teste: }S%—VV“/’ ~ Tukeyp,n-r) se Ho.

Nivel de significancia do teste: «

Regra de rejeigao: Para qualquer par (i, j), rejeita-se p;=p1; se |Yi—Y | > Go(hnon) /PEE

Nc

A natureza da estatistica £ permite ndo apenas rejeitar Hy globalmente, como identificar o(s) par(es)

(i,4) responsaveis pela rejei¢do (a diferenga das correspondentes médias amostrais excede o termo de
comparagao), permitindo assim conclusées sobre diferencas significativas em cada par de médias.
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4.3.12 Comparacgoes miultiplas de médias no R

As comparagdes multiplas de médias de nivel, com base no resultado de Tukey, podem ser facilmente
efectuadas no R. Por um lado, os valores da func¢io distribui¢cao cumulativa e os quantis q, (x,,—r) duma
distribui¢do de Tukey podem ser calculados através das func¢oes ptukey e qtukey, respectivamente. Para
se obter o termo de comparacio nos testes de hipoteses a que p; — p1; = 0, o quantil de ordem 1 — a na
distribuicao de Tukey é obtido indicando os valores numeéricos de «, k e n — k no comando qtukey:

> qtukey(l-o, k, n — k)

O valor de vVQM RE ¢é produzido pelo comando aov, sob a designacao “Residual standard error”, e o
valor de QMRFE consta da tabela de sintese da ANOVA, produzido pelo comando summary aplicado a
uma ANOVA ajustada.

Pelo seu lado, o comando TukeyHSD calcula os intervalos de confianca a (1 — «) x 100% para as diferengas
de médias.

Voltando & ANOVA das larguras das sépalas sobre as espécies de lirios, tem-se:

> TukeyHSD(iris.aov)
Tukey multiple comparisons of means
95% family-wise confidence level

$Species

diff lwr upr p adj
versicolor-setosa -0.658 -0.81885528 -0.4971447 0.0000000
virginica-setosa -0.454 -0.61485528 -0.2931447 0.0000000

virginica-versicolor 0.204 0.04314472 0.3648553 0.0087802

Assim, o intervalo a 95% de confianca (o nivel de confianca por omisséo) para ps — p; (versicolor-
setosa) é | — 0.8189 , —0.4971 [. Uma vez que ndo inclui o valor zero, ndo é admissivel que
e — p1 = 0, ou seja, rejeita-se a igualdade de ug e pg.

Neste exemplo, nenhum dos intervalos de confianca para diferencas de pares de médias de nivel
inclui o valor zero, pelo que consideramos que p; # fj, para qualquer i # j, ou seja, todas as
meédias de espécie sao diferentes entre si.

O walor de prova indicado (p adj) deve ser interpretado como sendo o valor de « para o qual
cada diferenca de médias, y; — 7, , seria, pela primeira vez, considerada nao significativa. Assim, a
diferenca de médias amostrais para as espécies virginica e versicolor apenas seria considerada nao
significativa para um nivel de significancia @ = 0.00878. Ou seja, apenas intervalos de Tukey a mais
de (1 — a) x 100% = 99.122% de confianca, para essa diferenca de médias, conteriam o valor zero.

Representacgao grafica das comparagoes miltiplas. O R disponibiliza ainda um auxiliar gréafico
para visualizar as comparac¢oes das médias de nivel, através da funcio plot, aplicada ao resultado da
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funcdo TukeyHSD. O resultado de aplicar esse comando ao exemplo dos lirios é mostrado na Figura (4.5

95% family-wise confidence level

T

e

s JEm—

T T T T T T T
-0.8 -0.6 -0.4 -0.2 0.0 0.2 0.4

virginica—versicolor virginica—setosa  versicolor-setosa
1

Differences in mean levels of Species

Figura 4.5: Intervalos (a 95%) de confianga de Tukey para as diferencas das médias populacionais de
nivel, p; — p; das larguras das sépalas (dados dos lirios). Nenhum dos intervalos de confianca contém o
valor zero (assinalado pela linha vertical a tracejado), pelo que se rejeita a hipétese de igualdade para
todos os pares de médias.

4.3.12.1 Delineamentos nao equilibrados

Nota: Quando o delineamento da ANOVA a um Factor ndo é equilibrado (isto é, quando existe um
namero diferente de observagdes nos varios niveis do factor), os testes ou intervalos de confianca de
Tukey agora enunciados nao sao, em rigor, validos. Mas, para delineamentos em que o desequilibrio no
naumero de observacoes em cada nivel ndao seja muito acentuado, é possivel um resultado aproximado,
baseado no numero médio de observacoes por nivel, que a funcdo TukeyHSD do R incorpora.

4.3.13 Analise de Residuos e diagnésticos na ANOVA a 1 Factor

Em geral, a validade dos pressupostos do modelo estuda-se de forma idéntica ao que foi visto na Regressao
Linear. Mas ha algumas particularidades do contexto especifico da ANOVA, que importa sublinhar.

Nos grificos de residuos usuais (e;;) contra valores ajustados de y (§;;) para uma ANOVA a um factor,
os residuos aparecem sempre empilhados em k colunas. Tal particularidade ndo é um padrao indicativo
de problemas, e resulta do facto (visto na equagao L8] de qualquer valor ajustado g;; =7, ser igual para
observacoes num mesmo nivel do factor. Assim, todos os pontos correspondentes a um mesmo nivel do
factor terdo, no grafico referido, a mesma coordenada no eixo horizontal, criando as k “colunas” referidas.
Como foi indicado, este padrao ndo corresponde a qualquer violagao dos pressupostos do modelo e poderia
também surgir no contexto duma Regressao Linear, caso houvesse repeticoes de observacoes com valores
idénticos nas varidveis preditoras. Este tipo de grafico continua a ser 1til, porque permite inspeccionar
visualmente indicios de diferenca na variabilidade dos residuos em cada nivel do factor. Caso essa seja
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uma caracteristica evidente no grafico, suscita duvidas sobre a validade do pressuposto de homogeneidade
de variancias dos erros aleatérios.

A Figura 4.6 ilustra este padrao de residuos na ANOVA a 1 Factor correspondente aos dados dos lirios,
com a variavel resposta Sepal.Width e o factor preditor Species. A semelhanca na dispersao dos pontos
em cada coluna indicia que nao ha problemas com o pressuposto de homogeneidade de varidncias dos
erros aleatorios.

Residuals vs Fitted

1.0

ol18

0.5

Residuals
0.0
L
. o-oo.oroo.ooo
e eceocpocee o
ecccsdocesccse

-1.0 -05
L

Fitted values
aov(Sepal.Width ~ Species)

Figura 4.6: Grafico de residuos (usuais) contra valores ajustados de Y, na ANOVA da largura das sépalas
sobre o factor espécies. O padrao das colunas é expectavel e ndo indicia qualquer viola¢ao de pressupostos
do modelo. A dispersao semelhante dos pontos em cada uma das colunas é compativel com o pressuposto
de variancias homogéneas dos erros aleatorios.

Outra particularidade do contexto da ANOVA a um factor diz respeito aos indicadores de diagnéstico,
e mais concretamente aos efeitos alavanca. De facto, todas as observacdes dum mesmo nivel i do factor
terdo idéntico efeito alavanca, igual a ni No caso de delineamentos equilibrados, os efeitos alavanca de
todas as observagoes serao assim iguais. Logo, os efeitos alavanca deixam de ser um diagnoéstico util no
contexto das ANOVAs. Como consequéncia evidente a partir da expressdo final na Defini¢do BI1 as
distancias de Cook sdo também menos tteis, reflectindo sobretudo o valor de cada residuo estandardizado
R;;. No entanto, o limiar D;; >0.5 continua a ser 1til na identificacdo de observagoes influentes.

Em compensacdo, o contexto especifico da ANOVA a um factor, com as suas n; repeticdes em cada
um dos k niveis do factor, permite fazer algo que ndo é, em geral, possivel nas regressdes lineares:
testar formalmente se as varidncias dos erros aleatorios diferem entre os niveis do factor. Entre os testes
usualmente propostos para este fim encontram-se os testes de Bartlett ou de Levene, que no entanto nao
sao matéria para avaliacao nesta disciplina.

4.3.13.1 Testando a homogeneidade de variancias: teste de Bartlett *

(*) A matéria desta Subsecgao nao é avaliada
O Teste de Bartlett confronta as hipoteses

Hozafzagz--- :0,3
vS.

Hy : 3i,i" tq. ol #o0,
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sendo o? a varidncia comum dos erros aleatdrios €;; do nivel i do factor. A hipotese nula indica que o
pressuposto de igualdade de todas as varidncias de erros aleatérios é admissivel, enquanto que a hipdtese
alternativa viola esse pressuposto, uma vez que afirma que em niveis diferentes do factor, os erros aleatorios
serao diferentes. Repare-se que em nenhum momento se considera a possibilidade de diferentes erros
aleatorios no seio dum mesmo nivel do factor terem variancias diferentes (o que também violaria o
pressuposto do modelo sobre a existéncia de homogeneidade de varidncias). Nem seria possivel testar
essa possibilidade (tal como néo existe um teste de hipoteses para a homogeneidade de variancias dos erros
aleatorios numa regressao linear). Mas a repeticio de observagdes num mesmo nivel permite efectuar o
teste agora indicado, o0 que é j4 um contributo importante, tanto mais que a causa mais plausivel para
heterogeneidade nas varidncias dos erros aleatérios corresponde & diferenca de situacoes experimentais
associada aos niveis do factor.

A estatistica do teste de Bartlett compara as médias aritmética e geométrica das k varidncias amostrais

Uz —
de nivel de YV, S? = L= > (Vi; — Yi.)2. Vejamos de seguida a descricio dos passos num teste de
T2

Bartlett & homogeneidade de variancias dos erros, numa ANOVA a um factor.

Hipéteses: Hy: 0% =035 =..=0p vs. Hy: 3i,i tq. o?+#03

[Variancias homogéneas] vs.  [Variancias heterogéneas]
Estatistica do Teste:

(n—k)InQMRE — Zk:(nl —1)InS?

2 _ i=1 2
K* = c ~ o Xo s

k
onde C' =1+ —3(k1_1) {Z —ml_l - ﬁ]

i=1

Nivel de significancia do teste: «

Regiao Critica (Regiao de Rejeigao): (Unilateral direita) Rejeitar Hy se K2, > xi(kfl).
Duas precaucgoes sao necessarias na utilizacao do teste de Bartlett:

e O teste de Bartlett é fortemente dependente da Normalidade das observacdes subjacentes.

o A distribuicdo x> € apenas assintotica. Uma regra comum para a admissibilidade desta distribuicio
assintética é considerar que o teste apenas deve ser usado caso n; > 5,Vi=1,.., k.

O Teste de Bartlett no R. No R, o teste de Bartlett numa ANOVA a um factor é invocado pelo
comando bartlett.test, tendo por argumento uma férmula analoga & usada no comando aov para
indicar a variavel resposta e o factor. Assim, por exemplo, para pedir o teste de Bartlett na ANOVA de
Sepal.Width sobre Species (nos dados dos lirios), utilizar-se-ia o seguinte comando:

> bartlett.test(Sepal.Width ~ Species, data=iris)
Bartlett test of homogeneity of variances
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data: Sepal.Width by Species

Bartlett’s K-squared = 2.0911, df = 2, p-value = 0.3515
O valor calculado da estatistica & K2,
k—1=2 graus de liberdade ¢ p = 0.3515. Assim, o teste de Bartlett indica a néo rejeicio de Hy, ou
seja, & admissivel a hipotese de igualdade nas varidncias em cada nivel do factor. Essa conclusdo permite

=2.0911, e o correspondente p-value numa, distribuicdo x? com

admitir a homogeneidade das varidncias dos erros aleatérios.

4.3.13.2 Adverténcias finais

Eventuais violagoes aos pressupostos do modelo ANOVA a um Factor ndo tém sempre igual gravidade.
Estudos efectuados (desde logo, na obra classica de Scheffé [6]), permitem alguns comentérios gerais a
este respeito.

e O teste F' da ANOVA e as comparacoes miiltiplas de Tukey sdo relativamente robustos a desvios a
hipdtese de normalidade.

e As wviolagdes ao pressuposto de varidncias homogéneas sao em geral menos graves no caso de deli-
neamentos equilibrados, mas podem ser graves em delineamentos nao equilibrados.

e A falta de independéncia entre erros aleatorios é a viola¢ao mais grave dos pressupostos e deve ser
evitada, o que é em geral possivel com um delineamento experimental adequado.

Refira-se ainda que na formula¢do clissica do modelo ANOVA a um Factor, e a partir da equacio-base
do modelo
}/ij :,u+ozi+eij, VZ,]
k
em vez de se impor a restri¢io a; = 0 (ver Subseccao [d32.2), impoe-se a restricdo alternativa y . a; = 0.
i=1

Esta condicao alternativa:

e Também resolve o problema de excesso de parametros no modelo, uma vez que, além do parametro
1, apenas deixa k—1 parametros livres a; (o conhecimento de k—1 parametros «; implica o
conhecimento do restante, ja que tém de somar zero).

e Muda a forma de interpretar os parametros: u é agora uma espécie de média geral de Y (para
qualquer nivel do factor) e «; serd o desvio da média do nivel ¢ em relagio a essa média geral.

e Muda as férmulas dos estimadores dos parametros.

e Mas ndo muda o resultado do teste F' & existéncia de efeitos do factor, nem os resultados dos testes
de comparacgaoes miltiplas de Tukey.

Assim, a formulagao da restri¢do alternativa ndo afecta os resultados globais da ANOVA a um Factor, mas
apenas os aspectos ligados & interpretacao, estimacao e inferéncia dos parametros do modelo. Recorde-se
que a nossa abordagem (ou seja, a restricdo a; = 0), foi introduzida pois permite aproveitar directa-
mente os resultados do Modelo Linear, ja estudados no Capitulo Bl Essa vantagem ultrapassa qualquer
desvantagem que se possa apontar.
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4.4 Delineamentos e Unidades experimentais

No delineamento das experiéncias para posterior analise através duma ANOVA (ou regressao linear),
as m observagoes da varidvel resposta correspondem a n diferentes unidades experimentais (individuos,
parcelas de terreno, locais, etc.).

4.4.1 Os principios gerais da casualizacao e repeticao

Principios gerais, ja conhecidos, na seleccao destas unidades experimentais sao:

1. a casualizag¢do, ou seja, a aleatoriedade na recolha de observagoes. No contexto duma ANOVA a um
factor, essa casualizagio significa muitas vezes a casualizacio da escolha de diferentes tratamentos
(niveis do factor) a aplicar a diferentes unidades experimentais, como sejam parcelas de terreno,
plantas, ou quantidades padronizadas de um produto (vinho, queijo, etc.). Essa casualizagao é
fundamental para:

e se poder trabalhar com a Teoria de Probabilidades; e

e se evitar enviesamentos (mesmo inconscientes) que muitas vezes estdo associados a escolhas
de unidades experimentais as quais associar um determinado nivel do factor (como seja, um
tratamento).

2. Outro principio importante do delineamento, ja conhecido, é a repeticao de observagoes indepen-
dentes, que é necessiria para:

o estimar a variabilidade associada & estimagao (erros padroes).

e minorar o impacto duma eventual observacao atipica.

Convém a este respeito distinguir entre repeticoes e pseudo-repeticoes. Exemplifiquemos a diferenca
entre estes dois conceitos, considerando um estudo sobre frutos do tomateiro. Do ponto de vista
experimental nao é a mesma coisa:

e seleccionar frutos dum mesmo tomateiro; ou

e seleccionar frutos de tomateiros diferentes.

As repeticoes querem-se independentes. Mas as caracteristicas genotipicas, fenotipicas e ambientais,
séo idénticas (ou muito semelhantes) para frutos duma mesma planta. Pelo que nesse caso, estamos
perante pseudo-repeticées, que embora repliquem valores diferentes duma. qualquer caracteristica,
dificilmente podem ser consideradas repeti¢oes independentes. J& no caso de frutos de tomateiros
diferentes, as caracteristicas genotipicas e fenotipicas (e talvez também as ambientais) sdo diferentes,
havendo mais verdade no pressuposto de que se trata de observacoes independentes.

Pseudo-repeticoes podem ter utilidade. Substituindo cada grupo de pseudo-repeti¢cdes por uma
unica observagdo média pode-se diminuir a variabilidade entre diferentes observagoes (ou seja,
entre as médias de grupos de pseudo-repeticoes), uma vez que esbate o impacto de uma ou outra
observacao atipica. E estas médias de pseudo-repeticoes ja podem ser consideradas independentes
umas das outras. A reducdo da variabilidade entre observacoes independentes torna a inferéncia
mais precisa.

ISA/ULisboa — Estatistica e Delineamento — 2020-21 179



CAPITULO 4. ANALISE DE VARIANCIA

4.4.2 Heterogeneidade nas unidades experimentais

Num Modelo Linear, toda a variabilidade nas unidades experimentais nao atribuivel aos preditores é con-
siderada variagdo inexplicada e contemplada nos erros aleatdrios. Assim, heterogeneidade ndo controlada
nas unidades experimentais contribui para eumentar a varidncia o? dos erros aleatdrios, e por conse-
guinte, aumentar o valor do seu estimador, QM RE. Por sua vez, aumentar QM RF significa, nos testes
F, diminuir o valor calculado da estatistica F', afastando-a da regido critica. Assim, a heterogeneidade
nao controlada nas unidades experimentais,

e numa ANOVA, contribui para esconder a presenca de eventuais efeitos do(s) factor(es) (veja-se
a Subsec¢ao 5.9 para um exemplo).

e numa Regressao Linear, contribui para piorar a qualidade de ajustamento do modelo, diminuindo
o seu Coeficiente de Determinagao.

Na pratica, é quase sempre impossivel tornar as unidades experimentais totalmente homogéneas: a na-
tural variabilidade de plantas, animais, terrenos, localidades geograficas, células, etc. significa que existe
variabilidade nao controlavel entre unidades experimentais. Mesmo que seja possivel ter unidades experi-
mentais (quase) homogéneas, isso tem uma consequéncia indesejdvel: restringir a validade dos resultados
ao tipo de unidades experimentais com as caracteristicas utilizadas na experiéncia.

Caso se saiba que existe um factor de variabilidade importante nas unidades experimentais, a melhor
forma de controlar os seus efeitos consiste em contemplar a existéncia desse factor de variabilidade no
delineamento e no modelo, de forma a filtrar os seus efeitos.

4.4.2.1 Um exemplo

Imagine-se que se pretende analisar o rendimento de 5 diferentes variedades de trigo (variavel resposta).
Os rendimentos sao também afectados pelos tipo de solos usados, que podem fazer os rendimentos diferir
substancialmente, mesmo numa unica variedade. Assim, admita-se que em duas parcelas de terrenos
diferentes e onde se usaram variedades diferentes, se observam rendimentos muito diferentes. Fica em
aberto a duvida se as causas dessa variabilidade se devem ao factor variedade que se pretende estudar,
ou se resultam de terem sido observadas em terrenos de tipo diferente, havendo confusio entre essas duas
possiveis causas de variabilidade.

Nem sempre é possivel ter terrenos homogéneos numa experiéncia. Mesmo que seja possivel, terd um
efeito indesejavel, uma vez que as consequéncias que se poderiam retirar duma experiéncia assim concebida
iriam limitar a validade dos resultados a um tnico tipo de solos.

Pode lidar-se com esta situagao organizando (delineando) uma experiéncia em que se admite a existéncia
dum factor terrenos. Assim, admita-se que estamos interessados em estudar os rendimentos em quatro
terrenos com diferentes tipos de solos. Cada terreno pode ser dividido em cinco parcelas vidveis para o
trigo, o que cria, ao todo, 20 unidades experimentais. Em vez de repartir aleatoriamente as 5 variedades
pelas 20 parcelas, é preferivel forcar cada tipo de terreno a conter uma parcela com cada variedade.
Apenas dentro dos terrenos havera casualizagao.

A situagdo agoras descrita é ilustrada da seguinte forma:
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Terreno 1 | Var.1 | Var.3 | Var.4 | Var.5 | Var.2 |

Terreno 2 | Var.4 | Var.3 | Var.5 | Var.1 | Var.2 |

Terreno 3 | Var.2 | Var.4 | Var.1 | Var.3 | Var.5 |

Terreno 4 | Var.5 | Var.2 | Var.4 | Var.1 | Var.3 |

A associacdo de variedades de terreno as 20 unidades experimentais ndo foi feita de forma totalmente
aleatoria. Houve uma restri¢ao a casualizagao total: dentro de cada terreno hé casualizagao, mas obriga-
se cada terreno a ter uma parcela associada a cada nivel do factor variedade.

O delineamento agora exemplificado é um caso particular de um delineamento factorial a dois factores,
sendo um dos factores a variedade de trigo e o outro o tipo de solos. Este tipo de delineamentos sera
estudado na Secgdo seguinte.

A existéncia de mais do que um factor pode resultar de:

e pretender-se estudar eventuais efeitos de mais do que um factor sobre a variavel resposta; ou

e a tentativa de controlar a variabilidade experimental, como no exemplo desta Subseccao 4271

Historicamente, a segunda situagao ficou associada & designac¢io blocos, e na primeira fala-se apenas em
factores, mas sao situacdes andlogas.

4.5 Delineamento factorial a 2 factores: modelo sem interaccao

Quando existem dois ou mais factores, um delineamento experimental pode contemplar diferentes tipos de
relacoes entre esses factores. Nesta disciplina apenas estudaremos delineamentos com dois factores, e ve-
remos dois diferentes tipos de relacoes entre eles: os chamados delineamento factoriais e os delineamentos
hierarquizados.

Um delineamento factorial a dois factores é um delineamento com observagoes da variavel resposta
em todas as possiveis combinacgoes de niveis de cada factor.

E habitual representar um delineamento factorial através duma esquematizacao em grelha, como indicado
na Figura 41l Sublinhe-se que essa representacdo ndo descreve a disposicdo no terreno duma eventual
experiéncia, sendo apenas uma representacao esquematica das relacoes entre os niveis de cada factor.
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Factor B
Niveis B1 B2 Bg Bb
Aq X X X | XXX | XXX |[...]XxXXxXX
As X X X | XXX | XXX |[...]XxXXxXX
Factor A As X X X | XXX | XXX |...] XXX
A, X X X | XXX | XXX |...|]xxx

Tabela 4.1: Representacio esquematica dum delineamento factorial a dois factores, um Factor A com a
niveis, e um Factor B com b niveis. Para o delineamento ser factorial tem de haver observacoes da variavel
resposta Y em todas as situacoes experimentais (células da tabela), resultantes de cruzar todos os niveis
de um e outro factor. Nesta representacio sugere-se a existéncia de n. = 3 observacoes em todas as ab
células, em cujo caso o delineamento é equilibrado.

4.5.1 Notagao e terminologia

Fixemos alguma notacio relativa aos delineamentos factoriais a dois factores. Admita-se a existéncia de:

e uma varidvel resposta Y
e um Factor A, com a niveis;
e Um Factor B, com b niveis;

e n observacoes, com pelo menos uma em cada uma das ab situacOes experimentais criadas pela
combinacédo de cada um dos a niveis do factor A com cada um dos b niveis do Factor B.

Cada cruzamento dum nivel dum Factor com um nivel doutro Factor correspondem a uma diferente
situagao experimental, ou célula. Num delineamento factorial a dois factores havera assim ab diferentes
situagoes experimentais. Cada situagio experimental (célula) pode ser identificada por dois indices (i, ),
onde ¢ indica o nivel do factor A (a linha da grelha, na representacio da FiguraT)) e j indica o nivel do
factor B (coluna da grelha).

a b

O namero de observagoes na célula (i,j) é representado por n;;. Tem-se Y > n;;=n.
i=15=1

Se o nimero de observagoes for igual em todas as células, ou seja, se n;; =n., para todo 4, j (sendo
ne o nimero comum de observagdes em cada célula), falamos num delineamento equilibrado.

Cada observacdo da variavel resposta Y serd agora identificada através de trés indices (Yijx), onde:

e 0o primeiro indice, 7, indica o nivel i do Factor A,
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e o segundo indice, j, indica o nivel j do Factor B;
e 0 terceiro indice, k, indica a repeti¢io k, no seio da célula (i, 7).
Nos delineamentos a um factor, estuddmos um tunico modelo ANOVA. Diferentemente, para delinea-

mentos factoriais a dois factores, consideramos dois diferentes modelos ANOVA (two-way ANOVA em
inglés).

4.5.2 A equagao do Modelo
Um primeiro modelo prevé a existéncia de dois diferentes tipos de efeitos condicionando os valores de Y:
os efeitos associados aos niveis do Factor A, e os efeitos associados aos niveis do Factor B.

Neste primeiro modelo, admite-se que o valor esperado de cada observacao é da forma:
ElYijk] = iy = ptoa+p , Vijk.
onde 1, a; e B; sdo constantes.

O parametro p é comum a todas as observagoes. Cada parametro «; funciona como um acréscimo que
pode diferir entre niveis do Factor A, e é designado o efeito do nivel i do factor A. Cada parametro [3;
funciona como um acréscimo que pode diferir entre niveis do Factor B, e é designado o efeito do nivel j do
factor B. Este tipo de modelos, em que os efeitos a; e §; se admitem constantes sdo também conhecidos
por modelos de efeitos fizos.

Tal como em anteriores modelos lineares, admite-se que a variagdo de Y;;, em torno do seu valor médio
é aleatoria, e é representada por uma parcela aditiva designada erro aleatdrio. Cada erro aleatorio tem
a mesma tripla indexacao que a observacao a que corresponde, ou seja, o erro aleatério associado a
observacao Y;;, € representado por ;. Assim, a equagao de base para cada observagido de Y é da forma:

Yije = p+oi+ 85 + € (4.15)

exigindo-se Ele;jx] = 0, a fim de garantir que o valor médio de Yjji seja E[Yijx]=pij =p + a; + 5;.

4.5.3 A equagao-base em notagao vectorial

A equacdo de base do modelo ANOVA a dois factores (sem interacgio) pode ser vista como um caso
particular de Modelo Linear utilizando wvaridveis indicatrizes de pertenca a cada nivel do Factor A e a
cada nivel do Factor B. A ideia ja foi estudada em pormenor no modelo ANOVA a um tnico Factor. Sera
aqui discutida considerando ja a equacao do modelo escrita na forma vectorial. Seja

—

Y o vector n-dimensional com a totalidade das observacoes da variavel resposta;
1, o vector de n uns;
T4, o vector da varidvel indicatriz de pertenga ao nivel i do Factor A;

i'Bj o vector da varidvel indicatriz de pertenc¢a ao nivel j do Factor B;
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€ o vector dos n erros aleatdrios.

Se se admitem efeitos para todos os niveis de ambos os factores, a equacao de base em notacao vectorial
sera:

Y = pl, + onZa, + asZa, + .. + asZa, + Bip, + Blp, + .. + ﬂbf3b+§

A matriz do modelo X definida com base nesta equagio teria uma primeira coluna de uns, seguida de a
colunas com as indicatrizes de todos os niveis do Factor A, e finalmente b indicatrizes de todos os niveis
do Factor B, como ilustrado de seguida:

1 1 0 0 0 0
1 1 0 0 0
1 1 0 0 1 0
1 0 0 0 0 1
1 1 0 0 0 1
1 0 1 0 1 0 0
1 0 1 0 1 0 0
1 0 1 0 1 0 0
X = :
1 0 0 0 1
1 0 0 0 0
1 0 0 1 1 0 0
1 0 0 1 0 0 1
| 1 0 0 1 0 0 1 ]
R S
1, I, 1, i, I, I, .. 1,

Uma tal matriz tem dependéncias lineares por duas diferentes razoes:

e a soma das indicatrizes Z 4, do Factor A é igual & coluna dos uns, 1,;

e 3 soma das indicatrizes 7 B; do Factor B também d& a coluna dos uns, 1,,.

Serd necessdrio introduzir restrigcoes aos pardmetros, ndo podendo estimar-se parametros «; e 3; para
todos os niveis de cada Factor. Mas, ao contrario do que acontecia no delineamento a um tnico factor,
hé agora duas causas de dependéncia linear, sendo necessarias duas restrigées. A exclusdo da coluna de
n uns (ou seja, do parametro u que lhe esté associado) ja nao serd agora suficiente para tornar as colunas
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de X linearmente independentes, uma vez que a soma das a indicatrizes do Factor A (que é o vector dos
n uns) continuaria a ser igual & soma das indicatrizes dos b niveis do Factor B.

As duas restrigoes, necessérias para eliminar as duas dependéncias lineares referidas, serdo introduzidas
estendendo a ideia ja usada aquando do estudo do modelo ANOVA a um tnico Factor. Doravante,
admitimos que sdo ezcluidas da equagdo do modelo {{.I2) as parcelas associadas ao primeiro nivel de
cada Factor, isto é, impoem-se as restri¢oes:

o] = 0 (§] ﬂl =0.
A equagdo de base vectorial do modelo ANOVA a 2 Factores, sem interacc¢ao, fica assim:

Y = pl, + oo, + .. + a, + BL, + .. + BT, +€ (4.16)

Esta opcao corresponde a ezcluir as colunas L4, e I, da matriz X, que fica com o seguinte aspecto:

[ 1 0 0| o 0 |
11 o0 0 0
1] 0 0| 1 0
11 0 0] 0 1
11 o0 0] 0 1
1] 1 0] 0 0
1] 1 0] 0 0
1] 1 0] 0 0
X = :
0] 0 1
1 0] 0
1] 0 1] o0 0
1] 0 1] 0 1
10 1] 0 1|
D S S
1, I, I, I, 7,

Com estas restrigoes, o pardmetro u é o valor esperado das observacoes na primeira célula: E[Y11x] = p11.
Por isso, daqui em diante esse parametro sera escrito com a notagao fi1j.
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4.5.4 O Modelo ANOVA a dois Factores, sem interaccao

Juntando os pressupostos sobre os erros aleatorios, necessarios & inferéncia, obtém-se o Modelo ANOVA
a dois factores, sem interac¢ao.

Admitimos um delineamento factorial a dois factores, o Factor A com a niveis e o Factor B com b
niveis. Admite-se que existem n observagoes, Y;;x, n;; das quais associadas & célula (i, 7) (i=1,.., a;
j=1,...b). Tem-se:

1. Y’ijk = p11 to;+ Bj + €ijk (kz 1, ...,nij) com o =0e 51 =0.

2. €ijk N(O,O’Z), Vl,],k‘

3. {eijk}i,j’k é um conjunto de variaveis aleatérias independentes.

O modelo ANOVA a dois Factores, sem interac¢do, tem um total de a + b — 1 pardmetros desconhecidos:

e 0 parametro p11;
e 0s a—1 efeitos de nivel do Factor A, a; (i > 1); e

e 0s b—1 efeitos de nivel do Factor B, 3; (5 > 1).

Mais adiante interpretar-se-a o significado dos efeitos de nivel a; e §;, de uma forma mais precisa.

4.5.5 O modelo ANOVA a dois factores, sem interaccao - notacao vectorial

Alternativamente, este modelo ANOVA sem efeitos de interacgdo, pode ser escrito usando notagao vec-
torial.

Seja dada uma varidvel resposta Y, com n observagoes Y;;; nas ab células definidas pelo cruzamento
factorial de dois factores, A e B.

1. O vector Y das n observagoes Yj;, verifica:

Y = pnlntaeZa,+..+aaZa, +PoIp, +...+BIp, +€
- XB+e |
sendo

e 1, o vector de n uns; Z4, indicatriz do nivel i nivel do Factor A; e Zp, indicatriz do
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nivel j do Factor B;

o X=|1,|Za, | - |Za, |Zp, | |f3b} a matriz do modelo;

b ﬂ: (Mlva%"' 5ak7ﬂ25"' 7ﬂb)t-

2. O vector dos erros aleatorios tem distribuicio € ~ N, (0, 021,).

4.5.6 Os dois testes F

Um teste de ajustamento global do modelo tem como hipétese nula que todos os efeitos, quer do factor
A, quer do Factor B, sejam simultaneamente nulos, mas ndo distingue entre os efeitos de cada factor.
Uma vez que se admitiu a existéncia de dois diferentes factores, serd mais ttil testar separadamente a
ezisténcia dos efeitos de cada factor.

Assim, serdo necessarios dois testes, para duas diferentes Hipdteses Nulas:

e Testel: Hp:a;=0, Vi=2 ..,a vs. Hp:3italque o; #0;

o TesteIl: Hy:p;=0, Vji=2,...,b vs. H;:3jtalque 5; #0.

4.5.6.1 O teste F aos efeitos do Factor B

Como se viu, o modelo do ANOVA a 2 Factores, sem interacgio, tem equagao de base ([@I8) vectorial
dada por:
Y = pl, + aoZ,, + - + ad,, + BI,, + .. + B, +€.

O facto de ser um Modelo Linear permite aplicar a teoria ji conhecida para este tipo de modelos, para
testar as hipoteses

Hy:p;=0, Vi=2,..,0b vs. Hy :3j talquep; #0.

Uma vez que se trata duma hipotese Nula da igualdade a zero dum conjunto de parametros (os parametros
B;) que multiplicam varidveis preditoras (as varidveis indicatrizes IBj ), a ferramenta necesséria é um teste
F parcial (Ver a Subsecgao[BI0.). Concretamente, ter-se-a4 de comparar o modelo completo, de equagao

Y =y, + o, + o + adZ,, + BoL, + .. + BL,, +€,
com o submodelo correspondente a tomar todos os 3; = 0, e que é o modelo a um tnico Factor, A:
Y = ul, + aoZ,, + .. + oL, + €.

Podemos também escrever as equagoes dos modelos sem a notacdo vectorial. Designaremos o modelo
completo por Modelo M4+ p:

(Modelo M a4 R) Yije = pu1+ i+ B+ €iji s
e o submodelo por Modelo M 4:

(Modelo M 4) Yiik = p11+a; + €5k -
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Registe-se que o submodelo M4 é um modelo ANOVA a 1 Factor (36 com o factor A).

Os passos completos para a realizacao deste teste F' parcial envolvem:

e O ajustamento do modelo completo M 445 e do submodelo M 4, com base nas respectivas matrizes
do modelo X que definem as duas matrizes de projeccao ortogonal H, e por conseguinte, os valores

ajustados Y=HY por cada um dos modelos.

e Obter as respectivas Somas de Quadrados Residuais, SQRFE4+p ¢ SQRE 4, dados pela soma dos

quadrados dos elementos dos vectores de residuos E=Y — Y em cada modelo.

e Efectuar o teste I’ parcial indicado. Repare-se que, neste caso, a diferenca do niimero de parcelas
do modelo completo (Ma4+p) e Submodelo (My) é dado pelo niimero de parametros associados
aos efeitos do Factor B, ou seja (e apo6s a restricdo 51 = 0), b—1. Analogamente, os graus de
liberdade associados & Soma de Quadrados Residual é, como em qualquer Modelo Linear, o nimero
de observagbes menos o numero de parametros do modelo, ou seja n — (a +b — 1). A diferenca
nas Somas de Quadrados do Submodelo e do Modelo a dois factores, que aparece no numerador do
numerador da estatistica, ou seja SQRFE4 — SQRE 44 p passa a designar-se a Soma de Quadrados
associada aos efeitos do Factor B, SQB:

SQB = SQRE4 — SQREA.p .

Assim, a estatistica de teste sera da forma:

=SQB
SQREA — SQRFEA,p OMB
(Teste aos Efeitos Factor B) F = SQ%; = (4.17)
SQREsz QMRE
definindo o Quadrado Médio associado aos efeitos do Factor B,
B FEj— E
OMB — SQB _ SQREs - SQREAp (4.18)

b—1 b—1
O QM RE no denominador refere-se ao Quadrado Médio Residual do Modelo completo, M. .
e Tratando-se dum teste F' parcial, esta estatistica I tem distribui¢do F],_1 n—(at+p—1)] S0b a HipGtese

Nula de igualdade do Modelo M 445 e o Submodelo M4, ou seja, no caso de todos os efeitos de
nivel do factor B serem nulos (Hy : 5,=0, V7).

Coleccionando os passos do teste, tem-se o Teste aos Efeitos do Factor B.

Proposigao 4.4: Teste a efeitos do Factor B no modelo sem efeitos de interacgao

Hipéteses: Hp: p; =0, Vj=2,...,b vs. Hy : 35 =2,..,btal que g; # 0.

[Factor B NAO AFECTA Y]  vs. [Factor B AFECTA Y]
Estatistica do Teste: F' = QQA%%BE ~ Flo—1,n—(at+b—1)) se Ho.

Nivel de significancia do teste: «
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Regiao Critica (Unilateral direita): Rejeitar Ho se Feaie > fa(b—1,n—(atb—1))-

4.5.6.2 O teste I aos efeitos do Factor A

Consideremos também um teste aos efeitos do Factor A. Este teste ja ndo serd exactamente um teste F’
parcial, embora a sua estatistica de teste tenha também uma distribuicao F' caso seja verdade a hipdtese
nula. Neste teste, considera-se o ajustamento do Modelo apenas ao Factor A, o Modelo M4 referido na
Subsecgido anterior, e a respectiva Soma de Quadrados do Factor, SQ F4 serd agora designada a Soma de
Quadrados associada ao Factor A, SQA. Define-se o Quadrado Médio associado aos efeitos do Factor A,
de forma identica ao QM F' do Modelo s6 com o Factor A, ou seja, dividindo SQA=SQF 4 por a—1 graus
de liberdade (que sdo numero de parametros «;, correspondentes aos efeitos de nivel do Factor A, apds
a introdugao da restrigdo ay =0). Este Quadrado Médio do Factor A (que designaremos QM A) também
serd comparado com o Quadrado Médio Residual do Modelo completo a dois Factores (sem interacgio)
original (M44p). Concretamente, definem-se:

e SQA = SQF4, a Soma de Quadrados do Factor no Modelo M 4;

e QMA = “ZQ?T?, o Quadrado Médio do Factor no Modelo M 4;
e As Somas de Quadrados e Quadrado Médio Residuais do modelo completo a dois Factores (sem

interacgdo), SQREs+p ¢ QMRE = ‘f?(lifﬁf)'

E possivel provar que, caso todos os efeitos do Factor A no Modelo M4 5 sejam nulos (a; =0, Vi=2, ..., a),
a estatistica

SQA
F = Q]\J;’RAE = Sorr— (4.19)
Q n—(a+b—1)

tem distribui¢do F(,—1 n—(atb-1))-

Assim, sendo vélido o Modelo de ANOVA a dois factores, sem interacc¢io, tem-se o seguinte Teste F' aos
efeitos do Factor A.

Proposigao 4.5: Teste a efeitos do Factor A no modelo sem efeitos de interacgao

Hipéteses: Hy: a;=0, Vi=2,...,a  vs. Hy:3i=2,..,a tal que «;#0.
[Factor A NAO AFECTA Y] VS. [Factor A AFECTA Y|

Estatistica do Teste: F' = c}%\/f% ~ Fla—1n—(atb-1)) se Ho verdade.
Nivel de significancia do teste: «

Regiao Critica (Regiao de Rejeicao): (Unilateral direita) Rejeitar Ho se Feaie > fa(a—1,n—(a+b—1

Nos dois testes as regides criticas sdo unilaterais direitas, como indicado na Figura 1]
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dix, 4, 16)
00 01 02 03 04 05 06 07

Figura 4.7: RegiOes criticas para os dois testes aos efeitos dos factores num delineamento factorial, num
modelo ANOVA sem efeitos de interaccao.

4.5.7 A decomposicao de SQT

Tendo em conta as Somas de Quadrados acima definidas, tem-se uma nova decomposicao da Soma, de
Quadrados Total, SQT=(n—1) 33. De facto, recorde-se as defini¢oes das Somas de Quadrados associadas
aos efeitos de cada Factor:

SQB = SQREs— SQREa s (4.20)
SQA = SQFx = SQT — SQRE4 (4.21)

Somando estas Somas de Quadrados & Soma de Quadrados Residual do Modelo a dois Factores (sem
interac¢do), SQRE 44, obtém-se:

SQREaip +SQB + SQA = SQRExrs + (SQREL — SQRExT5) + (SQT — SQRE.) ,

ou seja,
SQT = SQA+ SQB+ SQRE A+ B (4.22)

que é uma nova decomposi¢iao de SQT, agora em trés parcelas, associadas ao facto de haver agora dois
factores com efeitos previstos no modelo, e ainda a variabilidade residual.

4.5.8 ANOVA a dois Factores sem interac¢ao no R

Para efectuar uma ANOVA a dois Factores (sem interacgio) no R, convém organizar os dados numa data
frame com trés colunas:

1. uma para os valores (numéricos) da variavel resposta;
2. outra para o factor A (com a indicagdo dos seus niveis);

3. outra para o factor B (com a indicacao dos seus niveis).

A formula utilizada no R para indicar uma ANOVA a dois Factores, sem interaccéo, é semelhante & usada
numa Regressdo Linear com dois preditores, devendo o nome dos dois factores (digamos fA e £B) ser
separado pelo simbolo "+’:
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y ~ fA+ fB

Tal como numa ANOVA a um Factor, desde que os preditores tenham sido definidos como objecto de
classe factor, o comando aov procede & construcao das variaveis indicatrizes necessarias, que serao

colocadas nas colunas da matriz do modelo, X.

4.5.9 Um exemplo

Vejamos agora um exemplo cléssiccﬂ dum modelo a dois factores, sem efeitos de interaccao, e que também
ilustra como ignorar heterogeneidade nas unidades experimentais pode esconder a existéncia de efeitos

dum factor.

O rendimento de cinco variedades de cevada (manchuria, svansota, velvet, trebi e peatland) foi
registado em seis diferentes localidades. Em cada localidade foi semeada uma e uma s6 parcela com
cada variedade (havendo casualizagao das parcelas associadas as variedades, em cada localidade).
Foi ajustada uma ANOVA com a variavel resposta rendimento (Y1), e os efeitos dos dois Factores,
variedade (Var) e localidade (Loc), que produziu a seguinte tabela de sintese.

> summary(aov(Y1l ~ Var + Loc, data=immer))

Df Sum Sq Mean Sq F value Pr (>F)
Var 4 2756.6 689.2 4.2309 0.01214 *
Loc 5 17829.8 3566.0 21.8923 1.751e-07 *x*x*
Residuals 20 3257.7 162.9

Num teste aos efeitos de localidade, ha uma clara rejeicao de Hy, enquanto que no teste aos efeitos
de variedade, ha rejeicdo de Hy ao nivel de significancia o =0.05, mas ndo ao nivel «=0.01. Assim,
hé alguma indicacao de efeitos significativos entre variedades, e muita entre localidades.

Vale a pena comparar estes resultados com o resultado de, aos mesmos dados, ajustar um modelo
com apenas o factor variedade (o Modelo M 4 acima referido), e tratando todas as parcelas (quer da
mesma, localidade, quer de localidades diferentes) como se fossem repetigdes. Este modelo corres-
ponde a ignorar eventuais efeitos de localidade (de bloco). Como se pode constatar pelos resultados
abaixo indicados, nesse modelo os efeitos de variedade sdo considerados ndo significativos (para
qualquer « razoével).

> summary(aov(Y1l ~ Var, data=immer))

Df Sum Sq Mean Sq F value Pr(>F)
Var 4 2756.6 689.2 0.817 0.5264
Residuals 25 21087.6  843.5

Immer, Hayes e LeRoy Powers, Statistical adaptation of barley varietal adaptation, Journal of the American Society

for Agronomy, 26, 403-419, 1934. Os dados estdao disponiveis no modulo MASS do R, numa data frame de nome immer.
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Uma anélise detalhada das duas tabelas de resumo das ANOVAs mostra a razao de ser deste
resultado qualitativamente diferente. E visivel que a Soma de Quadrados associada aos efeitos
do factor wvariedade e respectivos graus de liberdade sdo iguais nas duas tabelas. Assim tinha
de ser, pela definicao de SQA = SQF 4 usada no modelo a dois factores. Uma vez que a Soma
de Quadrados Total também ¢ igual nos dois casos (ja que ndo depende do modelo ajustado, mas
apenas da variancias dos valores observados da variivel resposta, que sdo os mesmos nos dois casos),
torna-se evidente que tem de ter-se SQRE4 = SQRFE A+p + SQB (numericamente, e a menos de
arredondamentos, 21087.6 = 17829.8 + 3257.7), o que confirma numericamente a féormula dada na
equacdo (£20). Assim, ignorar os eventuais efeitos do Factor B (Loc) equivale a torné-los efeitos nao
explicados pelo modelo, logo efeitos que irdo inflacionar a Soma de Quadrados Residual e (na medida
em que esse aumento é considerdvel) também o Quadrado Médio Residual, que passa de 162.9 no
modelo com os dois factores, para 843.5 no modelo apenas com o factor Var. Esta inflagdo do
Quadrado Médio Residual implica que um valor idéntico de QM A=689.2 deixa de ser considerado
significativo (ao nivel o =0.05) e passa a ser claramente nédo significativo. A ilagdo geral ¢ a que
atras se referiu: uma grande variabilidade inexplicada tende a mascarar a importincia de eventuais
efeitos de um factor.

4.5.10 Uma decomposicao alternativa de SQT

Um aspecto importante para o qual é necessario chamar a aten¢do diz respeito ao facto de ser possivel
trocar o papel dos factores A e B (factores que sdo, na realidade, arbitrarios) na discussao anterior. Essa
troca de papéis levaria a definir as Somas de Quadrados de cada factor de forma. diferente.

Designando por Mp o modelo ANOVA a um factor, mas apenas com o factor que temos chamado B, é
possivel considerar que um teste aos efeitos do Factor A corresponderia a um teste I’ parcial comparando
os modelos M 4yp e Mp. Construindo uma estatistica de teste I’ para os efeitos do Factor B de forma
anéloga ao que foi feito na Subseccéo (mas trocando o papel dos factores A e B) resultaria nas
seguintes definicoes para as Somas de Quadrados associadas a cada Factor:

SQB' SQFp = SQT — SQREp
SQA'" = SQREp—SQREs g .

Continua a ser verdade que SQT se pode decompor na forma
SQT = SQA + SQB' + SQREa,p ,

embora as definicoes de SQA e SQB sejam agora diferentes. Mas as duas formas alternativas de de-
finir SQA e SQB apenas produzem resultados iguais no caso de delineamentos equilibrados. Ou seja,
embora em ambos o0s casos se tem uma tnica defini¢do de SQRE 44 p, apenas no caso de delineamentos
equilibrados sera verdade que:

SQFa = SQA = SQA" = SQREp — SQREA+ 5

SQFp = SQB' = SQB = SQRE, — SQRE . p .

2

Assim, s6 no caso de delineamentos equilibrados é que a ordem dos factores é arbitriria. O Exercicio
ANOVA 9 ilustra esta afirmacao.
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Para delineamentos ndo equilibrados, a variabilidade de Y associada a s6 ter um dos factores (por exemplo
A) néo é igual a variabilidade adicional que esse mesmo Factor A explica, depois de se ter inicialmente
introduzido o Factor B.

Em todo o caso, e para qualquer decomposicao, os graus de liberdade associados a cada uma destas Somas
de Quadrados é dado pelo numero de parametros do tipo respectivo que sobram, apo6s a introducao das
restricoes a3 =0 e 51 = 0, ou seja, a—1 e b—1, respectivamente, para SQA e SQB. E continua a
ser verdade que estatisticas de teste da forma 31\1\441% tém distribuicao F, caso sejam verdadeiras as
respectivas hipoteses Nulas.

4.5.11 Foérmulas para delineamentos equilibrados

Também neste caso € possivel obter formulas para os estimadores de cada parametro individual, embora
essas formulas nao sejam tao simples como no caso duma ANOVA a um Factor, razdo pela qual apenas
serao consideradas as férmulas para o caso de delineamentos equilibrados.

Comecemos por definir trés diferentes tipos de médias: a média global das n observagdes e as médias
de nivel de cada Factor, ou seja, as médias de cada linha e de cada coluna na grelha que esquematiza
o delineamento factorial (Tabela A1} pg. [82). Repare-se como a tripla indexacdo usada neste modelo
obriga a utilizar um triplo somatoério para somar ao longo de todas as observagoes.

1=1j=1k=1
— _ b nc
Y,. a média amostral das bn. observagdes do nivel i do Factor A: Y, = 1 " Yiik.
bn. J
j=1k=1
— _ a  MNc
Y ;. amédia amostral das an. observagdes do nivel j do Factor B: Y. = -1 %" Yijk-
@M i 21 k=1
1= =

A Soma de Quadrados do Factor A, definida na Subsecgéo ¢ a Soma de Quadrados do (inico)
Factor no Modelo My, apenas com o Factor A (SQF4). Nesse modelo, os valores ajustados sdo as
meédias das observacoes no mesmo nivel do Factor A. Tendo em conta a notacdo de tripla indexacao
introduzida nos delineamentos factoriais a dois factores, trata-se das médias calculadas para um valor
fixo do primeiro indice (7), somando ao longo de todos os possiveis valores dos outros dois indices (5 e
k), ou seja das médias Y, acima indicadas. Assim, os valores ajustados sao da forma f’ijk =Y. Logo,
num delineamento equilibrado, e indicando por Y a média global das n observacoes de Y, a Soma de
Quadrados de A é sempre dada (qualquer que seja a decomposi¢io de SQT usada) por:

a

a b ne a b nc
SQFa = Y ) > (Vip=Y.) =D 3 3 (Vi=Y.)” =bney (Yi=Y.)> = SQA. (4.23)

i=1 j=1k=1 i=1 j=1k=1 i=1

Da mesma forma, num delineamento equilibrado, SQB é a Soma de Quadrados do Factor (SQFg) do
Modelo Mpg, apenas com o Factor B. Nesse modelo, os valores ajustados sao as médias de todas as

observacoes no nivel do Factor B correspondente & observacao, ou seja, Y;j, =Y ; acima indicadas. Logo,
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a Soma de Quadrados do Factor B sera dada por:

b

a b nc a b ne
SQF = > > 3 (Vip-Y..)? =Y Y > (V,;-Y.)? =ancy (Y,;-Y..)> = SQB. (4.24)

i=1 j=1k=1 i=1 j=1 k=1 j=1

E ainda possivel mostrar que os estimadores de Minimos Quadrados de cada parametro, se o delineamento
é equilibrado, ou seja, se n;; = n. em todas as células (¢, j), sdo os seguintes:

[ ] ﬂll = ?1+Y1 —?

[ ] (3[1 = ?z 7Y1...

°
o
I

~I

.

Tendo em conta estas féormulas e a equacao base do Modelo, tem-se que os valores ajustados de cada
observacao dependem das médias dos respectivos niveis em cada factor e da média geral de todas as
observagaes:

Yvijk = [1,11 + a; + Bj = ?z + Y.j. -Y.. s V’L',j, k.
Assim, cada residuo é dado por:

Eiji = Yije —Yije = Yigp— Vi +Y ;. =Y. . (4.25)
A Soma de Quadrdados Residual é a soma dos quadrados das parcelas indicadas na equacao (d23).

Aviso: Ao contrario do que sucede na ANOVA a um factor, numa ANOVA a dois Factores, sem efeitos
de interaccdo, os valores ajustados Yj;, ndo sdo a média das observacdes de Y na mesma situacao
experimental, ou seja, na célula (4, j).

Usando estas formulas (que constam também do formuléario da disciplina) obtém-se o quadro de sintese
da ANOVA a 2 Factores (sem interacgao) para um delineamento equilibrado, que é dado na Tabela 2]

4.5.12 A interpretagao dos parametros e a rigidez do modelo

O significado dos parametros do modelo depende da convengao usada para ultrapassar o problema da
multicolinearidade das colunas da matriz X. Vejamos a interpretacao dos parametros resultante de usar
as restrigoes a; = 51 = 0.

O pardmetro uy1 corresponde ao valor esperado da varidvel resposta Y na célula cujas indicatrizes foram
excluidas da matriz do delineamento. De facto, tendo em conta a expressao da equagao do modelo, para
uma observagio de 'Y efectuada na célula (1,1), correspondente ao cruzamento do primeiro nivel de cada
factor, tem-se:

Yiig = p11 + €11k = EY11x] = pa1 -

Por outro lado, o pardmetro «;, que se designa o efeito do nivel i do factor A, corresponde ao acréscimo no
valor esperado da varidvel resposta Y associado a observagoes do nivel i > 1 do Factor A (relativamente
as observagoes do primeiro nivel do Factor A), quando j=1. De facto, uma observagio de Y efectuada
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Fonte gl SQ QM Frate
Factor A a—1 SQA="bn,- ; T ym)Q QMA = i?f QQA%%AE
b
_ _ N2
Factor B b—1 SQB =an, - Zl (yj _ y) QMB = SbcEfs QQ]%%BE
=

. b
Residuos | n—(a+b-1) | SQRE=3 3 % (yisk—(:.49.,.-7..))° | QMRE= S22

Total n—1 SQT = (n-1) s, - -

Tabela 4.2: Tabela de sintese duma ANOVA a dois Factores, sem efeitos de interaccdo, para um deline-
amento equilibrado.

na célula (i,1), com ¢ > 1, correspondente ao cruzamento dum nivel do factor A diferente do primeiro,
com o primeiro nivel do Factor B (j=1) sera da forma:

Yiig = 11 + o + €1k = win = EYar] = pnn + 4 = o = i1 — P11 -

Esta interpretacdo dos parametros «; é sistematizada na Tabela 4.3l

Factor B
Niveis Bl BQ Bg . Bb
Ay H11 pi2 | #13 | e | BRI
AQ Ho1 = p11+a K22 K23 cee 1)

FACTOR A As 131 = p11+Q3 | w2 | was

Aq fal = P11FT Q6 | waz | mas | -+ | tab

Tabela 4.3: Interpretacdo dos efeitos a; no modelo ANOVA a dois factores, sem interac¢do, com as
restrigoes a; = 51 = 0.

Finalmente, o parametro 3; corresponde ao acréscimo no valor esperado da varidvel resposta’Y associado
a observagoes do nivel j do Factor B (relativamente as observagoes do primeiro nivel do Factor B), quando
i =1. Designa-se o efeito do nivel j do factor B. De facto, uma observacao de Y efectuada na célula
(1,4), com j > 1, correspondente ao cruzamento do primeiro nivel do factor A com um nivel do Factor B
diferente do primeiro sera da forma:

Yijp = p11 + B + e = pij = EYiy] = pn + B = B = p1; — p1 -
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Esta interpretacdo dos pardmetros j3; é sistematizada na Tabela £4l

Factor B
Niveis Bl 32 Bg . Bb
Ay p11 | pre=p1rtbe | piz=partBs | ... | = pirSs
A2 H21 H22 H23 e Hop
FACTOR A AS K31 132 H33 cee "3p
Aq tal ta2 Ha3 s Hab

Tabela 4.4: Interpretagao dos efeitos 3; no modelo ANOVA a dois factores, sem interacgdo, com as
restrigoes a; = 1 = 0.

Assim, ja foram utilizados todos os a + b — 1 pardmetros do modelo, apenas para definir as médias
populacionais correspondentes as células associadas aos primeiros niveis do Factor A e do Factor B. O
Modelo ANOVA a um Factor revela-se pouco flexivel: ndo existem mais parametros e os valores esperados
nas restantes células jd estao pré-determinados, porque essas médias populacionais das restantes células
dependem dos parametros ja introduzidos. De facto, observagdes de Y efectuadas numa célula genérica
(i,7), com i >1 e j > 1, correspondente ao cruzamento de niveis diferentes do primeiro, quer no Factor
A, quer no Factor B, verificam:

Yijp =pu + o + B + €k == ElYijr] = pn + o + B5.

Os valores esperados de Y sdo acrescidos em relagdo ao valor esperado duma observacao na célula de
referéncia (célula (1,1)) pelas parcelas «; e 8; (ja discutidas), mas ndo hd flexibilidade para descrever
situagoes especificas de células com ¢ > 1 e j > 1. A implicacdo desse facto é que a existéncia de
particularidades associadas a uma combinacdo de niveis dos dois factores (com ¢ > 1 e 5 > 1), como
por exemplo a ocorréncia de médias especialmente elevadas ou baixas nessas células, nao poderé ser
adequadamente estudada com este modelo. E esse tipo de situacoes que se designam interacgdes, e a
introducao dos efeitos de interac¢ao serd discutida na proxima Seccao.

4.6 Delineamento factorial a 2 factores: modelo com interaccgao

Um modelo ANOVA a 2 Factores, sem interac¢do, para um delineamento factorial, isto é, em que se
cruzam todos os niveis de um e outro factor, foi estudado na Seccao Mas, como se viu, trata-se
dum modelo pouco flexivel, que ndo permite total liberdade na estimacdo das médias populacionais de
situacdo experimental (célula).

Um modelo sem efeitos de interaccao é utilizado sobretudo quando existe uma unica observacao em cada
célula, isto é, quando n;; = 1, V 4,j. Na presenca de repetigdes nas células, a forma mais natural de
modelar um delineamento com dois factores é a de prever a existéncia de um terceiro tipo de efeitos: os
chamados efeitos de interacgao, especificos das células (situagbes experimentais).
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4.6.1 A equagao do Modelo a dois factores, com interaccao

A ideia é incorporar na equagao base do modelo para Y;j; uma parcela, que denotaremos (af3), ;> € que
permita que em cada célula haja um efeito especifico associado a combinac¢ao dos niveis i do Factor A e
7 do Factor B:

Yij = p+o;+ 55+ (Ozﬂ)ij + €ijk - (4.26)

Também no contexto deste modelo torna-se necessario admitir restricoes, de forma a assegurar que a
matriz do modelo X resultante nao tenha dependéncias lineares nas suas colunas. Vamos admitir as
seguintes restricoes aos pardmetros:

a1 = 0 3 ﬁl =0 3 (Oéﬂ)lj =0 5 V_j ; (Oéﬁ)il =0 5 Vi. (427)

Estas restricoes podem-se sintetizar afirmando que qualquer efeito em que pelo menos um dos seus indices
tome o wvalor 1 € considerado nulo. Registe-se que as restricoes acima indicadas para os efeitos de
interacgdo podem igualmente ser escritas como (af);; =0 se i=ou j=1.

Tem-se, a partir da equagao geral [{.26) e das restrigoes [{.27), as seguintes expressoes para as médias
de célula Hij:

e Para a primeira célula (i =j =1): p11 = E[Y11%] = p-

e Nas restantes células (1,7) do primeiro nivel do Factor A: pn; = E[Y1i] = p11 + B;.

e Nas restantes células (i,1) do primeiro nivel do Factor B: ;1 = E[Yij1i] = p11 + ;.

e Nas células genéricas (i,j), com i >1e j>1: p;; = E[Yii] = p11 + o + B + (aB)4j-
Como se pode constatar, cada média populacional de célula é livre de tomar qualquer valor, uma vez que
existe pelo menos um parametro livre nas férmulas de qualquer dessas médias.

Os efeitos «; e 3; designam-se agora efeitos principais dos niveis de cada Factor, uma vez que os efeitos
de interaccao também sdo efeitos que dependem dos valores de 7 e j.

4.6.2 A equagao vectorial do modelo

A versdo vectorial do modelo com interacgdo associa os novos efeitos (a3),; a varidveis indicatrizes de

ij
cada célula, excluindo as células associadas ao primeiro nivel de qualquer dos factores.

A equacgao-base do modelo ANOVA a 2 Factores, com interacgao, é:

—

Y = ul, + asZa, + .. + aaZa, + BoIp, + .. + Bls, +
+ (Oéﬁ)mfAZ;Bg + (045)2332,42;33 + ...+ (aﬁ)aban:Bb + €

onde Z4,.p, representa a wvaridvel indicatriz da célula correspondente ao nivel i do Factor A e nivel j
do factor B. Cada indicatriz de célula é da forma Z 4,. B, = Ta,+1 B,>, COM 0O operador x a indicar uma
multiplicacao, elemento a elemento, entre dois vectores.

Neste modelo, que designamos modelo M 4.p, existem ao todo ab pardmetros desconhecidos, que sao:
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a 1 média da célula de referéncia, p11;

e 0s a—1 acréscimos «; (i > 1);

e 0s b—1 acréscimos §; (j > 1); e

e 0s (a—1)(b—1) efeitos de interaccdo (af);;, para i > 1, j > 1.
O ajustamento deste modelo faz-se de forma anéloga ao ajustamento de modelos anteriores. A matriz X
do delineamento é agora constituida por ab colunas:

—

e uma coluna de uns, 1,,, associada ao parametro fi11.

e a—1 colunas de indicatrizes de nivel do factor A, I 4;, (1 > 1), associadas aos parametros «;.
e b—1 colunas de indicatrizes de nivel do factor B, fBj, (4 > 1), associadas aos parametros ;.
e (a—1)(b—1) indicatrizes de célula, fAi:Bj, (¢,7 > 1), associadas a efeitos de interac¢do (af)i;.

Como em modelos anteriores, o vector dos valores ajustados de Y, Y, é obtido pré-multiplicando o
vector dos valores observados, Y, pela matriz H de projecgao ortogonal sobre C(X), construida a partir

dessa matriz do modelo: Y = HY. E como habitualmente, a Soma de Quadrados Residual é da forma:
N = a b i N
SQREAp =Y = Y[>= 3 > > (Yir — Yir)*

i=1j=1k=1

4.6.3 O modelo ANOVA a dois factores, com interaccao

Juntando os pressupostos necessarios a inferéncia, obtém-se o Modelo ANOVA a dois factores, para
delineamentos factoriais, com interacgao, que sera representado em curto como o Modelo M4, 3.

Seja dado um delineamento factorial com dois factores: o Factor A com a niveis e o Factor B com
b niveis. Admite-se que existem n observagdes, Y;ji, das quais n;; correspondem & célula (¢, j)
(i=1,..,a;j=1,...,b). O Modelo ANOVA a dois factores, com efeitos de interacgio, admite que:

1. Yvijk = 11 + o4+ ﬁj + (aﬁ)ij + €5k (iZl, ema; j=1,..,b; k=1, ...,nij)
com as restricdes ay =0; /1 =0; (af); =0, Vj; (af)a =0, Vi.

2. €5 —~ N(0, %), para todo o i, j e k.

3. {€ijk}ijx sd0 um conjunto de variaveis aleatorias independentes.

4.6.4 O Modelo ANOVA a dois factores com interacgcao, versao vectorial

Tal como em Modelos ANOVA anteriores, pode reescrever-se o Modelo usando notagdo vectorial /matricial.
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Seja dada uma varidvel resposta Y, com n observagoes Y;;; nas ab células definidas pelo cruzamento
factorial de dois factores, A e B.

1. O vector Y das n observagoes Yj;, verifica:

Y = unlp+Za,+ ..+ aala, + 62T, + ..+ 5l
+ (aB)2Za,:B, + (afB)23Lay:By + .. + (aB)wZa,:B, + €
= XB+e .

sendo

e 1, o vector de n uns; Z 4, indicatriz do nivel ¢ nivel do Factor A; Zp; indicatriz do nivel

j do Factor B; e fA,;:Bj a indicatriz de pertenca a célula (i, ), sempre com 4,5 > 1.

o X=|1,|Za, | - |Za, |Zn, | - |f3b} a matriz do modelo;

i E: (:U/laa27"' ,Oék;,ﬁ2,"' 7ﬁb)t-

2. O vector dos erros aleatérios tem distribuicio € ~ N, (0, 62 1,,).

4.6.5 Os trés testes ANOVA

Neste modelo, em cuja equagio de base ([26) existem trés tipos de efeitos, desejamos fazer um teste
ezisténcia de cada um desses trés tipos de efeitos:

Teste I: & existéncia de efeitos de interacgdo: Hy : (af);; =0, Vi=2,..,a, Vj=2,..,b;
Teste II: A existéncia de efeitos principais do Factor A: Hy : a; =0, Vi=2,...,a; e

Teste III: a existéncia de efeitos principais do Factor B: Hy : 8; =0, Vj=2,...,b.

As estatisticas de teste para cada um destes testes obtém-se a partir da decomposicdo da Soma de
Quadrados Total em parcelas convenientes.

4.6.5.1 A decomposigao de SQT

Para testar a existéncia de efeitos de interaccao, com hipotese Nula correspondente & inexisténcia desses
efeitos,

HO : (Oéﬂ)ij :0, Vi :2,...,(1, Vj :2,...,b,

pode efectuar-se um teste ' parcial comparando o modelo agora considerado,
(Modelo M a.p) Yijr = pu1 +ai+ B + (aB)ij + €iji
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com o submodelo correspondente ao Modelo a dois factores, mas sem efeitos de interaccao:
(Modelo MA+B) }/ijk = p11 t o+ ﬂj + €5k

A Soma de Quadrados associada a interac¢do corresponde a diferenca das Somas de Quadrados Residuais
desses dois Modelos, que surgird no numerador da estatistica desse teste F' parcial:

SQAB = SQREa.p — SQREA.p (4.28)

Para testar os efeitos principais do Factor B, com a Hipotese Nula Hy : 8; =0, Vj=2,...,b (que, mais
uma vez, corresponde a inexisténcia dos referidos efeitos), pode considerar-se o Modelo a dois Factores,
sem efeitos de interacc¢do, e o Modelo com um tnico Factor, o Factor A, cujas equacgoes sao:
(Modelo M. g) Yij = pu+o+ 5+ €ije
(Modelo M 4) Yijp = pnn+oi+ i,

e definir Somas de Quadrados associadas a cada um dos Factores, de forma igual ao que foi feito aquando
do estudo do modelo sem efeitos de interacgao:

SQB = SQREs—SQRFEs;p

SQA = SQF4 = SQT — SQRE4

Assim, definiram-se as trés Somas de Quadrados associadas aos trés tipos de efeitos previstos na equacgao
do Modelo:
SQAB = SQRFEa+p— SQRFEA.p
SQB = SQREjs— SQREs.p
SQA = SQFs = SQT — SQRE4

Somando estas Somas de Quadrados & Soma de Quadrados Residual, SQRFE 4.3, obtém-se:
SQRE A5+ SQAB + SQA+ SQB = SQT (4.29)

Esta decomposicao de SQT gera as quantidades nas quais se baseiam as estatisticas dos trés testes
associados ao Modelo M ..

A cada uma das Somas de Quadrados associam-se graus de liberdade de acordo com as seguintes regras
(analogas as de outros modelos ANOVA):

e os graus de liberdade associados a cada um dos tipos de efeitos sao dados pelo nimero de pardmetros
desse tipo, apds a imposicao das restrigoes: a—1 para os efeitos principais do Factor A; b—1 para
os efeitos principais do Factor B; e (a—1)(b—1) para os efeitos de interaccao.

e os graus de liberdade residuais sdo o namero de observagoes (n) menos o namero de pardmetros do
modelo (ab).

Como é habito definem-se Quadrados Médios dividindo cada uma das Somas de Quadrados pelos respec-
tivos graus de liberdade. E, também como noutras ANOVAs, as estatisticas de cada um dos trés testes
resultam de dividir o Quadrado Médio do tipo de efeito que se pretende testar, pelo Quadrado Médio
Residual. Vejamos agora em pormenor cada um dos trés testes F' para este Modelo.
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4.6.5.2 O Teste F' aos efeitos de interaccgao

Sendo valido o Modelo ANOVA a dois factores, com interac¢do, o Teste F' aos efeitos de interacgao
é definido pelos seguintes passos:

Proposigao 4.6: Teste F' aos efeitos de interacgao

Hipéteses: Hy : (af)i; =0, Vi,j  vs. Hy : 3,7 tal que (af)i; # 0.
[NAO HA INTERACCAO)] vs. [HA INTERACGAO]

Estatistica do Teste: F = g%gg ~ Fl(a—1)(b-1) , n—ab] s€ Ho.

Nivel de significancia do teste: «

Regiao Critica (Unilateral direita): Rejeitar Ho se Feaie > fa((a—1)(b=1),n—ab)

4.6.5.3 O Teste F aos efeitos principais do factor A

Sendo valido o Modelo ANOVA a 2 factores com interaccao, o Teste F' aos efeitos principais do factor A
define-se da forma seguinte:

Proposigao 4.7: Teste F aos efeitos principais do Factor A

Hipéteses: Hy : a; =0, i=2,...a vs. Hy : 3i=2,..,atal que o; # 0.
[NAO HA EFEITOS DE A] vs. [HA EFEITOS DE A]

Estatistica do Teste: F' = c}%\/f% ~ Fla—1 n—ab) se Hp.
Nivel de significancia do teste: «

Regiao Critica (Unilateral direita): Rejeitar Ho se Fraie > fa(a—1,n—ab)

4.6.5.4 O Teste F aos efeitos principais do factor B

Sendo valido o Modelo ANOVA a 2 factores com interacc¢io, tem-se o seguinte Teste F' aos efeitos
principais do factor B.

Proposigao 4.8: Teste F' aos efeitos principais do Factor B

Hipoteses: Hy : 3; =0, Vji=2,...,b vs. Hy : 3j=2,.,btal que 8; # 0.
[NAO HA EFEITOS DE B] vs. [HA EFEITOS DE B]

Estatistica do Teste: F = QQM% ~ Fy—1,n—ap) se Hy.

Nivel de significancia do teste: «
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Regiao Critica (Unilateral direita): Rejeitar Ho se Feaie > fa(b—1,n—ab)

A informacao relevante para esses testes pode ser coleccionada num quadro-resumo, como nos Modelos
ANOVA anteriores.

4.6.5.5 O quadro de sintese

Com base na decomposi¢do da equacao ([@29) pode-se construir o quadro de sintese da ANOVA a 2
Factores, com interaccao, dada na Tabela 4.3

Fonte gl SQ QM feale
Factor A a—1 SQA = SQF4 QMA= “Z?f QQJW%
Factor B b—1 SQB = SQRE, — SQREA, 5 QMB =398 S

Interaccio | (a—1)(b—1) | SQAB = SQREap — SQREa.p | QMAB = 2355 | S0

Residuos n — ab SQRE = SQRE .p QMRE = 2QRE

n—ab

Total n—1 SQT = (n—1)s2 - -

Tabela 4.5: O quadro resumo duma ANOVA a dois factores, com efeitos de interaccao, valido quer o
delineamento seja, ou nao, equilibrado.

4.6.6 ANOVA a dois Factores com interacgao no R

Para efectuar uma ANOVA a dois Factores, com interacc¢éo, no R, organizam-se os dados de forma igual
a usada para o modelo sem interaccdo, ou seja, numa data.frame com trés colunas:

1. uma coluna para a variavel resposta;
2. outra coluna, de classe factor, para o factor A;

3. uma terceira coluna, também de classe factor, para o factor B.

As formulas utilizadas no R para indicar uma ANOVA a dois Factores, com interac¢io, recorrem ao
simbolo “x’ :

y ~ fA x fB

sendo y o nome da variavel resposta e fA e £B os nomes dos factores.
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Um estudo efectuado pela Sec¢do de Produgdo Animal do ISA visou estudar se o Coeficiente de

Utilizacdo Digestiva para a celulose (variavel CEL) de leitoes é afectado pela natureza da fibra
usada nas dietas (factor Fibra, com a=2 niveis) e pela adigdo, ou ndo, de enzimas digestivas (factor
Enzima, também com b=2 niveis). Nas ab=4 situacdes experimentais ha n;; =12 repeticdes (pelo
que o delineamento ¢é equilibrado). Eis o resultado de ajustar um Modelo ANOVA a 2 factores, com
efeitos de interaccao.

> leitoes.aov <- aov(CEL ~ Fibra*Enzima , data=leitoes)
> summary(leitoes.aov)

Df Sum Sq Mean Sq F value Pr(>F)
Fibra 1 0.0239 0.02385 1.450 0.23500
Enzima 1 0.1376 0.13760 8.364 0.00593 **
Fibra:Enzima 1 0.0257 0.02567 1.560 0.21824
Residuals 44 0.7239 0.01645

Como se constata pelas significAncias associadas a cada teste, ndo sdo significativos os efeitos prin-
cipais do factor Fibra (p =0.235), nem os efeitos de interac¢do (p =0.21824). Pelo contrério, sdo
significativos, para os niveis de significancia usuais, os efeitos associados & presenca ou auséncia de
enzimas digestivas (p=0.00593).

Neste caso, e como a=b=2, ha apenas um efeito de cada tipo e torna-se facil relacionar os resultados
dos trés testes F' com as médias populacionais das ab=4 células. De facto, apos a imposi¢ao das
restrigoes, a equagao (vectorial) do modelo reduz-se a:

Y = ul, + oy, + BoIs, + (@B)2lays, + €

Teste I: Hy:a=0 p-value=0.23500 = Nao rejeitar Hy : ag =0
Teste II: Hy: 82=0 p-value=0.00593 = Optar por Hj : f2#0
Teste III:  Hy : (af)22=0 p-value=0.21824 = Nao rejeitar Hy : (af)2,2=0

Assim, tem-se (indicando os efeitos ndo significativos a cinzento claro):

Enzima
sem com
Fibra | 1 H11 H12=p11 + P2
M1 =11+ e =110 + Bat(F)s 0

4.6.7 A necessidade de repeticoes nas células

Para se poder estudar o modelo a dois Factores com efeitos de interaccao, é necessario que haja repeticoes
nas células. Uma forma fécil de ver que assim é, consiste em observar que os graus de liberdade do SQRFE
neste modelo sdo n — ab. Se houver uma tinica observacio em cada célula, tem-se n = ab, ou seja, tantos
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parametros quantas as observacoes existentes. Nesse caso, nem sequer serd possivel definir o Quadrado
Médio Residual, QM RE, cujo denominador seria, neste caso, zero.
) ) ) )

Assim, num delineamento com uma tinica observacao por célula é obrigatério optar por um modelo sem
interacgdo, uma vez que nao existe informacio suficiente (ou seja, observagoes suficientes) para estudar
os efeitos de interaccdo. E sobretudo por esta razio que se justifica o interesse no modelo a dois factores,
sem efeitos de interacgao.

Havendo repeticoes, é mais natural considerar um modelo com interaccao e deixar que a conclusdo sobre
a existéncia, ou nao, desse tipo de efeitos resulte do estudo do modelo. Mas a realizacao de repetigcoes
pode ser demasiado dispendiosa e trabalhosa, em cujo caso um delineamento com uma tinica observacao
por célula pode tornar-se convidativa e o modelo sem os efeitos de interaccao a tnica possibilidade viavel
de estudar os efeitos de cada factor em separado. Nesses casos, a eventual existéncia de interaccao, que
nao foi possivel estudar no modelo, ird inflacionar a variabilidade residual, ndo explicada pelo modelo.

4.6.8 Algumas féormulas de interesse

4.6.8.1 Meédias de Y

As médias ja definidas no estudo do modelo a dois Factores, sem efeitos de interaccdo, ou seja as médias
global (Y...), de cada nivel do Factor A (Y;..) e de cada nivel do Factor B (Y;.), acrescentam-se agora
as médias de cada célula:

_ 1 &

Yij = — Yijk (4.30)

.y
Yok=1

4.6.8.2 Valores ajustados de Y

No modelo ANOVA a dois factor, com efeitos de interacgio, os wvalores ajustados }A/ijk S0 iguais para
todas as observagoes numa mesma célula, e sao dados pela média amostral da célula:

Yije = Yij (4.31)

4.6.8.3 Estimadores dos parametros

Os estimadores dos pardmetros num modelo ANOVA a 2 Factores, com interac¢io, sdo, tal como numa
ANOVA a um Factor, as quantidades amostrais correspondentes ao significado que, na populacdo, tem
cada um dos parametros. Como foi visto na Subseccéo A.6.1] tem-se:

111 € a média populacional para a primeira célula (i = j = 1).

e «; (com i>1) é a diferenca da média populacional das células (i,1) e (1,1): a;=pi — p11-

Bj (com j>1) é a diferenca da média populacional das células (1, ) e (1,1): B =p1; — pa1.

Os efeitos de interacgio nas células genéricas (i,7), com i > 1 e j > 1 podem ser escritos como:
(aB)ij = pij—pa1 — i — B = pij — pat — (pir — part) — (1 — pan) = (pag +pa1) — (i +pa5)-
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Os estimadores de minimos quadrados destes parametros resultam de substituir as médias populacionais
destas expressoes pelas correspondentes médias amostrais:

e ji11 = Y11
e & = ?il- 7?11. (Z > 1)
¢ B =Y~V (j>1)

(C;B)ij = Yy + Y1) — (Vi + ;) (1,5 > 1).

Intervalos de confianca ou testes de hipoteses para qualquer dos pardmetros individuais, ou combinagcoes
lineares desses parametros, podem ser efectuados utilizando a teoria geral do Modelo Linear, ou seja,
através de testes t-Student.

4.6.8.4 A Soma de Quadrados Residual

Como os valores ajustados correspondem as medias amostrais da célula onde se efectuaram as observagoes,
Yijr = Y,;., tem-se:

a b MNij a b MNij a b
SQRE = Y NN (Wi — Vi) = 3.0 (Vi — =D > (i —1)S5,  (4.32)
i=1 j=1 k=1 i=1 j=1 k=1 i=1 j=1

sendo Sfj a variancia amostral das observagoes da célula (i, j).

M=
AM@

Como a soma dos pesos na equacao (£32)) é (nij —1) = n—ab, o Quadrado Médio Residual é uma

1=175=1

meédia ponderada das varidncias de nivel:

SQRE
QMRE = —— = n_abzz ni; —1)S% . (4.33)

ab
=1 j=1

Num delineamento equilibrado, tem-se n = n.ab, e o Quadrado Médio Residual serd entdo a média simples
das variancias amostrais de célula, Sfj:

4.6.8.5 SQA e SQB em delineamentos equilibrados

Para delineamentos equilibrados (com n. observagoes por célula) é possivel obter igualmente férmulas
simples para as Somas de Quadrados associadas aos efeitos principais de cada factor. Estas formulas
correspondem (tal como no modelo sem efeitos de interac¢do) as Somas de Quadrados associadas a cada

ISA/ULisboa — Estatistica e Delineamento — 2020-21 205



CAPITULO 4. ANALISE DE VARIANCIA

factor, caso se ajustasse (aos mesmos dados) um modelo ANOVA apenas com esse factor:

SQA = bncZ(Vi,,*?..»)Q
i=1
b

SQB = ancZ(Y.j.—?...)Q

j=1

4.6.9 Comparacoes miiltiplas de médias de células

O nimero potencialmente grande de comparagoes possiveis entre pares de médias de célula aconselha a
utilizagdo de métodos de compara¢ao miiltipla, que permitam controlar globalmente o nivel de significAncia
do conjunto de testes de hipoteses (ou grau de confianca do conjunto de intervalos de confianga).

O mais utilizado dos métodos de comparagao multipla esta associado ao nome de Tukey, e foi j& intro-
duzido aquando do estudo de delineamentos a um Factor. Adapta-se facilmente & comparacao miltipla
de médias de células.

Admite-se que o delineamento ¢é equilibrado, com n. > 1 repeticoes em todas as ab células. Sendo
Qo (abyn—ab) O Valor que deixa & direita uma regiao de probabilidade o numa distribuigao de Tukey com
parametros k = ab (o namero total de médias de célula) e v = n — ab (os graus de liberdade associados
ao QM RE), tém-se os seguintes resultados, relativos as abordagens alternativas via testes de hipoteses
ou intervalos de confianca.

4.6.9.1 Testes a Hipoteses sobre p;; — i1

Proposigao 4.9: Testes de Tukey para a comparagao de médias de célula

Rejeita-se a igualdade das médias das células (i,7) e (i',7'), a favor da hipotese p1;; # pirjr, se

- — QMRE
Yij =Yyl > Ga(abn-ab) - — > (4.34)

O nivel de significAncia « é global, ou seja, relativo & totalidade das comparagdes de cada par de

niveis.

4.6.9.2 Intervalos de Confianga para f;; — i

Proposigao 4.10: Intervalos de Confianca de Tukey

Com grau de confianca global (1 — «) x 100%, todas as diferencas de médias de pares de células,
Hij — Mirjr, estdo em intervalos da forma:

QMRE QMRE

:| (yz_] - yi’jh) — 4o (ab,n—ab) e ) (?U - yi’jh) + qa (ab,n—ab) e |:
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Conclui-se que duas médias populacionais de célula sao diferentes, p;; # pij, se o intervalo de
confianca correspondente a este par de células ndo contém o valor zero.

4.6.9.3 Tukey no R

A obtencdo dos Intervalos de Confianca de Tukey no R, para a diferenca da média de células, no caso de
um delineamento a dois Factores, é andlogo ao caso de um unico factor:

> TukeyHSD(aov(y ~ fA * fB, data=dados))
O comando produz também intervalos de confianga para as médias de nivel de cada Factor isoladamente.

E possivel representar graficamente estes Intervalos de Confianca encaixando o comando anterior na
funcgao plot.

Alternativamente, & possivel calcular o termo de comparagao qq (ab,n—ab) \/ @42 usando a fungao qtukey
para obter o quantil da distribuicao de Tukey. Ilustramos esta segunda abordagem com os dados do
Exercicio ANOVA 12.

Na anaélise dos dados relativos ao teor de taninos em frutos do sapotizeiro, em funcao de duas
diferentes temperaturas (Factor A com a = 2 niveis) e quatro diferentes tipos de armazenamento
(Factor B, com b=4 diferentes niveis), foram encontradas as seguintes médias de célula, calculadas
com base em n.=4 repeticoes:

> model.tables(sapoti.aov, type="means")
[...]
temperatura:tempo
tempo
temperatura 0 3 6 9
alta 19.50 26.85 25.97 26.40
baixa 32.22 20.80 16.00 9.40

A raiz quadrada do Quadrado Médio Residual é:

> sapoti.aov

[...]
Residual standard error: 0.9292694

O quantil de ordem 95% da distribuicdo de Tukey relativa é qu(ab,n—ab) = G0.05(s,24) = 4.683752,
calculada no R com o comando:

> qtukey(0.95, 8, 24)
[1] 4.683752
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Assim, o termo de comparacio, ao nivel de significancia « = 0.05, é dado por:

vVQMRE 0.9292694
QO.O5(8,24)Q7 — = 4.683752 x —s = 2.176234 .

Ordenando as oito médias de célula por ordem crescente, tem-se:

Célula | baixa, 9 Dbaixa, 6 alta, 0 baixa, 3 alta, 6 alta,9 alta,3 baixa, 0
Meédia | 9.40° 16.00°  19.50°  20.80° 25.97¢ 26.40¢ 26.85¢  32.22°

As letras associadas a cada média de célula indicam grupos de células cujas diferengas de médias
amostrais ndo sao significativas, ou seja, em que a diferenca |yijv —yi,j,v| é inferior a 2.176234. Neste
caso, dé-se uma particao das células em cinco grupos sem repeticoes de médias, o que pode nem
sempre ser o caso.

4.6.10 Analise dos Residuos

A validade dos pressupostos do Modelo relativos aos erros aleatorios pode ser estudada de forma anéloga
ao que foi visto para um delineamento a 1 Factor. Também neste caso, convém sublinhar algumas
especifidades deste estudo, para o contexto de ANOVAs a dois Factores, com efeitos de interacgio.

Os residuos relativos a uma mesma célula aparecem em ab colunas verticais num grafico de Ejji vs. Yijk.

A hipétese de heterogeneidade de variancias entre diferentes células pode ser testada recorrendo a testes
de hipdteses (como o Teste de Bartlett), mas essa matéria ndo sera leccionada.

4.6.10.1 O Teste de Bartlett para delineamentos a dois factores *

(*) O Teste de Bartlett nao é avaliado
Um Teste de Bartlett visa estudar a homogeneidade de varidncias em cada célula, sendo a existéncia

dessa homogeneidade a Hipdtese Nula do teste.

g . L2 2 2 Comi i . 2 2
Hipéteses: Hy: of; =0y =.. =0, vs. Hy: zijig oy #+ O
[Varidncias homogéneas] VS. [Variancias heterogéneas]

Estatistica do Teste:

a b
(n—ab)lnQMRE — Y 3~ (ni; —1) In S,
i=15=1

2 _
K* = C ~ Xap—1

a b
_ 1 1 1
onde €' =1 + 3(ab—1) lz Z ng—1 n—ab‘|
i=1j=1
Nivel de significancia do teste: «
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Regiao Critica (Unilateral direita): Rejeitar Hy se K2, > xi(ab_l)

Tal como no Modelo a um Factor, a distribuicao da estatistica do Teste de Bartlett é apenas assintoética,
pelo que o teste exige amostras de grande dimensdo. Além disso, é um teste fortemente dependente da
Normalidade dos erros aleatérios.

4.6.11 TUma adverténcia

Na formulacédo classica do modelo ANOVA a dois Factores, com interac¢do, e a partir da equacio-base
Yiie = w4+ o+ 65+ (af)ij + €iji, em vez de impor as restri¢des o = 51 = (af)in = (aB)1; =0 (¥4, j),
admite-se a existéncia de acréscimos de todos os tipos para qualquer valor de i e j e impoe-se as condigoes:

o3, a;=0;
> Bi=0;
>, (aB)y =0, Vj;
« S (0B =0, Vi,

Tal como em Modelos ANOVA anteriores, estas condi¢oes alternativas:

e mudam a forma de interpretar os parametros;
e mudam os estimadores dos parametros;

e nao mudam o resultado dos testes F' & existéncia de efeitos.

4.6.12 Visualizacao grafica de efeitos de interacgao

Efeitos de interacgdo em delineamentos factoriais a dois factores podem ser visualizados em gréficos
designados grificos de interacgdo. Estes graficos sdo construidos da seguinte forma:

e 0 eixo horizontal é associado aos niveis de um dos factores (por exemplo, o factor f4);
e 10 eixo vertical sao indicados os valores médios da variavel resposta Y;

e para cada célula, indica-se um ponto cujas coordenadas sao determinadas pelo nivel do primeiro
factor e respectiva média de célula da varidvel resposta;

e unem-se com segmentos de recta os pontos correspondentes a um mesmo nivel do segundo factor
(por exemplo, o factor fg).
A utilizacdo destes grdficos de interac¢ao € ilustrada na Figura 4.8

A inexisténcia de interacgdo significativa produz, nestes graficos, linhas aproximadamente “paralelas’.
Havendo interacgao, as linhas estardo longe de qualquer paralelismo. A confirmacdo da significAncia dos
efeitos de interaccao exige sempre que se efectue o respectivo teste F.
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Figura 4.8: Dois exemplos de graficos de interac¢do, correspondentes a diferentes conjuntos de dados.
A esquerda, os segmentos de rectas correspondentes aos varios niveis do factor estdo longe de qualquer
‘paralelismo’, pelo que hé fortes indicios da existéncia de efeitos significativos de interaccio. A direita
ha um maior ‘paralelismo’, que sugere que a interaccdo ndo é significativa. Apenas a realizacdo do
teste F' & existéncia de efeitos de interaccao permite tornar estes indicios em conclusoes estatisticamente
sustentadas.

A cada problema correspondem sempre dois possiveis grificos de interac¢ao, uma vez que é arbitraria a
escolha de qual o factor associado ao eixo horizontal. A informacao dada pelos dois graficos é idéntica,
embora o impacte visual possa ser diferente e algum aspecto da relacdo ser mais visivel num dos dois
graficos.

Serdo em seguida estudados um tipo de delineamentos a dois factores, mas nao factoriais.

4.7 Delineamentos hierarquizados a dois factores

Designam-se delineamentos hierarquizados a dois factores a delineamentos em que os niveis de um dos
factores dependem dos niveis do outro factor.

4.7.1 Um exemplo

Considere-se o seguinte exemplo: pretende-se estudar o indice de desempenho (variavel resposta), em
varias tarefas, de trés diferentes modelos de tractores (factor A), cada um dos quais é conduzido por
quatro tractoristas (factor B). Se os mesmos 4 tractoristas conduzirem os 3 tipos de tractores, estamos
perante um delineamento factorial e aplicam-se os modelos considerados nas Seccoes e Mas se
para cada tipo de tractor existir um grupo de quatro diferentes tractoristas especializados (ao todo 12
pessoas), o delineamento néo é factorial, mas antes hierarquizado: so é possivel identificar os tractoristas
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(niveis do factor B), apds especificar o tractor (nivel do factor A). Assim, existe uma hierarquia dos
factores: so identificamos os niveis de um dos factores (o factor subordinado) apos ter identificado o nivel
do outro factor (factor dominante). A situacdo pode ser representada esquematicamente da seguinte
forma, que utiliza um tipo de grelha semelhante as ji consideradas no estudo de delineamento factoriais.

Tractor A1 Tractor A, Tractor As

Tractorista A;1 X - -
Tractorista 412 X - -
Tractorista A3 X - -
Tractorista A4 X - -

Tractorista Asl -
Tractorista A52 -
Tractorista A3 -
Tractorista Ax4 -
Tractorista Azl - -
Tractorista As2 - -
Tractorista A33 - -
Tractorista As4 - -

X[ X[ X|X

Um delineamento hierarquizado pode assim ser visto como um delineamento factorial muito incompleto.

Mas uma representacao alternativa, em forma de dendrograma, € mais util para transmitir a nocao
da dependéncia entre os niveis dos dois factores. FEssa representacao alternativa, para o exemplo em
consideragao, ¢ dada na Figura [0

FACTOR A A As
(Tractor)
Ay

FACTOR B
(Tractorista)

1 2 3 4 1 2 3 4 1 2 3 4

Figura 4.9: Dendrograma representativo do delineamento hierarquizado relacionando tractores e trac-
toristas. Cada ‘folha’ na ponta de cada ‘ramo terminal’ do dendrograma corresponde a uma diferente
situacdo experimental.

Um tal delineamento diz-se hierarquizado (nested, em inglés). Nos delineamentos hierarquizados deiza
de fazer sentido falar em efeitos de interaccdo entre os niveis de cada Factor, uma vez que os niveis do
factor subordinado sao especificos de um dado nivel do factor dominante. Esta questdo nada tem a que
ver com o delineamento ser, ou nao, equilibrado.
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Note-se que nada obriga a que o nimero de niveis do factor subordinado seja igual, nos vérios niveis
do factor dominante. Assim, seria possivel que, no exemplo acima considerado, houvesse um numero
diferente de tractoristas a guiar dois diferentes tractores.

4.7.2 A equagao do Modelo a dois factores hierarquizados

O Factor dominante num delineamento hierarquizado a dois factores serd genericamente designado o
Factor A, com a niveis. O factor subordinado sera designado Factor B. Mas, para cada nivel i do factor
dominante, pode existir um ntimero b; de niveis do factor dominado, que ndo tem de ser sempre igual,
para os varios valores de i.

Tal como nos modelos para delineamentos factoriais a dois factores, cada observacao é representada por
uma variavel aleatéria com trés indices, Y;j;i:

i nivel do factor A dominante (i = 1, ..., a);

j nivel do factor B subordinado a A (j =1,...,b;);

k repeticdo para a situagdo experimental (7, ), com k = 1, ..., n;;.

A equagdo base do modelo inclui efeitos de nivel do Factor A, «;, e efeitos de nivel do factor B (subor-

dinado), que serdo representados por f3;(;), para salientar que o nivel j de B ¢ contado no seio do nivel ¢
do factor dominante A. Com esta notagdo, a equacio geral do modelo sera da forma:

Yijk = p+ i + Bjy + €ijic - (4.35)

Mais uma vez, é necessario impoOr restricoes, de forma a garantir que as colunas da matriz do modelo X
sejam linearmente independentes. Neste caso, além da exigéncia de que seja nulo o efeito associado ao
primeiro nivel do Factor dominante, A (a3 =0), exigir-se-4 que no primeiro nivel do factor subordinado
(Factor B), em todos os niveis do Factor A, o efeito correspondente seja igualmente nulo: ;¢ = 0, V4,
tal como ilustrado na Figura[£I0l Sublinhe-se que os efeitos de nivel j>1 no Factor B séo livres, mesmo
no primeiro nivel do Factor A dominante (i =1). Com estas restri¢oes, a constante comum a todas as
observacoes, i, serd a média correspondente & primeira situacdo experimental, em que simultaneamente
i=1ej=1, ouseja, = p11-

Nos delineamentos hierarquizados, nao faz sentido falar em efeitos do nivel j do Factor B, sem especificar
qual o nivel do Factor A a que nos referimos. Nem faz sentido falar em efeitos de interacgao.

4.7.3 Particularidades do Modelo
4.7.3.1 Variaveis indicatrizes

Tal como em modelos anteriores, para escrever a equacao do modelo em notagao vectorial, associa-se a
cada parametro uma, variavel indicatriz das observacgoes correspondentes. Assim:

e o parametro 1 esta associado a coluna de uns, 1,.
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FACTOR A 4 Ay
(Tractor)

X A,
FACTOR B

(Tractorista) X

1 2 3 4 1 2 3 4 1 2 3 4

by =4 by =4 by =4

Figura 4.10: Dendrograma indicando as restri¢gdes num modelo para um delineamento hierarquizado. As
cruzes a vermelho indicam os ramos (terminais ou nio) aos quais esta associado um efeito nulo, por via
das restri¢oes consideradas no texto.

e cada um dos (a — 1) parAmetros «; esta associado a uma indicatriz fAi de pertenca ao nivel ¢ > 1
do Factor A.

a a N
e cada um dos ) (bi—1) = )  b; — a parametros f3;(; estd associado a uma indicatriz Zp,, de
i=1 i=1
pertenca ao nivel j > 1 do Factor B (para i=1,...,a).

4.7.3.2 Numero de parametros e a sua interpretacgao

Apos a introducao das restrigoes a; =0 e f1(;) = 0, Vi, o niimero total de pardmetros fica igual ao nimero
de situacoes experimentais:

1+(a—1)+2a:(bi—1) = 1+(&—1)+z@:bi—& = ibi

i=1 i=1 =1

No caso de haver sempre o mesmo nimero de niveis do Factor subordinado B, em qualquer nivel ¢ de A
(b = b; para qualquer i), havera ab pardmetros no modelo.

As restri¢oes implicam que os valores esperados de observagoes de Y em cada situacido experimental
podem ser interpretadas em termos dos parametros, da seguinte formas:

e Para a primeira célula (i = j = 1), E[Yijx] = p = pa1-

e Nas restantes células do primeiro nivel do Factor A (i = 1;5 > 1), p1; = E[Yijx] = pa1 + By
e Nos restantes primeiros niveis do factor B (i > 1;j = 1), ps1 = E[Yijk] = p11 + .

e Nas células genéricas (i,7), com i > 1e j > 1, u; = E[Yijx] = pa1 + i + B
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Os efeitos a; e (3;(;) designam-se efeitos dos niveis de cada Factor. Repare-se que cada situagao experi-
mental (isto &, cada folha terminal do dendrograma) tem pelo menos um parametro que lhe é especifica,
dando assim liberdade para que em cada uma das situacoes experimentais haja um valor esperado livre.

4.7.4 O modelo ANOVA a dois factores, hierarquizados.

Juntando os pressupostos necessarios & inferéncia, tem-se 0 Modelo ANOVA a dois factores, hie-
rarquizados, que serd doravante representado por Modelo M, p.

Seja A o Factor dominante (com a niveis) e B o Factor subordinado (com b; niveis subordinados
ao nivel ¢ do Factor A). Admitem-se que existem n observacdes, Y;;x, das quais n;; associadas &
situagdo experimental (i,5) (i =1,...,a; j=1,...,b;). Tem-se:

1. Y = pi1+ o +ﬂj(l) +ejk, Vi=1,..,a; 7= 1,...b;; k= 1,...,n;
com as restrigoes a3 =0; [y =0, Vi.

2. €ijk N(Oa 02) 5 V’L,],k

3. {€iji}ijk variaveis aleatorias independentes.

4.7.5 O Modelo ANOVA a dois factores hierarquizados, versao vectorial

Tal como em Modelos ANOVA anteriores, pode reescrever-se o Modelo usando notagao vectorial /matricial.

Seja dado um delineamento a dois factores hierarquizados, havendo n observacoes Y;;, uma variavel
a
resposta Y nas > b; situagGes experimentais definidas pelo delineamento.
i=1
1. O vector Y das n observacoes Yj;j;, verifica a equagdo:

-

Y_: = ﬂllin+a2fA2+"-+aaan+ﬂ2(1)f32(1)+'-'+Bba(a)f3ba(a) + €
= XB+e

sendo

e 1, 0 vector de n uns; I 4, indicatriz do nivel ¢ nivel do Factor A; e I B,;, indicatriz do
nivel j do Factor B, subordinado ao nivel i do Factor A com j > 1.
o X=|1,|Za, | - |Za,| me) [ - | j':Bba(a) a matriz do modelo;

—

i :B = (/1/1,042,"' 7ak7ﬁ2(1)7"' 75ba(a))t'
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2. O vector dos erros aleatorios tem distribuicio € ~ N, (0, 021,).

4.7.6 Os dois testes ANOVA

Neste caso, tal como noutros modelos ANOVA, pretende-se testar a existéncia de cada um dos dois tipos
de efeitos previstos no modelo, havendo por isso lugar a dois testes:

Teste I: aos efeitos de nivel do Factor A (dominante), com Hy : a;=0,Vi=2,...,a ;e

Teste II: aos efeitos do conjunto dos niveis do Factor B (subordinado), com Hy : =0, Vi=1,...,a
€ ]:2, ,bl

As estatisticas de teste para cada um destes testes obtém-se a partir da decomposi¢do da Soma de Quadra-
dos Total em trés parcelas, correspondentes aos dois tipos de efeito e & variabilidade residual. As Somas
de Quadrados associadas a cada tipo de efeito definem-se de forma anéloga & usada em delineamentos
anteriores.

4.7.6.1 A decomposicao de SQT

Para efectuar a decomposi¢ao da Soma de Quadrados Total, comecamos por definir a diferenga nas Somas
de Quadrados do Modelo agora introduzido, e do Modelo M4 a um unico Factor (o Factor A), ja que
essa diferenca de Somas de Quadrados Residuais apareceria num teste F' parcial comparando estes dois
Modelos, que serviria para estudar se os efeitos do factor subordinado sdo, ou néao, signficativos (Teste
IT). Assim, tomem-se os Modelos:

(Modelo My, ) Yijr = pu1+ i + By + €ijk
(Modelo M4) Yijk = pi1 + o + €k

Designa-se Soma de Quadrados associada aos efeitos de B a
SQB(A) = SQREs — SQRE,p
e Soma de Quadrados associada aos efeitos de A a
SQA = SQF4s = SQT —SQRE, .
Juntamente com SQRE,,p, tem-se:

SQT = SQA+ SQB(A)+ SQRE, 5 .

Graus de liberdade: Os graus de liberdade associados a cada tipo de efeito sao dados por:

e gl.(SQA)=a— 1, o numero de parametros associados aos efeitos de nivel de A.

o 9.L[SQB(A)] =

a
1=

(b;—1), o namero de parametros associados aos efeitos de nivel de B.
1

a
e gl.(SQRE)=n—>_ b;, o nimero de observagdes menos o nimero total de parametros do modelo.
i=1
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4.7.6.2 Quadro-resumo da ANOVA a 2 Factores hierarquizados

Fonte gl SQ QM feaie
Factor A a—1 SQA=SQF, =SQT — SQRE4 QMA:iQTzl‘l QQA%?E
Factor B(A) | Y. (bi—1) | SQB(A) = SQREA — SQREA,p | QM B(A) = 5924 Q@%ﬁég)
=1 > (bi—1)
=1

Residuos n—> b SQRE = SQRE, QMRE = SQRE

i=1 n—>2 b;

i=1

Total n—1 SQT = (n—1)S; - -

4.7.6.3 O Teste F aos efeitos do factor A (dominante)

Sendo valido o Modelo de ANOVA a 2 factores hierarquizados, tem-se o Teste F aos efeitos do factor A

(dominante).

Proposigao 4.11: Teste F aos efeitos do factor A (dominante)

Hipédteses: Hy : a; =0, Vi=2,...,a vs. Hy : 3i=2,..,a tal que o; # 0.
[FACTOR A NAO AFECTA Y|  vs. [FACTOR A AFECTA Y]

QMA

Estatistica do Teste: F = OWERE

~ Fa-1,n-3, ) se Ho.
Nivel de significancia do teste: «

Regiao Critica (Unilateral direita): Rejeitar Ho se Fralc > fa(a—1,n-3, b))

4.7.6.4 O Teste F aos efeitos do factor B (subordinado)

Sendo vélido o Modelo de ANOVA a dois factores hierarquizado, tem-se o Teste F' aos efeitos do factor

B (subordinado).

Proposicao 4.12: Teste F aos efeitos do factor B (subordinado)

Hipéteses: Ho: () =0, Vji=2,..,b;,i=1,..,a vs.
[FACTOR B NAO AFECTA Y] vs.

QMB(A)

Estatistica do Teste: F = ONMERE

~ s i) -, b s Ho.

Nivel de significancia do teste: «

Regiao Critica (Unilateral direita): Rejeitar Ho se Feate > fo(s (bi—1),n—3, b;) -

i

H;y : 34,7 tais que By # 0.
[FACTOR B AFECTA Y]
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4.7.7 Algumas férmulas

Num modelo ANOVA a dois factores hierarquizados, o valor ajustado de cada observagao corresponde ao
valor médio das observacoes na mesma situacao experimental, ou seja,

Yijk = Yij. (4.36)

Como consequéncia, a Soma de Quadrados Residual neste modelo ANOVA pode ser escrita com base nas
Nij

variancias amostrais de Y em cada situagao experimental, s7; = —L = > (yij — Ti;.)?. Tem-se:
1] P N

b; Mij b; Mij a b; MNij a b;
SRS 95 D) DIZTED 35 9) DI AVEED 35 9 DI APEED 99 IIILS
i=1 j=1 k=1 i=1 j=1 k=1 i=1 j=1 k=1 i=1 j=1

(4.37)

De novo, o Quadrado Médio Residual é uma média ponderada das varidncias amostrais de célula, Sfj,
com pesos n;; —1. Em delineamentos equilibrados, fica uma média simples das variancias de célula.

Pela sua parte, a Soma de Quadrados associada aos efeitos do Factor dominante A (que ¢ a Soma de
Quadrados do Factor, ajustando o modelo apenas com o Factor A aos dados), fica com uma expressdo
analoga ao que tem nos modelos de delinemantos factoriais, apenas com a diferenca que o nimero de
niveis do Factor subordinado (b;) pode ser diferente em cada nivel i do Factor dominante A:

b; Mij by mMij a
SQA = ZZ > Yijk — ZZZ V.= bing(Yi. —Y.)% (4.38)
=1 j=1 k=1 1=1 j=1 k=1 =1
No caso de delineamentos equilibrados, fica:
SQA=nY b (Yi. —Y. )" (4.39)

4.7.8 ANOVA a dois Factores hierarquizados no R

Para efectuar uma ANOVA a dois Factores hierarquizados no R, organizam-se os dados como nos anteriores
modelos com dois factores, ou seja, numa data.frame com trés colunas:

1. uma coluna com a varidvel resposta;
2. outra coluna com o factor A;

3. uma terceira coluna com o factor B.

A formula utilizada no R para indicar uma ANOVA a dois Factores hierarquizados é semelhante as
anteriores, mas com o nome dos dois factores separado pelo simbolo ‘/’. Se o factor dominante tem nome
fA, a formula tera o seguinte aspecto:
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y ~ fA/ fB

No exemplo de tractores/tractoristas, a tabela-resumo produzida pelo comando aov é a seguinte:

> summary(aov(indice ~ tractor/tractorista, data=tractores))
Df Sum Sq Mean Sq F value Pr(>F)

tractor 2 1696 847.8 35.92 2.90e-10 **x
tractor:tractorista 9 2272 252.5 10.70 6.99e-09 ***
Residuals 48 1133 23.6

Neste caso, ha efeitos significativos dos diferentes tipos de tractores sobre a variavel resposta, e
também efeitos significativos dos tractoristas que conduzem os tractores.

4.7.9 Comparacoes miltiplas de médias

Caso se conclua pela existéncia de efeitos do factor subordinado, é natural querer comparar médias da
varidvel resposta nas Z;:l b; diferentes situacoes experimentais.

As comparacoes miltiplas de Tukey podem ser efectuadas, caso o delineamento seja equilibrado, isto é, se
houver o mesmo ntmero n. de observacoes em cada situacdo experimental. A ideia é semelhante & das
aplicacoes da teoria de Tukey feita em modelos anteriores.

Neste caso, os parametros da distribuicao de Tukey serao

a
e o nimero de situagdes experimentais, k = > b;; e
i=1

a
e os graus de liberdade associados a0 QM RE, v =n— Y b;.
i=1

Numa abordagem de tipo Testes de Hipoteses, duas médias populacionais de diferentes situagoes experi-
mentais, u;; e pyj, devem ser consideradas diferentes caso as respectivas médias amostrais, Y;; e Y.
difiram em mais do que o termo de comparacao, ou seja, se

L [OMRE

Y, — Y, a a - 4.40

Y ij. J |>qa<Z bi,’n—zbi) . ( )
i=1 =1

Numa abordagem do tipo Intervalos de Confian¢a, cada um dos intervalos é centrado na respectiva
diferenca de médias amostrais, as quais se subtrai, e soma, o termo de comparacao, para alcancar os
extremos do intervalo.

ISA/ULisboa — Estatistica e Delineamento — 2020-21 218



4.7. DELINEAMENTOS HIERARQUIZADOS A DOIS FACTORES

Ha b1 + bo 4+ b3 =12 situagdes experimentais, logo (122) = 66 comparagoes de pares de médias dessas
situacoes experimentais. O termo de comparacao de Tukey para diferencas de médias de célula é:

MRE 4.85793
40.05 (12,48) - L = 4.856029 x ——— = 10.55.

Ne V5

As médias de célula sdo:

> model.tables(tractores.aov, type="means")
[...]
tractorista
tractor 1 2 3 4
1 61.8 67.8 62.6 52.6
2 75.8 75.2 556.8 77.0
3 76.8 69.6 74.4 73.4

O maior indice médio de desempenho é 7,, =77.0. As médias que diferem significativamente da
maior média sdo as médias ¥, =61.8, Y5 =62.6, Y15, =52.6 e Y3 =55.8. Todas as outras nao
diferem significativamente de y,, =77.0.

4.7.10 AnaAlise de residuos

Também no que respeita & anélise de residuos para validar os pressupostos do modelo, a situacao é
analoga & vista no estudo de anteriores modelos.

> plot(tractores.aov, which=c(1,2))

Residuals vs Fitted Normal Q-Q

Residuals
0
L
o
°
° l;
°
Standardized residuals

-5
5
90

T T T T
55 60 65 70 75 2 - 0 1 2

Fitted values Theoretical Quantiles

Nao existem razoes para questionar a validade dos pressupostos do modelo.
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Pode efectuar-se um teste de Bartlett ou de Levine para testar a hipotese que as varidncias populacionais

a

sdo iguais em cada uma das k = ) b; diferentes situagoes experimentais. A estatistica de teste e os
i=1

graus de liberdade da respectiva distribuicdo assintética sao iguais aos casos anteriores, com este valor

de k. Estes testes ndo sao matéria para avaliagdo.

4.8 Comentarios finais sobre ANOVA

4.8.1 ANOVAs como comparacgao de k amostras

Alguns testes FF ANOVA generalizam os testes t-Student de comparacio de médias de duas populacoes,
estudados nas disciplinas introdutoérias de Estatistica,
e através de amostras independentes (admitindo a igualdade de variancias); e

e com amostras emparelhadas.
Ora, verifica-se que:

e O quadrado da estatistica t-Student & diferenca de médias, no caso de amostras independentes, é
a estatistica I’ do teste aos efeitos do factor, num modelo ANOVA a 1 Factor com k = 2 niveis
(correspondentes as duas populagoes/amostras a comparar).

e O quadrado da estatistica t-Student & diferenca de médias, no caso de amostras emparelhadas, € a
estatistica F' do teste aos efeitos do Factor, num modelo ANOVA a dois factores - um dos quais
introduzido para definir o emparelhamento das unidades experimentais - sem interaccdo e com uma
inica observagao por célula, quando a = 2.

4.8.2 Comparacoes miiltiplas alternativas na ANOVA

A comparacao multipla de médias, que abordamos pela teoria de Tukey, tem numerosas alternativas.

Uma alternativa baseia-se na teoria de Scheffé [6]. Tem tendéncia a produzir intervalos de confianca
maiores (a0 mesmo nivel (1 — «) x 100% de confianga) do que os intervalos de Tukey. No entanto, tem
a vantagem de assentar sobre a mesma teoria que os testes I, razao pela qual as suas conclusoes sdo
coerentes com as conclusoes dos testes F'.

Quer Tukey, quer Scheffé, podem ser generalizados para obter testes/intervalos de confianga sobre com-
binacoes lineares genéricas das médias de nivel ou de células. Nesse caso, a teoria de Scheffé tem melhor
desempenho.

4.8.3 Delineamentos factoriais com varios factores

Um delineamento factorial (isto &, com observagoes para todas as combinagoes de niveis de cada factor)
pode ser definido com qualquer ntumero de factores.
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Num delineamento factorial a trés factores — designados por A, B e C — cada observacao da variavel
resposta indexa-se com quatro indices: Y;ji indica a observagdo [ no nivel ¢ do Factor A, nivel j do
Factor B e nivel k do Factor C. A equagao de base para Y prevé a existéncia de sete tipos de efeitos:

o trés efeitos principais de cada factor, o, 5 e Y.

e trés efeitos de interaccio dupla associados a cada combinagao de niveis de dois Factores diferentes:

(aB)ijy (a¥)ik e (BY)jk-

e um efeito de tripla interac¢do para as células onde se cruzam niveis dos trés factores: (af7)ijk.

O modelo factorial a trés factores tem assim a seguinte equacgao de base do modelo:

Yijer = pinn + i+ B + vk + (aB)ij + (ay)ir + (B7)jx + (@BY)ijk + €ij
excluindo-se efeitos sempre que um dos indices for 1.

Este modelo tem um total de abc parametros. A Soma de Quadrados Total é agora decomposta em oito
parcelas: SQA, SQB, SQC, SQAB, SQAC, SQBC, SQABC e SQRE. As sete SQs associadas a efeitos
sdo definidas pela diferenca das Somas de Quadrados Residuais de modelos onde se vao sucessivamente
omitindo os efeitos correspondentes.

Os graus de liberdade associados a cada tipo de efeito generalizam conceitos anteriores:

e Para as S@Qs de efeitos principais de factor, sao os nimeros de niveis, menos um: a—1,b—1e c—1.

e para as interacgoes duplas, sdo o produto dos graus de liberdade de cada factor: (a — 1)(b — 1),
(a—1)(c—1)e (b—1)(c—1).

e para as interacgoOes triplas, sdo o produto dos graus de liberdade dos trés efeitos principais: (a —

1)(b—1)(c—1).

e para o residual, o naimero de observacoes menos o nimero de paradmetros, n — abc.

Havera agora sete Testes de Hipdteses: um para cada tipo de efeitos. As estatisticas desses sete testes
sao todas do tipo %, onde z designa o tipo de efeitos em questdao. As estatisticas desses testes terdo,
caso seja verdade a respectiva Hipotese Nula Hy, distribuicao F' com graus de liberdade dados pelos g.1.
do numerador e do denominador, respectivamente.

4.8.4 Outros tipos de delineamentos experimentais

Apenas foi aflorada a teoria dos delineamentos experimentais. Existem numerosos outros delineamentos
mais complexos.

Alguns delineamentos visam reduzir o numero de situacoes experimentais que seria necessario estudar
(objectivo que também pode motivar um delineamento hierarquizado). Entre estes, refiram-se:

e 0s quadrados latinos; ou

ISA/ULisboa — Estatistica e Delineamento — 2020-21 221



CAPITULO 4. ANALISE DE VARIANCIA

e 0s delineamentos em blocos incompletos.

Outros delineamentos visam ultrapassar dificuldades praticas na execucao de uma experiéncia, como é o
caso dos delineamentos em parcelas divididas (split plots, em inglés).

4.8.5 Meétodos nao paramétricos de tipo ANOVA

Uma forma alternativa de estudar problemas anilogos aos objectivos de ANOVAs resulta da utilizagao
de métodos nio paramétricos. Nestes métodos, ndo se exigem pressupostos tao fortes como os métodos
classicos, (por exemplo, o pressuposto de normalidade). A sua maior generalidade tem como contrapartida
uma menor capacidade de rejeitar as hipoteses nulas caso elas sejam falsas (i.e., tém menor poténcia),
quando os pressupostos adicionais dos métodos classicos sao vélidos.

Com grande frequéncia, embora nem sempre, os métodos ndo paramétricos substituem os valores obser-
vados da variavel resposta pelas ordens (ranks) dessas observagoes. As estatisticas de teste sdo entdo
fungoes dessas ordens.

O teste de Kruskal-Wallis é uma alternativa nao paramétrica ¢ ANOVA a 1 Factor, em que:

Cada observacao é substituida pela sua ordem:;

A estatistica de teste compara as ordens médias em cada nivel do factor com a ordem média global.

A hipoétese nula é que nos varios niveis do factor as observacoes seguem a mesma distribuicéo.

A hipétese alternativa é que a distribuicdo dos varios niveis difere apenas nas suas localizac¢bes
(medianas).

O teste de Friedman é uma alternativa nao paramétrica & ANOVA com um factor e blocos, ou seja, a
dois factores, sem interacg¢io, nem repeticoes nas células, em que:

Cada observacao é substituida pela sua ordem no seio do seu bloco;

A estatistica de teste compara as ordens médias em cada nivel do factor com a ordem média global.

e A hipotese nula é que nos varios niveis do factor as observagdes seguem a mesma distribuicio,
excepto devido a translacoes associadas a cada bloco.

e A hipotese alternativa é que a distribuicdo dos varios niveis difere também devido a translacoes
associadas aos niveis do factor.

Em ambos estes casos, as estatisticas de teste sdo fun¢oes das Somas de Quadrados usuais, aplicadas as
ordens, em vez de aos valores observados de Y.

Os métodos nao paramétricos sao uma alternativa viavel quando haja violagdo grave dos pressupostos
dos modelos ANOVA cléssicos. No entanto, para delineamentos mais complexos a existéncia de métodos
nao paramétricos ¢ menos frequente.
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4.8.6 Efeitos aleatérios em modelos tipo ANOVA

Nos modelos ANOVA estudados até aqui, admitiu-se sempre que as parcelas de efeitos nas equacoes dos
modelos eram constantes. Este tipo de modelos dizem-se de efeitos fizos. Por vezes, émais adequado
admitir que os efeitos sdo varidveis aleatérias, em cujo caso fala-se de efeitos aleatérios. Quando estdo
presentes efeitos dos dois tipos fala-se me modelos mistos. Nao sendo, em rigor, modelos lineares do tipo
considerado até aqui, os modelos de feitos aleatérios ou mistos tém pontos de contacto importantes, em
particular no caso dum modelo a um tnico factor com efeitos aleatérios.

Se um factor tem um nimero muito grande, ou mesmo uma infinidade, de possiveis niveis, ndo sendo
possivel estudar todos, pode optar-se por estudar apenas uma amostra aleatéria de niveis do factor, na
tentativa de extrair conclusdes para o factor na sua totalidade.

Esta situacao surge com frequéncia quando os niveis de um factor sao terrenos, gendtipos ou outras
entidades para as quais se admite variabilidade, mas em que nao é possivel estudar a totalidade dos
possiveis casos (niveis do factor). Nesses casos, os efeitos dos niveis seleccionados aleatoriamente para
o estudo sao melhor descritos por varidveis aleatdrias, e nao por constantes. FEfeitos de blocos, ou de
factores hierarquizados subordinados sao, com muita frequéncia, mais correctamente descritos por efeitos

aleatorios.
Por exemplo, a equagao base dum modelo a um factor com efeitos aleatérios, com k niveis do factor, sera
Yij = ptaite;,

sendo a; uma varidvel aleatoria que indica o efeito do nivel que vier a ser aleatoriamente seleccionado
como nivel i do factor.

A existéncia de novas varidveis aleatérias (além dos erros aleatérios) na equagao de base de um modelo
com efeitos aleatérios exige novos pressupostos para possibilitar o estudo do modelo. Os pressupostos
usuais em modelos com efeitos aleatérios sdo que os efeitos aleatorios do tipo a;:

tém distribui¢do Normal;
e tém meédia zero;

e tém variancia o2;

sao independentes entre si e independentes dos erros aleatorios.

Estas hip6teses correspondem a admitir que a distribuicio dos efeitos de nivel do factor é a; ~ N(0,02)
e que os niveis amostrados sao seleccionados de forma independente.

Um teste a existéncia de efeitos do factor tem as hipoteses:

Hy: 02 =0 VS. Hl:ai#o.

Sendo verdade a Hipotese Nula, a variavel aleatéria a; toma sempre o valor nulo, e diz-se que o Factor
A nio afecta a variavel resposta. Em caso de rejeicdo de Hy, a favor de H; : 02 # 0, a variavel aleatoria
«; toma diferentes valores, e conclui-se que o factor afecta a varidvel resposta.

Embora este modelo a um factor nao seja um Modelo Linear do mesmo tipo que o modelo de efeitos fixos
antes estudado, o teste envolve uma estatistica equivalente.
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